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ONSOz

Ekonomik krizler sirasinda ve sonrasinda, buyuk sayida firmanin iflas
etmesiyle, firma basarisizliginin dinamiklerinin arastiriimasi finans kuraminin
Uzerinde énemle durdugu konulardan biri durumuna gelmistir. Blyuk bunalim
sonrasinda baslayan ve ginimuze kadar giderek artan bir ilgiyle surdurtlen
firma basarisizhigi galismalari ve olusturulan literatir, ¢ogunlukla, finans
kurami baglaminda tahvil yatirrmcilarinin risk analizlerinin incelenmesi
amacina odaklanmigtir. Finansal otoritelerin basarisizlik c¢aligmalariysa,
Ozellikle merkez bankalarinin reel sektdre verdigi kredilerin risklerinin
Olclilmesi cercevesinde gelistiriimistir. Ekonomik politikalarin reel sektorde
yarattigi risk etkilerinin incelenmesinde de firma basarisizigi kuramindan
yararlaniimasiyla firma ve sektdr risk profillerinin elde edilmesinin olanakh

oldugu dusunulmektedir.

Bu cercevede, firma iflas maliyetlerinin de g6z ©Onunde
bulundurulmasiyla, bilisimdeki en 6nemli gelismelerden biri olarak kabul
edilen makina 6grenmesi yontemleri kullanilarak firma basarisizliginin
dinamikleri ampirik olarak incelenmis ve kullanilabilir bir model gelistiriimesi

amaclanmistir.
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OZET

Yakin donemlerde yasanan finansal krizler ve 6zellikle buyuk olgekli
firma iflaslari, bankacilik sektorinun ve finansal otoritelerin finansal sektorle
birlikte reel sektéri de takip etmesine ve dikkatlerini firma riskliligine
cevirmelerine yol agmistir. Bu baglamda Uluslarasi Odemeler Bankasi (BIS),
bankalarin i¢gsel derecelendirme sistemleri geligtirmeleri gerekliligini bir ilke
karari olarak BASEL Il kriterleri arasina dahil etmistir. Boylece, igsel
derecelendirme ve risk kriterlerinin yerel Ulke bankalarinca dikkate alinarak,
Avrupa Birligi Ulkelerinde 2007 sonuna kadar, Turkiye'de ise en ge¢ 2008

Ocak tarihinden itibaren uygulamaya konmasi hedeflenmektedir.

Reel sektor riskliliginin incelenmesinde firmalarin finansal ve
operasyonel bilgileri, risk analizinin girdisini olusturmaktadir. Bu bilgilerin,
gerek toplulastirilarak sektor egilimleri, gerekse firma bazinda incelenmesiyle

firma finansal davraniglari hakkinda bilgi edinmek olanakhdir.

Firma bazinda riskliligin belirlenmesi, finans kuraminda finansal baski
ve firma basarisizligi kavramlariyla incelenmektedir. Bu iki baslk altinda,
dzellikle Bliylik Bunalim sonrasinda énemli calismalar yapilimistir. ilk dénem
calismalari, riskli ve saglikh firmalarin finansal gostergeleri arasindaki
farkliliklara yogunlagirken, 6zellikle donanim ve yazilim kapasitesindeki ciddi
duzeyde artigla birlikte, son 20 yilda bilisim sistemleri firma basarisizligi
tahmin siirecinin en énemli bilesenlerinden biri haline gelmistir. Ozellikle,
makina ogrenmesi yontemleri bashgi altinda ele alinan yontemlerle firma
basarisizliginin tahmin edilmesinde 6nemli yol kat edilmigtir. Bu baglamda,
firma ve sektor risklilik analizinde makina 6grenmesi yontemlerinin dnemli bir
potansiyel tasidigi banka kredi portfoylerinin yonetimi ve finansal otoritelerin
politika kararlarinin  bigimlendirimesinde yardimci bir ara¢ olarak
kullanilabilecegi dugunulmektedir.
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Bu galisma, finansal baski ve firma basarisizhigr kuramlari ve makina
ogrenmesi yontemlerini ele aldiktan sonra ampirik uygulamalarla firma
basarisizhgini incelemektedir. Ozellikle, maliyete duyarli siniflandirma ve
sonuglari Uzerinde dnemle durulmustur. Kullanilan veri seti, Merkez Bankasi

Reel Sektor Verileri Mudurligu veri tabanindan elde edilmistir.

Anahtar Kelimeler: Finansal Baski, Firma Basarisizligi, Makina Ogrenmesi,

Siniflandirma ve Maliyete Duyarli Ogrenme.
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ABSTRACT

Recent financial crises and especially large corporate bankruptcies,
have led bank managements and financial authorities to follow and monitor
both financial and real sector risks, and to focus on firm failures. Bank of
International Settlements, has therefore, taken the decision to include the
necessity for banks to employ internal rating systems among BASEL II
criteria. Thus, risk assessment and internal rating systems criteria would be
made operational by the individual European Union banking systems, by the
end of 2007, and January 2008 in Turkey, at the latest.

Financial and operational information of the firms, makes up the input
to the risk analysis. This information can be aggregated to portray the
sectoral trends, and/or focused upon on a firm basis to understand firms’
financial behaviours. Finance theory summarizes firms’ risks under financial
distress and firm failure. There have been a myriad of works under these two
headings, particularly in the United States, after the Great Depression. While
early studies have focused upon the differences in the financial ratios of
financially sound and failed firms, especially with the advances in computing
capacity, the last two decades have witnessed an increasing use of machine
learning methods in the failure prediction. Therefore, machine learning
methods can be considered as having great potential in failure prediction and

being good candidates as decision aids for policy-making.

This study considers financial distress and firm failure on theoretical
grounds, gives a compact but elaborate explanation of machine learning
schemes, and analyzes the results of these schemes run with data obtained
from the database of Real Sector Data Division of the Central Bank. Cost

sensitive learning was given special attention in the analysis.

Keywords: Financial Distress, Firm Failure, Machine Learning,

Classification and Cost Sensitive Learning.
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GiRIS
Finansal krizler sirasinda ve sonrasinda yasanan gelismelerin,
finansal ve reel sektore olumsuz etkileri gectigimiz ylzyll boyunca
g6zlenmigtir. Yakin dénemlerde yasanan krizlerde, finans sektdrt kadar her
Olcekte reel sektor firmasinin finansal baskiya girmesi ve Ozellikle buyuk
Olcekli firmalarin iflaslan, firma bazinda ve sektorler genelinde risklerin

incelenmesi ihtiyacini dogurmustur.

S6zu edilen riskler, cesitli menfaat gruplarini farkli agilardan
ilgilendirmektedir. Bu menfaat gruplari, firmanin hissedarlari, alacakllari,
tedarikgiler, musteriler, ¢alisanlar, kredi iligkisi iginde bulundugu bankalar ve
finansal otoritelerdir. Her menfaat grubunun risk algilamasi ve getiri
beklentileri birbirinden farklidir. Getiri beklentilerini sekillendiren dlgut risk
algilamasi oldugundan, bu gruplarin firmaya yonelik tutum ve davranislarini

riskliligin olgulmesi bigimlendirmektedir.

Bankalar dogrudan, finansal otoriteler ise bankacilik sistemi
Uzerinden dolayl olarak kredi mekanizmasiyla olusan risk gruplari iginde en
bayuk riskleri ta§|maktad|rla|ﬂ. Bu baglamda, oOzellikle bankalarin kredi
portfoylerinin risk profillerini, finansal otoritelerin ise ekonomi politikalarinin

firma ve sektor bazinda risklilige etkilerini takip etmeleri gerekmektedir.

Bankalar tarafindan riskliligin takibi, kiresel ekonomilerdeki
kirlganh@in artmasi, finansal istikrarsizlik ve krizlerle birlikte BIS'in
gundemine alinmig ve banka igsel derecelendirme sistemlerinin gerekliligi
BASEL Il kriterleri arasina dahil edilmistir. BASEL I'de 6ngorulen risk dlgim
ve i¢sel derecelendirme sistemlerinin Avrupa Birligi Ulkelerinde 2007 yili
icinde, Turkiye’de ise Ocak 2008 tarihinden itibaren uygulamaya konmasi

hedeflenmektedir.

! Bu risklerin boyutu yaninda karmasikhgr da ayri bir sorun olusturmaktadir.



Firma riskliligi ya da firma basarisizliginin tahminine yonelik
calismalarin gegmisi Bliyik Bunalim’a (1929-1939) kadar uzanmaktadir. ilk
donem basarisizlik c¢alismalarinda, analiz ydntemleri ve bilgi isleme
altyapisindaki kisitlar nedeniyle, ilgi odagi sadece saglikh ve sagliksiz
firmalarin mali oranlari arasindaki farkhliklarin karsilastirimasiyla sinirh
kalmisgtir. Aradan gegen 40 yila yakin bir stire boyunca Uuzerinde fazla
durulmayan basarisizlik tahmin c¢alismalari, 1960’li yillarin sonlarindan
itibaren yeniden finans arastirmalarinin gindemine alinmis ve gelisen
altyapiyla birlikte daha karmagsik yontemlerin gelistiriimesi olanakh olmustur.
ikinci ddnem ¢alismalari olarak adlandirilabilecek bu ¢alismalarda, genellikle
matematiksel ve istatistiksel yodntemler kullanilarak finansal oranlar
arasindaki iligkiler modellenmeye ve firma davraniglari agiklanmaya
cahisiimigtir. Son yirmi yilda gelisen analiz yontemleri, bilgi isleme, yazilim ve
donanim altyapisindaki ilerlemelerle, matematiksel ve istatistiksel
yontemlerle yapilan uygulamalar daha da karmasiklagsmistir. Bilgi
teknolojilerindeki en 6nemli gelismelerden sayllan makina &drenmesi
yontemleri aracihgiyla parametrik olmayan modellerin geligtiriimesi, ayrica,
finansal bilgilerin yaninda niteliksel bilgilerin de bu modellerde

kullanilabilmesi olanakli olmustur.

Firmalarin igsel ve digsal etmenlere bagli olarak gelisen davraniglari
ve bu davranislarinin somut bir yansimasi olarak faaliyetleri ve finansal
yapilarindaki gelismeler, firmanin durumunu yansitan finansal tablolar ve
finansal tablo dipnotlari olarak gdézlemlenmekte, bunun yaninda, modern
yonetsel yontemleri uygulayan firmalarda, niteliksel bilgiler iceren daha

ayrintil faaliyet raporlarina da rastlanmaktadnﬂ.

Firma gOstergelerinin incelenmesi ve bu gostergelerin tum firmalar
arasinda genel bir egilim sergileyip sergilemediginin sorgulanmasi yoluyla
finansal yapi ve davranisg orunti ya da sablonlarinin gikariimasi, finansal
baskinin etkilerinin anlagiimasini saglayacaktir. Bununla birlikte, firma
davraniglari, genellikle karmasik surecgler sonrasinda gozlemlenir ve bu

davraniglarin hangi nedenden kaynaklandigini ilk bakista sdylemek kolay

2 Bu tiir bilgiler arasinda firma yoneticilerinin yaslari, firmanin piyasa tarafindan nasil algilandigi vb. bilgiler yer
almaktadir.



degildir. Firmayla dogrudan ya da dolayl iligkisi olan tim menfaat gruplari bu
davranis oruntulerini degisik olgulerde ve olumlu ya da olumsuz etkilerler.
Ornegin, firmanin sermayedarlari ve alacaklilari arasinda siirekli bir menfaat
catismasi ve rekabet vardir ve bu rekabetin olumsuz etkilerP, finansal baski
altindaki bir firmada en sert sekliyle gdzlemlenecektir.

Finansal baski ve firma basarisizliginin dinamiklerinin anlasiimasi,
sektér ya da firma bazinda riskliligin aciklanabilmesi agisindan énemlidir.
Firma basarisizliginin analizi, firmalarin finansal ve operasyonel bilgiler
yaninda, niteliksel bilgilerinin de incelenmesini gerektirmektedir. Bunlardan
standart ve goreli olarak nesnel olan finansal bilgiler digerlerinden daha fazla
bilgi icermektedir. Operasyonel ve niteliksel bilgilere kolaylikla
ulasilamamakta, ulagilan bilgilerse firmalar arasinda standart bir yapi
sergilememekte, bu baglamda, bu bilgilerin kullanimi zorlagmaktadir.

Calismamizda, finansal baskinin nasil gozlemlendigi ve firmanin
finansal gostergelerine nasil yansidigi incelenmektedir. Bu ¢ergevede, firma
gOstergeleri makina 6grenmesi algoritmalari araciligiyla incelenerek, firma
basarisizliginin  ongorulmesine yonelik modellerin  karsilastirilmasi ve

kullanilabilecek modeller gelistiriimesi amaclanmistir. Tezin amaglari:

» Finansal baski ve firma basarisizhiginin temel altyapisi incelenerek,
genel bir firma basarisizlik dlgutu geli§tirmeku,

 Makina 6grenmesi yOntemlerinin  incelenmesiyle, ampirik
analizlerde kullanilmak Uzere mantiksal algoritmalar arasindan bir yontemi
belirlemek ve

* Ampirik uygulamalar sonucunda makina ogrenmesi
yontemlerinden kullanilabilir bir model olusturma potansiyelinin varligini
belirlemek

olarak 6zetlenebilir.

Tez yukaridaki amaglar dogrultusunda bes bdlimden olusmustur.
Birinci Boliumde, finansal baski kurami ve firma basarisizhginin ayrintilari

incelenmisgtir.

® [ddia sahipleri arasindaki rekabetin ydnetsel verimliligi arttirmak gibi olumlu yénlerinin de oldugu iddia edilmektedir.
* Dérdinci bélimde, sinif etiketlerinin belirlenmesi baglidi altinda incelenmektedir.



ikinci Béliimde, makina ogrenmesi yontemleri, orneklerle incelenmis,
Ozellikle maliyete ve faydaya duyarli siniflandirma yéntemlerinin ayrintilarina

deginilerek agiklamalari yapiimigtir.

Uglincli Boélimde, makina &6grenmesi calismalarinda siklikla
basvurulan Waikato Bilgi Analiz Platformu (WEKA) 6grenme algoritmalari ile
faydaya duyarli 6grenme igin geligtirilen Fayda Maksimizasyonu Tabanl

Oznitelik izdiisim{ (BCFP) algoritmasi anlatiimistir.

Dérdiincli Bolimde, Uglincli Bélimde agiklamalari yapilan WEKA
platformu algoritmalari ve BCFP algoritmasiyla yapilan ampirik uygulamalarin

sonugclari sunulmaktadir.

Son bélimde, tez ana hatlariyla 6zetlenmis ve 6neriler sunulmustur.



BiRINCi BOLUM
FINANSAL BASKI VE FINANSAL BASARISIZLIK

1.1. Finansal Baski ve Firma Basarisizligi

Piyasa ekonomilerinde, firmalarin herhangi bir sektore giris ya da
cikiglari, rekabet surecinin temelini olusturmaktadir. Rekabet sureci, yeterli
sayida firmanin sektérde kalmasini ve piyasa talebinin rekabetgi fiyatlarla ve
verimli bir retim sireciyle kargilanmasini saglar. Diger taraftan, firmanin girig
ya da cikigi, her zaman firmanin fiziksel olarak sektore dahil olmasi ya da
sektorden ayrilmasi anlamina gelmeyebilir. Giris ya da cikig, faaliyetlerde
artis ya da azalig, Uretim surecine ayrilan kaynaklarin artmasi ya da azalmasi
ve/veya faaliyet kolunun degistiriimesi bigiminde de gdzlemlenebilir. Bu
baglamda rekabet sureci, verimli kaynaklar sektore dahil olurken
verimsizlerin sektérden dislanmasi biciminde algilanabilir. Ornegin, bazi
drtnlere talebin azalmasi, Uretime ayirilan kaynaklarin bir kisminin baska
uretim slreclerine kaydirimasina ya da Uretim tesisinin tamamen
kapatilmasina yol agabilir. Buyuk olgekli firmalarda, ¢ikis sureci kaynaklarin
uretim slreglerindeki yerlerinin yeniden yapilandiriimasiyla tanimlanabilir. Bu
baglamda, piyasa ekonomileri ve rekabetci yapi verimsiz sureglerden verimli
olanlara dogru bir kaynak akisi ya da hareketiyle nitelendirilebilir. Kuramsal
olarak, tam rekabetci bir piyasada, cikisin gergeklestigi durumlarin ¢ok
azinda, hatta seyreklikle, finansal baski, temerrit ya da acze dusme, iflas ve

firmanin faaliyetini tamamen durdurmasi beklenir (Hashi, 1997).

Modern firmalar, firma varliklari Gzerinde iddia sahibi farkli gruplarin
menfaatlerini duzenleyen resmi ve ortulu bir anlagsmalar agiyla tanimlanabilir.
Menfaat gruplari ya da iddia edenler, hukumet, bankalar, teminath ve
teminatsiz alacaklilar, calisanlar, tahvil alacaklilari, musteriler, tedarikgiler, ve
yoneticiler ve hissedarlardir. Bu anlasmalar agi, gelismis piyasa

ekonomilerinde, mulkiyet haklarinin bir pargasidir. S6z konusu anlagmalarin



isleyisi, piyasa ekonomilerinde, finansal sistem ve finansal piyasalar
araciligiyla gergeklesir. Finansal kurum ve piyasalar, ekonomik birimlerin
performanslariyla ilgili bilgileri sunar, piyasa katihmcilarinin tepkilerini yansitir
ve ekonomik birimlerin faaliyetlerinin duzenli bir bicimde yuruatulmesini
saglarlar (Hashi,1997).

Gelisen piyasalarda, finansal baski kendini dugslse gecen piyasa
fiyatlariyla gosterirken, olasi mekanizmalarin harekete gegmesini de saglar.
Diger taraftan, birlesme ve devralma faaliyetleri finansal baski ve dusen
fiyatlara bagll olarak yogunlasmaktadir. Bu durum Ozellikle, piyasa
katilimcilarinin, firmanin finansal problemlerini, verimsiz Uretim ve ydnetsel
sistemler ya da artik talep edilmeyen Urlnlerin Uretiimesi baglaminda gegici
bir durum olarak algilamasindan kaynaklanmaktadir. Devralma mekanizmasi
araciligiyla, kuramsal olarak, finansal baski altindaki firmalarin, yeni
sahiplerinin kontrolinde, dogru urun yelpazesini daha verimli bir bicimde
uretmesi saglanabilecektir. Bu baglamda, devralma sureci, atil ya da verimsiz
kaynaklarin sistemden etkin olarak cikarilmasini saglayacaktir (Whitekar,
1999).

Diger taraftan, baski altindaki firma, alacaklilariyla, borglarini yeniden
yapilandirmak ve finansal yapisini dizeltmek amaciyla resmi ya da gayri
resmi gorismelere basvurabilir. Yeniden yapilandirma programlari,
genellikle, isten c¢ikarma ve zarar eden faaliyetlerin durdurulmasini da
icerecek sekilde, firmanin yeniden yapilandiriimasini 6ngorur. Burada da
kaynaklarin sektorden c¢ikmasi sdz konusudur. Son olarak, basvurulacak
baska bir yol kalmadiginda, finansal baski altindaki firmanin tasfiyesi, yani

fiziksel varliginin ortadan kalkmasi bir segenek olarak ortaya ¢cikmaktadir.

Geligmis piyasa ekonomilerinde, gecmiste finansal baskiya giren
firmalar ve bunlar arasindan iflas edenlerin sayisi olduk¢a az olmustur.
Gelismekte olan Ulkelerdeyse, gecmis donemlerde, her dlgekten ¢ok sayida
firma finansal baski surecine girmistir. Finansal baskiya giren firmalarin
tasfiye edilmesi ya da tamamen diglanmasi rekabet surecinin dogal bir
sonucu olarak gorilebilir. Bununla birlikte, bdyle firmalarin tasfiyesine izin

verilmesi veya zorlanmasi, potansiyel bir felaketle sonuglanabilir: Uretim



kapasitesinde dnemli dl¢glide bir azalma olabilir ya da bu kapasite tamamen
ortadan kalkabilir. Ayrica, issizlik sigortasi ve sosyal glvenlik 6demeleri
devlet bltgesine ek bir yuk getirecek ve makroekonomik politikalari olumsuz
yonde etkileyecektir. Gelisen ekonomilerde, bu sureglerin herhangi bir sekilde
olumsuz sonuglanmasi sosyal refah acgisindan arzu edilmez ve menfaat
gruplarinin finansal baskinin olumsuz sonuglarini hosgérmesi ve katlanmasi
beklenemeZd (Hashi, 1997).

Kriz donemlerinde, Ozellikle finansal yapilari bozuk ve problemli
isletmelerin finansal guglukler yasadiklari, hatta iflas ettikleri bilinmektedir.
Bununla birlikte, bir firmanin finansal baskiya girmesi igin ekonomik bir krizin
yasanmasi gerekmeyebilir. Ekonominin genel gidisatinin iyi oldugu
donemlerde bile, firmalarin ¢agdas bilimsel yontemlerle yonetiimemesi
finansal problemlerle kargilagmalari igin yeterlidir. Hatta bazen bilimsel
yontemler bile firmanin iflas etmesini 6nlemeye yetmeyebililﬂ.

1.2. Finansal Baski Surecinin Agsamalari ve Firma Basarisizhgi

Firma basarisizhgi, finansal ve operasyonel baski alt basliklari
altinda incelenmektedir. Bu baglamda, finansal ve operasyonel baski
surecinin  kuramsal altyapisinin tanimlanmasi gerekir. Finansal baski,
finansman kuraminda, firma degerlendirme ve optimal sermaye yapisinin
belirlenmesi basliklari altinda ele alinmaktadir. Bu baglamda, nakit akimi
yaratma ve bor¢ ddeme gucl gibi daha ¢ok firmanin borg-sermaye yapisini
belirleyen konular Uzerinde yogunla§|lmaktadnﬂ. Operasyonel baski
analizinde, finansal gostergelerden c¢ok yonetsel ve cogunlukla niteliksel

etmenler ele alinmaktadir.

Finansal baski sureci dinamik ve g¢ogunlukla uzun bir suregctir ve

firmanin sermaye yapisi, yatirim politikalari ve performansi tzerinde etkilidir

® Calismamizin kapsami disinda oldugu igin finansal baskinin ekonomiye olumsuz etkilerine ayrintili bir bigimde
deginilmemistir.

6 Ornegin aktif biiylikligi 125 milyar ABD dolari, bilango digi pozisyonuysa 1.25 trilyon ABD dolarina ulasan Long
Term Capital Management adindaki biyiik fon Fisher Black gibi Nobel iktisat Odiilii almis kisiler tarafindan
yonetilmesine ragmen iflasin esigine gelmis, FED mali sistemde olusabilecek bir ¢okiintiyl énlemek icin bu firmaya
buyuk miktarda kaynak aktarmak zorunda kalmisti (Perold, 1999).

” Finansal basarisizigi tahmin galismalarinda, genellikle bu dar kapsamdan cikilarak, firmanin hem niteliksel hem
de niceliksel 6zellikleri ele alinmaktadir. Calismada, ¢ok sayida standart niteliksel degiskenin elde edilmesi olanakli
olmadigindan, sadece firma yasi, IMKB kotasyon bilgisi, sektér bilgisi gibi niteliksel degiskenler kullanilabilmistir.
Dogrudan kullanilabilecek niteliksel degiskenler vyerine, operasyonel baskinin etkilerinin dolayli olarak
sorgulanabilecegi finansal degiskenlere basvurulmustur.



(Kahl, 2002). Bir firma finansal baskiya girmeye basgladigi zaman, tehlikeli bir
bdlgeye girmeye baslamis demektir. Baskinin fark edilmesiyle birlikte,
firmanin faaliyetleriyle ilgili dnlemlerin alinmasi gerekir. Baskinin erken
asamada anlagsilmasi ve bu Onlemlerin daha c¢abuk alinmasi, firmanin
tehlikeli bolgeden olabildigince erken c¢ikarilmasini ve surecin firmaya daha
az zarar vermesini saglayacaktir (Whitekar, 1999; Guvenir, 2003). Diger
taraftan, baskinin gec¢ fark edilmesi hasarin derinlesmesine ve belki de

firmanin kurtariimasi zor bir agsamaya gelmesine neden olacaktir.

Finansal baski sureci ve agsamalari asagida agiklanmaktadir.

1.2.1. Finansal Baski

Literatirde, finansal baskinin tanimi, genis bir yelpaze iginde yer
almaktadir. Dinamik ve uzun bir slre¢ olan finansal baski streci, saglikli bir
firmanin finansal yapisinin kisa sureli ve asiri buylk tek bir olay ya da
birbirini takip eden olaylar zinciri ya da uzun sure boyunca tekrarlanan
olumsuz olaylar sonucunda belirli bir esik noktasini gegmesi ile baslar.
Surecin baslangici olarak kabul edilen nokta veya araligin nerede ve
Ozelliklerinin neler oldugu hakkinda kesin bir bilgi bulunmamaktadir. Bu
asamada gozlemlenebilen finansal baski altindaki firmanin finansal sorunlar
yasamaya baslamasidir. Bunun yaninda, finansal baskinin, hissedilmeye
bagladigi andan itibaren gecici veya surekli olup olmamasi, firmanin
surekliligini belirleyecektir. Strecin asamalarinin birbirine gectigi bdlgelerde
net ve kesin bir ayirrm yapmak olanakli degildir ve sonraki asamalar,
genellikle onceki agsamalarin sonucuyken, onceki asamalar, ayni zamanda
sonraki agsamalarin bir pargasidir. Dolayisiyla, finansal baski agsamalari kesin

gizgilerle birbirinden ayrilamamaktadir.

Finansal baski altindaki firmalar erken ve ileri agsamalarda farkli
dzellikler géstermektedirler. ilk asamadaki firmalarda, kilit ydnetimdeki hizli
degisim, musteri portfdyinden énemli masterilerin ¢ikmasi, faaliyet zararlari,
aralikli  nakit aciklari ve ticari alacaklarin  tahsilinde sorunlar

gOzlemlenmektedir.



Finansal baskinin orta asamasi, surekli faaliyet zararlari, borg
Odemelerinde ek vade ya da erteleme talebi, bor¢ s6zlesme kosullarinin
ihlali, dnemli tedarikciklere bor¢c 6demelerinde aksama ve tedarikgilerin
vadelerinde kisalma gibi sorunlarla 6zdeglestiriimektedir. Bu asamada, nakit
yonetimi gunluk faaliyetlerden daha onemli hale gelmeye ve One g¢ikmaya
baslar.

Ge¢ asamadaysa, firmalar surekli faaliyet zararlari yasarken, nakit
aciklari bayur ve borg sozlesmelerinin ihlali kronik bir sorun olmaya baslar.
Supheli alacaklarin tahsili neredeyse olanaksizlagir ve nitelikli ¢alisanlarin

istifalarinda artma gézlenmeye baslar.
Finansal baski literaturde:

* Firma varliklarinin degerinin, belirli bir esik dizeyinin altina
dismesi (Purnanandam, 2005)

* Nakit cikiglari ve kar paylarinin ertelenmesi ya da azaltiimasi
(Jaggi ve Lee, 2002),

* Acze dusme, yani bor¢ ddemelerinin vadelerinde yapilamamasi
(Purnanandam, 2005),

* Firma likit varliklarinin bor¢ 6demelerini karsilamamasi,

* Donen varliklar dizeyinin, vadesi gelen krediler, diger borg
O0demeleri ve yatirim giderlerini karsilamamasi (Mc Mahon ve Reese, 2003),

* Faaliyet nakit girislerinin kisa vadeli borglar karsilamamasi
(Wruck, 1990),

» Verimsizlik kayiplarina yol agan ve surgit dusuk nakit girisleri ya da
nakit ¢ikislariyla 6zdeglestirilen durum (Mc Mahon ve Reese, 2003) ve

* Firmanin, bor¢ 6deme aracglarindan yoksun kalmasi (Ross ve
Westerfield, 1996)

olarak tanimlanmaktadir.

Bu tanimlardan, finansal baskinin, bor¢ 6deme glcu ve nakit
akimlariyla 6zdeglestirilebilecegi ve acze dusme, iflas ve tasfiyenin finansal
baskinin agamalari oldugu soylenebilir.



En genel sekilde finansal baskiya giren firmalar, bor¢ 6deme
sorununu iki yoldan birine bagvurarak ¢ézmek durumundadirlar. Birinci yol,
sorunu iflasa bagsvurmadan ¢ézmektir. Bu durumda, firmanin varliklari ya da
yukumlalUklerinin veya her ikisinin birden yeniden yapilandirilmasi soz
konusudur. ikinci yolsa, daha sert bir ¢dziim yolu olan iflastir. Firmanin iflasa
basvurmasi durumunda, menfaat gruplarinin firma Uzerindeki gu¢ dengeleri
ve sorumluluk dereceleri degisecektir. iflas eden firma ya tasfiye edilir ya da
yeniden yapilandirilir. Buradaki yeniden yapilandirma iflas etmeden yeniden
yapilandirmadan farklidir; surecin sonunda, firmanin sermaye yapisi
alacakllar yonunde degisecek ve alacaklilar firmanin yeni sahipleri olacaktir.
Finansal baski altindaki firmalarin diger secgenekleri, birlesme, borcun
yeniden yapilandiriimasi ve gonulli tasfiye olarak siralanabilir (Gilbert ve
digerleri, 1990).

Finansal baski altinda firma gesitli dizeylerde verimsizlik kayiplarina
ugrayacaktir. Ornegin, ampirik calismalar finansal baski altinda firmalarin,
ekonomik ve/veya sektorel krizlerde piyasa paylarinin énemli bir kismini

rakiplerine kaptirdiklarini gostermektedir (Purnanandam, 2005).

Finansal baski sureci, farkli menfaat gruplarn agisindan maliyetli bir
surectir. Temel olarak, dogrudan ve dolayli maliyetler olarak iki grup altinda
incelenen baski maliyetleri, finansal baskinin asamasina ve menfaat

gruplarina gore degisiklik gosteren goreli maliyetlerdir.

Finansal baski baglaminda, finansal baskidan kaynaklanan
verimsizlik kayiplarinin, finansal baski maliyetleri ile bu maliyetlerin dlgeginin

ve finansal baskinin sermaye yapisi Uzerine etkilerinin bilinmesi énemlidir.
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1.2.1.1. Finansal Baski Siireci
1.2.1.1.1. Acze Dusme

Acze dusme, finansal baski surecinin agamalarindan biridir ve

literatirde:

* Firma varliklarinin degerinin, borglarin degerinin altina dusmesi
(Purnanandam, 2005),

e Firmanin dbénen ve duran varliklari toplaminin vadesi gelen
bor¢larin toplaminin altina dugsmesi (Mc Mahon ve Reese, 2003) ve

* Borglarin vadesi geldiginde édenememesi (Mc Mahon ve Reese,
2003)

olarak tanimlanmaktadir.

Finansal yapinin surekli bozulmasiyla acze dusme gergeklesecek, bu
surecin devam etmesi durumundaysa, buylk olasilikla alacakhlar iflas
surecini baslatacaktir. Alacakhlarin iflas surecine basvurmasi, firmanin
finansal durumunun nasil algilandigiyla ilintilidir. Firmanin, borg¢larini uzun
sure ddememesi, borglarini yeniden yapilandirma talebi, borglarin buyaklagu

gibi etmenler bu algilamayi olumsuz etkileyen faktorlerdir.

Altman (1983) finansal baskiyi, stok ve akim tabanli acze disme
riskiyle iligkilendirmektedir. Stok tabanli acze dusme firmanin borglari
varliklarindan fazla oldugunda gerceklesir. Akim tabanli acze dusmeyse,
firmanin nakit girislerinin  bor¢ 6demelerini kargilayamamasi olarak

tanimlanmaktadir.

1.2.1.1.2. iflas

Firma iflasi, genellikle finansal baskidan kaynaklaniyorsa da, surecin
kendisi hukuksaldir (Dietrich, 1984). Sudrecin bagslatiimasi farkh menfaat
gruplarinin  farkh talepleriyle gergeklesir. Alacakhlarin iflas surecini
baslatmalari genellikle borg odemeleriyle ilgili sorunlardan
kaynaklanmaktadir. Diger taraftan, sermayedarlarin firmayi ¢esitli nedenlerle

iflas ettirmesi s6z konusudur. Ornegin, kotl niyetli iflas olarak da
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nitelendirilebilecek bir iflas tirunde firma sahipleri, finansal yapisi saglam ve
sorunsuz bir firmayi iflas ettirebilirler. Ayrica, faaliyet merkezinin bulundugu
ulkenin iflas mevzuatinin sermaye yeterliligiyle ilgili dlgutleri firma iflaslarinda
bir etmen olarak karsimiza c¢ikmaktadir. Sermaye yitiklesmesi Olgutl bu

kisitlardan en 6nemlisidir.
iflas kavrami literatiirde:

e Zorunlu 0odemelerin yerine getirlememesi ya da borglarin
vadesinde 6denememesi, (Haugen ve Senbet 1978),

* Firmanin varliklarinin defter degerinin borglarinin defter degeri
altina diugmesi ve

 Firma sahipliginin, sermayedarlardan alacaklilara gecgcmesi
(Haugen ve Senbet 1988)
olarak betimlenmektedir.

Birinci grup altindaki iflas tirl likidite iflasidir. ikinci grupta incelenen
iflas turlyse, bor¢ 6deme gucu zafiyeti kaynakli iflas olarak adlandirilir. Bu iki
iflas turand birbirinden tamamiyla ayirmak olanakli dedgildir; azalan likidite
duzeyi bor¢ 6deme gucunun zafiyetinden kaynaklanabilir ya da borg 6deme
glcundn azaldigina yodnelik bazi isaretler aslinda likidite kisitlarindan
kaynaklanabilir. S6z konusu iflas tlrlerinden likidite iflasina digerinden daha
sik rastlanmaktadir. Borg 0deme zafiyetinden kaynaklanan iflas sermaye
kayiplarinin telafi edilmesiyle onlenebilir. Fakat, likidite kisiti nedeniyle borg
6deme guclugu yasaniyorsa burada alacakhlar ikna edilemedigi surece iflas

kaginilmaz olabilir (Back ve digerleri, 1996).

1.2.1.1.3. Tasfiye

Sermaye butgelemesi karari olarak tasfiye, firma varliklarinin satis
yoluyla elden c¢ikarilmasi ve firmanin fiziksel varliginin sona ermesidir

(Haugen ve Senbet, 1978). Tasfiyenin genel ozellikleri:

» Tasfiye kararinin, firma varliklarinin tasfiye degerinin, faaliyete
devam halindeki piyasa degerini gectiginde alinmasi (Haugen ve Senbet,
1978),
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* Firmanin tasfiye edilmesi durumunda varliklarin ayri ayri ya da
firmanin bir bitlin halinde satiimasi ve elde edilen satis gelirinin alacaklilar ve
hissedarlar arasinda mutlak 6nce|il§ sirasina gore dagitilmasi (Hashi, 1997)
ve

* Genellikle, butunuyle ya da tek tek firma varliklarinin elden
cikariimasiyla hedeflenen duzeyde gelir elde edilememesi (Mc Mahon ve
Reese, 2003)

olarak siralanabilir.

1.2.2. Firma Basarisizligi

Finansal baski asamalarinin tanimlamalarindan da anlagilacagi gibi,
literatirde, baskinin kendisi ve agamalari igin farkli tanimlar arasinda bazi
benzerlikler ve c¢akigmalar gorulmektedir. Bu baglamda, finansal baski
tanimlarina dayal bir modelleme yapmak olduk¢a zor gorunmektedir. S6z
konusu modellemenin, alana 6zgu bir yapi tasimasi, kullanicilarin 6zgul
taleplerini kargilamasi gerekliligi, finansal baskinin finansman kuraminin dar
bir alaninda incelenmis olmasi ve halihazirda Gzerinde tam bir fikir birligine
variimis bir finansal baski kuraminin eksikligi, arastirmacilari, bu dar
cerceveden cilkararak basarisizligin her yonuyle incelendigi bir alanda
calismaya yonlendirmigtir. Bu tanim alani, firma basarisizligi olarak
adlandiriimaktadir.

Firma basarisizligi, finansal ve operasyonel baski basliklari altinda,
niceliksel ve niteliksel tum &zelliklerin ayri ayri ve bir arada analizini olanakl
kilmaktadir. Basarisizligin modellenmesinde en o6nemli agsama basarisiz
firmanin tanimlanmasidir. Beaver (1966) basarisizligi, acze dusme, iflas ve

blylk meblagda nakit kredi kullanimi ile ilintilendirmektedir.

Deakin (1972) basarisiz firmayi, acze dusmdus, iflas etmis ya da

tasfiye edilmis olarak tanimlamaktadir.

® Mutlak ncelik kural, tasfiye durumunda, hissedarlar ve yoneticilerin, genellikle, firmanin degerinin borglarinin
altinda kalmasi olasiligina bagl olarak, sire¢ sonunda hemen hemen hi¢ birsey alamayacaklari anlamina
gelmektedir.
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Blum (1974) basarisiz firmalari, borglarini vadesinde 6demeyen,
alacakllarla borg¢ yapilandirmasina giden ya da iflas eden firmalar arasindan

secmistir.

Lau (1987), basarisizligi, kar paylarinda azalma, acze dusme, gozalti
asamasi, iflas ve tasfiye ile betimlemektedir.

Ward (1994), kar paylarinda yari yariya azalma, acze disme ve
goénulll ya da zorunlu gobzalti asamasini finansal basarisizlik olarak

tanimlamigtir.

Tanimlamalardan anlasildigi gibi, finansal basarisizhigin tam ve ortak
bir tanimi bulunmamaktadir. Basarisizigin tanimi, arastirmalar arasinda
farkhlik  gostermektedir. Tanimlamalarin hemen hepsinde finansal
basarisizlik, acze dusme ve iflasla ilintilendiriimektedir. Bununla birlikte, iflas
basliginda da ele alindigi gibi, buylk bir olasilikla finansal baskidan
kaynaklanan iflasin, homojen bir tanimi olmamasi (Jones, 1987), bu odlgutlin
iyi bir basarisizlik 06lguti  olamayacagini  gdstermektedir.  Ayrica,
tanimlamalarda s6z edilen olaylarin bazilarinin gézlemlenmesi de olanakh
olmayabilir. Bu kisit, veri setindeki firma sayisinin azalmasi ya da 6rneklemin
kugulmesi demektir ki, makina 6grenmesi algoritmalariyla ilgili bélumde de
aciklandigi gibi bilgi kayiplarina yol agacaktir. Dolayisiyla, firma basarisizligi

taniminin olabildigince genel olmasi tercih ediImeIidirﬂ.

1.3. Finansal Baskinin Nedenleri ve Teshisi

Gelismis ekonomilerde finansal baskinin firma ya da yodnetimden
kaynaklandigi soOylenebilir. Diger taraftan, gelismekte olan ekonomilerde
durum bundan daha karmasiktir. Ayni anda ¢ok sayida firmanin acze
dismesinin nedeni sadece i¢gsel nedenler olmayabilir. Digsal soklar ya da
hakumet politikalar da finansal baski surecini tetikleyebilir. Makroekonomik
politikalar, ticari serbestlesme ve finansal piyasalarin derin olmamasi da
finansal glicliiklere yol acgabilir. Uretim siireclerindeki uyarlamalar, kaynak

edinimi, Urdn yelpazesinin se¢imi ya da pazarlama stratejileri birgok firma igin

® Basarisizlik tanimi, ampirik analiz boliimiinde ayrintilariyla yapilmaktadir.
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gu¢ ve bu firmalarin degisimlere kisa surede tepki vermeleri olanakh
olmayabilir. Olasi miulkiyet degisikligi ya da mdulkiyet déndsim surecinin
kendisi ve yeni yatirimlar igin gerekli fonlarin bulunamamasi olasiligi sorunun

daha da derinlegsmesiyle sonuglanabilir (Hashi, 1997).

1.3.1. Finansal Baskinin Nedenleri

Finansal baskinin nedenleri, digsal ve igsel olarak iki baglik altinda
ele alinabilir. Digsal nedenler, firmanin kontrolu digindaki etmenlerdir ve iki

grup altinda incelenebilirler. Bunlar:

» Makroekonomik nedenler, ekonomik durgunluk, doviz kurlarindaki
asiri degismeler, issizlik oranlari, arz ve talep soklari, teknolojide ve hukuksal
cercevedeki anlik ya da surekli degisimlerdir.

» Sektorel nedenler, asiri kapasite, kuresel arz ve talep kaymalari,
ihracat kisitlamalari, c¢evresel kisitlamalar, teknolojik altyapidaki

degisimlerdir.

icsel nedenler, kontrolii bilyiik oranda firmanin kendi elinde olan
etmenlerdir. i¢gsel nedenler finansal ve operasyonel nedenler olarak iki baslik

atinda incelenmektedir. Bunlar:

* Finansal nedenler, vadesi agiri uzatilmig, duguk teminat gosterilmis
bor¢lar, dusuk nakit girisleri ya da nakit ¢ikislari, planlanmamis yatirm
harcamalari, isletme sermayesi kisitlari, zayif finansal ve ydnetsel raporlama
sistemleri, stoklar ya da sabit varliklardaki asiri buyume, asir kredi borg
yuku, yuksek kaldirag orani gibi finansal etmenlerdir.

» Operasyonel nedenler, musteri portfdylinden énemli bir masterinin
clkmasi ya da eklenmesi, asiri biyume, hatali yapilandirma girigsimleri,
yonetsel verimsizlik, yolsuzluk, yetki devri ve Ust ve orta dizey yonetimdeki

intilaflar ve vizyon eksikligi gibi etmenlerdir.

Ozellikle firma basarisiziginda isaret edildigi gibi, finansal baskinin
nedenleri arasinda operasyonel etmenler de yer almaktadir. Ayrica, digsal
nedenler, finansal baskiya yol agan etmenler arasinda gosteriimektedir.

Buradan hareketle, literatirde cizilen c¢ercevenin, finansal baski ve
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basarisizlik tanimlarinda da ortak bir noktada bulugsmadigini soylemek

olanaklidir.

1.3.2. Finansal Baski Gostergeleri

Finansal baskinin tanimlanmasinda diger bir énemli unsur, baski

gOstergeleridir. Aiyabei (2000), baski gdstergelerini:

+ Uretim hattinin kapatiimasi,

» Faaliyet zararlari,

« isten cikarmalar,

« Ust diizey ydnetimin istifasi,

» Halka acik firmalar igin, hizla disen hisse senedi fiyatlarlE ve

* Bor¢g anlagsmalarinin ihlal edilmesine yol acabilecek kadar agiri
bor¢ yuku
olarak tanimlamaktadir. Mc Mahon ve Reese (2003) ise, finansal baski
gostergelerini:

» Piyasa payindaki azalma ve satiglardaki dusmeye bagl olarak
faaliyet giderlerinin karsilanamamasi,

» Asiri kapasiteyle uretim ve saldirgan ve surdurtlemez fiyatlama
stratejileri,

* Ticari borglarin vadesinde ddenmemesi ve ek vade talebi ve

» Faiz oranlari ve tuketici talebindeki olumsuz gelismelere, rekabet
pozisyonundaki hizli degisimlere ve teknolojideki gelismelere ayak
uydurulamamasi
gibi baski altindaki firmalarda genellikle ampirik olarak gozlemlenen, isaretler
olarak betimlemektedir.

1% Milkkemmel piyasalarda, yatinmcilarin riski neredeyse aninda fiyatiara yansittiklari kabul edilmektedir. Miikemmel
piyasalar, islem maliyetlerinin sifir ya da sifira yakin oldugu ve piyasada faaliyet gdsterenlerin fiyatlari belirleyici
degil kabul eden oldugu piyasadir. Bu piyasalarda resmi otoritelerin islemler ve fon transferiyle ilgili mudahelesi
yoktur ve piyasa sartlari oyuncular tarafindan belirlenir. Mikemmel piyasada finansal araglarin fiyatlari gercek
degerlerini ve yatinm araciyla ilgili tim bilgileri oldugu gibi yansitir. Finansal aragla ilgili yeni gelismeler de aninda
fiyatlara yansitilir; bu tir piyasalar ayni zamanda verimli piyasalar olarak da adlandirilir. Verimli bir piyasada finansal
aracin fiyatini etkileyecek herhangi bir bilgi kisa sirede piyasalara yansir ve piyasa oyunculari bu bilgilere
dayanarak asiri kar elde edemez (Rose, 1994).
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1.4. Finansal Baski, Firma Performansi ve Verimsizlik Kayiplari

Finansal baskinin firmanin performansina olumlu ve olumsuz olmak
uzere iki yonde etkisi oldugu kabul edilmektedir. Baskinin olumsuz etkisi
firmanin musteri, tedarik¢i ve alacaklilariyla olan iligkilerinde yarattigi
verimsizlik, olumlu etkisiyse, yoOnetsel disipline bagh olarak 0zellikle

operasyonel anlamda verim artiglariyla tanimlanmaktadir.
Finansal baskidan kaynaklanan verimsizlik kayiplart:

* Firmalarin mdugteriler, tedarikgileri ve ¢alisanlariyla iligkilerinde
bozulma,

* Borg¢ s6zlesmelerindeki ek kisitlar ve

» Risk algilamasindaki olumsuzluk ve digsal kaynak maliyetlerindeki
artig
olarak ug¢ baglik altinda toplanabilir.

Verimsizlik ve performans kayiplari, finansal baski maliyetlerinin

altyapisini olusturmaktadir.

1.4.1. Finansal Baski ve Firma Performansi

Finansman  kurami, finansal baskiyi sermaye vyapisinin
belirlenmesinde 6nemli bir etmen ve yuksek maliyetli bir olgu olarak
betimlemektedir. Baski, menfaat gruplarini firma faaliyetlerine zarar verecek
davraniglarda bulunmaya itmesi olasiligindan dolayi maliyetli bir olay olarak
goOrulmektedir. Bu davraniglar firmanin risk algilamasini olumsuz yonde
etkiler ve menfaat gruplariyla olan iligkilerin maliyetini artirir (Opler ve Titman,
1994).

Bazi arastirmalar, finansal baskinin firma performansina olumlu
etkileri bulundugu ve yapisal duzeltmeleri tesvik ettigini dne strmektedir
(Brown ve digerleri, 1992; Gilson, 1989). Bu 6nermeye gore, finansal baski
altinda yoneticilerin firma degerini artirmaya yonelik kararlar alma egilimi
artmaktadir. Bu tur kararlarin olumlu sonuglanmasi, baskinin verimliligi

artirdig1 énermesini dogrulayacaktir (Opler ve Titman, 1994). Diger taraftan,
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finansal baski altinda, musteriler ve rakiplerden kaynaklanan verimsizlik

kayiplarinin firma agisindan maliyetli olacagi da aciktir.

Klguk Olcekli firmalar finansal agidan oldukga kirllgan olup, ayni
zamanda musteri ve rakip kaynakh verimsizlik kayiplarina da daha duyarldir.
Buyuk firmalar finansal baskinin getirdigi disiplinden daha c¢ok

yararlanirlarken, yonetim kaynakli verim kayiplarina daha duyarlidirlar.

Finansal baski ve performans arasindaki iligki, arastirma gelistirme
giderleri yuksek ve/veya yogunlasmanin yuksek oldugu sektorlerde faaliyet
gosteren firmalarda daha fazla One c¢ikmaktadir. Bu bulgu, gozlenen
verimsizlik kayiplarinin maliyetleri digstirme amaclh Uretim azaliglarindan ¢ok,
musteri ve rakip kaynakli oldugu Onermesiyle tutarlidir. Bu baglamda,
finansal baskinin buyuk maliyetli kayiplara yol acarken, verimliligi artirmaya
yonelik olarak faaliyetlerde yapilmasi gereken degisiklikleri de es zamanh
olarak tetikledigi sOylenebilir.

1.5. Finansal Baski Maliyetleri

Finansman kuramina gore, baski maliyetleri firmanin piyasa dedgerini
etkiler. Bu 6nerme, finansal baskinin yuksek borglanma ya da kaldirag
oranlarindan kaynaklandigini 6ne surmektedir. YUksek kaldira¢g oranindan,
firmalarin iki tur yarar sagladigi soylenebilir. Bunlar, yatirirmin getirisi ve vergi

avantajindaki artiglardir.

Finansal baski maliyetli bir suregtir. Yatirnmcilarin risk algilamasi,
kaldirag orani yuksek firmalarda finansal baski olasiligina bagh olarak
olumsuz yonde degisecek ve risk primi olarak borglu firmalarin cari piyasa
fiyatlarina yansitilacaktir. Borglu firma degeri UG¢ ana bashk altinda
incelenebilir. ilk bilesen, firmanin borgsuz degeridir. Diger bilesenler,
bor¢clanmanin vergi avantaji ve borglanmadan kaynaklanan finansal baski

maliyetleridir. Bu baglamda, borglu firmanin piyasa degeri:

D, = Dy + BD(VA) — BD(FBM) (1.1)

olarak ifade edilebilir.
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D, bor¢lu firma degeri, Dy, borgsuz firma degeri, BD(VA), vergi
avantajinin beklenen degeri ve BD(FBM) ise finansal baski maliyetlerinin

beklenen degeridir.

Vergi avantaji (VA), bor¢lanmadan kaynaklanan faiz ve anapara
O0demelerinin gider kabul edilmesinden dolayi, vergi dncesi karlarda meydana

gelen disme ve bu baglamda 6édenecek vergi yukimlaltklerindeki azalmadir.

Finansal baski maliyetleri (FBM), baskl olasiligi ve baski
gerceklestiginde katlanilacak maliyetlerin bir fonksiyonudurn. Bu fonksiyonun
bicimiyle ilgili ayrintili bir bilgi bulunmamaktadir.

Borglu firmanin degeri, bor¢gsuz firmanin piyasa degeri, veri ddnemde
saglanmasi beklenen vergi avantaji ve finansal baski maliyetlerinin beklenen
degerinden olugmaktadir. Bor¢ kullanimi vergi avantaji saglamakla birlikte,
asin duzeyde borglanma finansal baski riskini de beraberinde getirir.

Finansal baski maliyetlerinin beklenen degeri borg¢lu firmanin degerini azaltir.

Piyasa Degeri
100.22 T I
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100.16
100.14

100.12
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100.02 -,

Optimal Piyasa Degeri
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' ! ' ' ' BD(Ozkaynak '
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Sekil 1.1: Finansal Baski Maliyetleri

" BD(FBM) = P(FB) x C(FB) olarak formiile edilebilir. P(FB), finansal baskinin gergeklesme olasiligi, C(FB) ise
finansal baskinin maliyetidir.
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Ayni iligki Sekil 1.1’de sunulmaktadir. Finansal baski maliyetlerinin
buglnki degeri kaldiragla birlikte ylkselirken optimal bir sermaye yapisi

(borg orani) elde etmek olanakhdir.

Firmanin finansal baskiyi asamamasi ve bor¢ O0demelerini yerine
getirememesi durumunda finansal baski maliyetleri gerceklesecektir.
Finansal baski maliyetleri, finansal baskinin gerceklesmesi durumunda

ortaya ¢ikan maliyetlerdir (Morris, 1982).

Baski maliyetlerinin belirleyenleri ve borgla iliskisi sermaye yapisinin
belirlenmesinde 6nemlidir. Bununla birlikte, maliyetlerle ilgili kesin bir tanim

vermek zordur. Baski maliyetlerinin genel 6zellikleri asagida sunulmaktadir:

» Tasfiye surecinin gecikmesiyle, stoklar ve sabit varliklarin bir
bolimi ya da tamami bozulabilir ve clriiyebilir. iflas davalari uzun yillar
surebilir; bu dénem boyunca makina parki kullanilamaz hale gelebilir, binalar
yipranabilir ve stoklar bozulabilir. Bunlarin hepsi firmanin dederinde erimeye
neden olan maliyetlerdir.

« iflas silrecinde avukat ve mahkeme giderleri ve ydnetim giderleri
firma degerinin ¢ok buylk bir bolimuna eritebilir.

» Firma iflas ettiginde yodneticiler ve calisanlar genellikle islerini
kaybeder. Bu baglamda, firmanin varligini kisa donemde surdurecek, uzun
dénemdeyse tehlikeye atacak girisimlerde bulunabilir. Ornegin, firma
makinalarin bakimini geciktirebilir, nakit saglamak icin degerli varliklari
piyasa degerinin altinda elden cikarabilir veya maliyetlerini dlisirmek igin
arlin ya da hizmet kalitesini duasurir ki bu firmanin uzun dénem piyasa
konumunu olumsuz yonde etkiler.

e Finansal baski altindaki firmalarin muasteri ve tedarikgileri
potansiyel problemlerin farkindadir ve ¢ogunlukla firmayi daha da zor duruma

sokacak onlemler alir ya da girisimlerde bulunurlar.

Finansal baski maliyetleri, iddia sahiplerinin menfaatlerinin, firma
faaliyet, yatirrm ve finansman kararlarini olumsuz etkiledigi dlgude artacaktir.
iddia sahipleri, piyasa degerini maksimize etme hedefini bir tarafa birakip

kendi menfaatleri ugruna alacakllarin aleyhine davraniglarda bulunabilirler.
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Bazi varliklarin de@erleri finansal baski surecinde hemen hemen hig
dismezken, digerlerininki olduk¢a azalmaktadir. En blylk deger kayiplar
maddi olmayan varliklarda gortlmektedir. Bu baglamda, ampirik goézlemler,
teknoloji firmalari, isgucu kalitesinin 6nemli oldugu hizmet firmalari ve hizli
bayime gosteren firmalarda borglanma oranlarinin  diusuk oldugunu

gOstermektedir (Brealey ve Myers, 2000).

1.5.1. Finansal Baski Maliyet Turleri

Finansal baski maliyetleri, dogrudan ve dolayli maliyetler olarak iki
baslik altinda incelenebilir. Dogrudan maliyetler, kanuni giderler ve vergi

avantajinin kaybi gibi maliyetlerden olusmaktadir (Haugen, 1978).

Dolayli maliyetler, finansal baski olasiligindan kaynaklanan faaliyet
sorunlarina baglh maliyetlerdir. Bu maliyetler firmanin arz ve talep
fonksiyonlarindaki uzun vadeli kaymalardan dogmustur ve bu kaymalarin

Olgulmesi bir yana, tanimlanmasi bile ¢ok gugtur (Haugen ve Senbet, 1978).

Scherr (1988) baski maliyetleriyle ilgili calismasinda, literatirde ele
alinan dogrudan ve dolayli maliyetleri 6zetlemektedir. Dogrudan maliyetler

sunlardir:

» Nakit Giderler: Avukatlara, hakemlere, yed-i emine &denen
Ucretler, ekspertiz, mahkeme basvuru giderleri ve diger mahkeme giderleri
gibi Gguncu kisilere 6denen nakit giderlerdir.

» Tasfiye Kayiplar: Tasfiye durumunda firma varliklarinin satiimasi
s6z konusu olabilir. Finansal baski altindaki bir firmanin varliklari, satilmasi
durumunda problemsiz bir firmaninkinden daha dusuk gelir getirecektir.
Tasfiye surecinde yuklenilen ek maliyetler dogrudan ve birincil finansal baski

maliyetleridir.
Dolayli maliyetler asagida sunulmaktadir:

« Potansiyel Gelir Kayiplari: On édeme gerektiren ya da garantinin
onemli oldugu satiglarda (6rnegin, sermaye mallarinin satiginda), finansal

baski musteriler agisindan urtin degerinin azalmasi anlamina gelir. Musteriler
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bu deger kaybini dikkate aldiklarinda 6demeye hazir olduklarn fiyati
dusureceklerdir. Fiyattaki bu ilk dUgsme yonetsel bir maliyettir. Baski strecinin
daha genis kitlelerce anlasiimasi, firmanin satislarinda azalmaya ya da
musterilerin firma hizmet ya da mallarina olan fiyat tekliflerinde ek bir indirime
yol acacaktir. Ek indirim talepleri baskidan kaynaklanan maliyetlerdir.

» Kaybedilen Potansiyel Karli Yatirrm Firsatlari: Finansal baski
altinda firma yonetimleri, nakit varliklari artirmak isteyecek, bu nedenle kéarli
yatinm firsatlarini  kagiracaklardir. Yonetimin dikkatini baski slrecine
yonlendirmesi bu firsatlarin takip edilmesini guglestirecek ve bu firsatlar
degerlendirilemeyecektir. Kagirilan yatinm firsatlarindan dolayr ugranan
deger kayiplari finansal baski maliyetleridir.

» Kayip Vergi Avantajlari: Tasfiye halindeki bir firma, amortisman,
yatirnrm muafiyeti ve benzeri nedenlerle dnceden elde ettigi vergi avantajlarini
kaybeder.

* Maddi Olmayan Varliklardaki Deger Kayiplari: Finansal baski
altindaki firma, yetismis isgucu kaybi, tanitim giderleri, pesin 6denmis
urinlerden gelecekte elde edilecek gelirler ve arastirma gelistirme giderleri
gibi masraflari geri dondiremediginden bu gibi giderler finansal baski
maliyetleri olarak kabul edilmektedir.

» Kaybedilen Yonetsel Zaman ve Enerji: Firma yonetimi finansal
basklyl asmaya calisirken zaman ve enerjisinin gogunu sorunu ¢bzmeye
harcadigindan, daha verimli kullanilabilecekken kaybedilen zaman ve eneriji
finansal baski maliyeti olarak ele alinabilir.

« Tedarikgilerle Olan iligkilerin Bozulmasi: Odeme giicligii ceken
bir firmanin tedarikgileri, satis kosullarini agirlastirabilirler. Firma finansal
baskiyl atlatmig olsa bile, tedarikgilerin finansal baskinin agiga ¢ikmasindan
sonraki yaklagimlari daha az igbirligi ve kolaylik igerebilir.

« Hisse ihrag ve Pazarlasma Maliyetleri: Baski altindaki halka acik
bir firma, taze fon girisi saglamak amaciyla yeni hisse ihracina bagvurabilir.
Bu durumda, hisse ihrag giderleri baskidan kaynaklanan bir maliyet olarak
gérulebilir. Ayrica baski altindaki firmanin yeni hisse ihraci, piyasada
olumsuz algilanabilir ve bu firmanin piyasa degerinde fazladan bir dusmeyle
sonuglanabilir. Kaynak yaratmak amaciyla bagvurulabilecek diger bir
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secenek, bor¢ soOzlesmesinin  yenilenmesidir. Bor¢ sdzlesmesinin
yenilenmesinde, pazarlagsma ve borcun yeniden yapilandiriimasinin ek bir
maliyeti vardir.

« igsgiicii Maliyetlerinde Artis: Baski sirecindeki firmalarin
basvurdugu stratejilerden bir digeri maliyetleri duslUrebilmek amaciyla
isguclnu azaltmaktir. Firma gereksiz gordugu isglcundn isine son verirken,
firmada kalanlarin yeni yapiya uygun iglere baslatiimasi s6z konusu olacaktir.
Bu durumda, baslangigta isgucu verimi duseceginden uretim ve hizmet

maliyeti artacaktir.

Maliyetlerin gesitliliginden dolay! bir 6l¢gide ¢akismadan sz edilebilir.
Ornegin, vergi avantajlarindaki kayiplar, hem dogrudan hem de dolayli
maliyet 6zellikleri tagiyan maliyetlerdir.

Dogrudan ve dolayh finansal baski maliyetlerinin toplami ylksek
olabilir. Bu toplamin, o&zellikle tasfiye slrecinin uzun ve karmasik oldugu
bayuk Olcekli firmalar icin gok blUyuUk oldugu dusunulmektedir (Brealey ve
Myers, 2000).

1.6. Firma Basarisizhigi Tahmin Literaturu

Kredi derecelendirme modelleri ve bu baglamda finansal bagarisizligi
tahmin ihtiyaci, son donemlerde gerceklesen, 6zellikle bayuk hacimli iflaslar
ve Basel Il Anlagmasinin getirdigi kredi riskine bagl sermaye yeterliligi

Olgutuyle birlikte 6nem kazanmaya baglamistir (Altman, 2003).

Basel Il baglaminda, birgok Ulkede, bankalar ve finansal kurumlar
kendi ic kredi derecelendirme modelini gelistirmigtilﬂ. Bu modellerle, her
tirden kredi varliginin temerrtide disme olasiligi ya da kredi verenin temerrat
durumunda kaybini hesaplayan sistem ve sureglerin gelistiriimesi
amaclanmaktadir. Basel II'nin yaklasimi, bankacilik sisteminin ve ekonomi
otoritelerinin, reel sektorin risk profillerinin yakindan takibi ve finansal
sistemin kredi varliklarina duyarlihgini kontrol etmek amacini tagimaktadir
(Altman, 2003).

'2 Benzeri stireg, birkag yildan bu yana iilkemizde de devam etmektedir.
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1980’lerden Onceki calismalarda, genellikle, ampirik yontemler
kullanilmis, bu calismalarda dikkatle secilmis finansal oranlar kullanilarak
tahmin dogrulugunun artinimasi hedeflenmistir (Back ve digerleri, 1996).
Basarisizlik tahminine yoOnelik arastirmalarin uzun zamandan beri devam
ediyor olmasina ragmen, firmalarin neden basarisiz olduklarina dair ortak
kabul géren kuramsal bir altyapi henlz tam olarak olusturulamamigtir. Wilcox
(1973), kuramsal cerceve eksikliginin, firmalarla ilgili yeterli bilgi elde
edilememesine yol actigini, dolayisiyla saglikli bir genelleme yapilamadigini
One surmektedir. Bu baglamda, degiskenlerin belirlenmesinde oranlarin

kuramsaldan ¢ok ampirik 6zellikleri dne ¢ikmistir.

Basarisizlik tahmin modellerinde iki temel yaklasim gbéze
carpmaktadir: ilk ve en cok kullanilan yaklasim, basarisizligi tahmin ve en
duguk hatayla siniflandirmada kullanilacak tahmin edicilerin (finansal oranlar,
degisken, Oznitelik, vb.) ampirik olarak aranmasidir. Diger yaklagimlar,
iyilestirilebilir tahmin dogrulugu saglayacak istatistiksel modellerin bulunmasi

Uzerine yogunlasmistir (Back ve digerleri, 1996).

Caligsmalarin  bir kismi  finansal baskiyi muhasebe bilgisinin
yararlihgini sorgulamak igin kullanirken, diger bir bolimU de en ylksek
dogrulukla basarisizlik tahmini  yapabilecek modelleri  gelistirmeyi

amaclamistir.

Basarisizlik tahmin literaturd ¢ogunlukla akademik c¢evreler
tarafindan olusturulmustur. Musterilerinden kaynaklanan potansiyel risk
pozisyonlarini azaltmak amaciyla, ticari bankalar, denetim firmalari,
derecelendirme kuruluglari, yatinm firmalari gibi kuruluslar bu arastirmalarin

yakin takipgisi olmustur.

Bu baglamda, gelistirilen modeller genel olarak sirket kazanglarinin
tahmini, iflaslarin tahminine yonelik oran ve ekonomik trend bazli modeller
olarak gruplandirilabilir. Bu modellerden sirket kazanglarinin tahminine
yonelik olanlar analiz metodu olarak istatistiksel zaman serisi ve diger
istatistiksel yontemleri ve uzman goruslerini kullanmaktadirlar (Kutman,
2001).
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Reel sektor firmalarinda basarisizligin 6nceden tahmin edilmesi
ihtiyaci ve basarisizhigin tahminine yénelik erken uyari modellerinin tasarimi
yolunda ilk ¢abalar, Amerika Birlesik Devletleri'nde yasanan Buylk Bunalim
sonrasinda, 1930’lu yillarin ortasinda ortaya konmustur. Bu alanda ilk
calisma Smith-Winakor tarafindan 1935 yilinda yapilmistir. 1942'deki
calismasinda Merwin, basarisiz firmalarin finansal oranlarinin basarili
firmalarinkinden farkl oldugunu bulmustur (Sung ve digerleri, 1999). 1960’
yillarin ortasina gelindiginde, sonraki ¢aligmalara oOnemli bir temel
olusturacak olan Beaver'in (1966) Tek Degiskenli Analizini goruyoruz.
Beaver'a gore tek degdiskenli analiz orta dlizeyde bir tahmin guticlne sahiptir;
bu analiz finansal baskinin tahminine yonelik degiskenleri belirlemekte, fakat,
ilintili riski Olgcmeye yoOnelik bir Olcek sunamamaktadir. Neter (1967),
basarisizligin tahmininde c¢ok degdigkenli bir modellemenin daha dogru
sonuglar verecegdini savunmustur (Sung ve digerleri, 1999).

Finansal basarisizigin modellenmesinde ¢igir acan ilk calisma,
Altman’in (1968) bes dediskenli Coklu Ayirim Analizidir. Bu g¢alismada,
modelin yuzde 90’in Uzerinde tahmin gucu oldugu bulunmustur. Bununla
birlikte, orneklemdeki firmalarin olgeklerinin oldukga klguk olmasi, bu
calismanin genellenebilirligine golge dusurmektedir. Daha genellenebilir bir
ayirim analizi modeli olan ZETA modeli, Altman ve digerleri (1977) tarafindan
geligtiriimigtir. ZETA modeli degisik sektorlerden her Olgekteki firmaya
uygulanabilmektedir. ZETA modeliyle birlikte, ayirim analizi birgok ¢alismaya
esin kaynagi olmus, kisitlayici ydnlerine yonelik elestirilere ragmen, yapilan

calismalarda karsilastirma amaciyla referans olarak kullaniimigtir.

Blum (1974) degisken sec¢imini firmanin varliklarinin finansal
kaynaklar havuzu oldugu kavramina dayandirmakta ve basarisizlik riskini
beklenen nakit akimlari cinsinden ifade etmektedir. Deakin (1972), Beaver’in
(1966) kullandigi 14 oran arasinda, model i¢in en ylksek tahmin gucunu
saglayacak dogrusal bilesimi bulmaya c¢aligsmistir. Libby (1975), Deakin
(1972) calismasindaki degiskenlerin bir kismini kullanarak muhasebe
oranlarinin kredi verme surecinde ne kadar yararli olabilecedini belirlemeye

calismistir. Libby bu calismasinda Temel Bilesen Analizini kullanarak 14
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degisken arasinda bes degisim kaynagi belirlemistir. Deakin (1977), Libby’nin
(1975) faktor analizi katkisini kullanarak 1972 c¢alismasini genisletmistir. Bu
genisletmeyle Deakin, basarli firmalarin ne siklikta basarisiz olarak
siniflandinidigini ve bu siniflandirmanin yapisini bulmaya calismis, denetgi
goruslerini model sonuglariyla karsilastirarak tahmin gucunu belirlemeyi

amaclamistir.

Edminster (1972) diger bir ayirim analizi ¢alismasinda, oran
analizinin tahmin glcunan artirlmasinin analiz yontemine ve degisken olarak
kullanilan finansal oranlara bagh oldugunu belirtmektedir. Wilcox (1971)
calismasinda Kumarbaz Yikim Modeli'ni kullanarak, Beaver'in (1966)
¢alismasinin sonuglarini daha iyi agiklayacak bir kuramsal model geligtirmeyi
amaclamis ve basarisizhgin tahminine yonelik daha iyi tahmin ediciler
bulmaya c¢alismistir. Wilcox’a gore birgok calismada yeterli dizeyde
kavramsal bir ¢ergeve cizilmemigtir. Scott (1981), kendi kuramsal gergevesi
icinde, ampirik ayirim modellerini gbézlemlenmis tahmin gicl ve kuramsal
uygunluk acgisindan karsilastirmis ve ZETA modelinin en uygun ¢ok boyutlu
model oldugu sonucuna ulagmistir. Scott’'a goére ZETA modeli yuksek ayirma
gucune sahiptir, basittir ve hem muhasebe ve piyasa, hem de kazang¢ ve

borgluluk degiskenlerini icermektedir.

Literatlrde, ayirm analizi disinda yéntemler kullanilarak gelistirilen
modeller de bulunmaktadir. Meyer ve Piferin (1970) Regresyon Analizi,
Ohlson’un (1980) Lojistik Regresyon Modeli (Logit) ve Zmijewski’'nin (1984)
Probit Analizi Modeli firmanin basarisizlik olasiligini hesaplamaya ve bazi
O0zgul degiskenlerin basarisizlik olasiliklari Uzerindeki dogrudan etkilerini
olgcmeye galismistir. Ayrica, Martin’in (1977) Logit Regresyonu, Korobov ve
Stuhr'un (1985) Arktanjant Regresyonu ve West'in (1985) Faktor-Lojistik
Analizi gibi istatistiksel yontemler literatirdeki diger modeller arasinda

sayilabilir.

Her ne kadar aciklayici degiskenler ve siniflandirma arasinda bir bag
kurabiliyorsa da, ayirim analizi bir takim istatistiksel problemlerden
muzdariptir (Altman, 1993). Bu problemlere ¢ézium getirebilecek iki yontem,

Karar Agaci ve Yinelemeli Bolimleme olarak 6ne surtlmustir. Karar adaci
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analizi ayrik alt-kimeler arasindaki entropiyiE

maksimize etmeyi amaclarken,
yinelemeli boélumleme hatali siniflandirmanin beklenen maliyetini minimum
dizeye indirgemeye calisir (Quinlan 1986, 1993). Frydman, Altman ve Kao
(1985) basarisizlik siniflandirmasinda yinelemeli bolumleme yontemiyle bir
ayirim agaci olusturmustur. Messier ve Hansen (1988) karar agaci teknigini

gelistirerek benzer bir bagarisizlik tahmin modeli tasarlamigtir.

1980’lerin baglarinda Sinir AgJ1 Sistemleri yapay zekanin basat
arastirma yontemlerinden biri olmustur ve arastirmacilar basarisizlik tahmin
modelleri de dahil olmak Uzere bu yontemleri siniflandirma problemlerine
uygulamislardir. iflas tahmin modellerinde kullanilan sinir agi ¢alismalarinin
blylk c¢ogunlugunun performansi ayirim analizi, logit analizi, genetik
algoritma, karar agaci ve diger yoOntemlerin performanslariyla
kargilastinimaktadir. Bir grup ¢alisma, sinir aglarinin performansinin diger
tekniklerin performanslarindan biraz daha iyi oldugunu bulmustur. Buna
karsin, genellikle, yapay sinir agi modellerinin sonuglari geligkilidir ya da hi¢

sonug¢ bulunamamisgtir.

Diger bir grup ¢alismada Genetik Algoritma, siniflandirma problemini
¢ozmekte kullaniimistir. Genetik algoritmalar, genis ve karmasik ylzeyleri
tarayabilen stokastik tekniklerdir. Genetik ve evrim kuramina dayali olarak
calisan genetik algoritmalar, seleksiyon, ¢caprazlama ve mutasyon igleclerini
de kullanarak bir yapay yapilar kitlesini surekli yenileyerek degistirir. Back,
Laitinen ve Sere (1996), basarisizlik tahmininde genetik algoritmalari
kullanmis ve sonuglari sinir agininkilerle kargilastirmis ve oldukga Umit verici
sonuglar bulunmustur. Ginimuzde genetik algoritma ve sinir aginin birlikte

kullanildig1 modellere literatirde yogun olarak bagvurulmaktadir.

Kim, Chung ve Paradice (1997) Uzman Karar Verme Sistemine,
modeller ve veri seti arasindaki iletisimi de ekleyerek yeni bir boyut
getirmistir. Bu calismada, daha guvenilir uzman sistemlerinin veya karar

modellerinin geligtiriimesinin, degisik algoritmalar kullanilarak olusturulan

'3 Entropiyle bilgi degeri kastedilmektedir. Bilgi degeri, herhangi bir kararin alinmasiyla elde edilen bilginin dlgiilen
miktari olarak tanimlanmaktadir.
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stratejilerin ne kadar iyi modellendiginin anlasilabilmesiyle olanakli oldugu

one suridlmektedir.

Sung, Chang ve Lee (1999) calismasinda, ¢oklu ayirrm analizi ve
karar agaci yontemlerinin tahmin gucu karsilagtiriimig, her iki modelde de
normal ekonomik sartlar ve ekonomik kriz donemleri i¢in yapilan modellerde
kullanilan degdiskenler arasinda istatistiksel anlamhlik ydninden fark
bulunmustur. Dolayisiyla, normal ekonomik sartlar i¢in tasarlanan bir model,
kriz yasanan bir ekonomideki firmalar ic¢in kullanihirsa dogru sonuglar
vermeyecek ya da boyle bir modelin tahmin guct (dogrulugu)
sorgulanabilecektir. Bunun yaninda, bu c¢alisma karar agacinin firma
basarisizligini modellemede en yuksek yorumlama giclne sahip ydntem

oldugu sonucuna ulagmistir.

1.7. Finansal Basarisizligi Modellemedeki Guglikler

Finansal modellerin tasariminda bir¢ok sorunla karsilasiimaktadir. Bu
sorunlar su sekilde 6zetlenebilir:

+ Teknik Varsayimlarin ihlali: Finansal oranlar genellikle normal
degil, yatik dagilim gosterirler; verideki stokastik suregleri teshis etmek
zordur; oran dagihmlarinin normal olmamasi ya da lognormal olmalari firma
blyludikgce oran bilesenleri Uzerinde c¢arpan etkisi gdstermektedir.
Geleneksel yontemler hata terimleriyle ilgili kisitlar getirmektedir. Standart
parametrik yontemler genellikle kitleyle ilgili dagilimsal varsayimlar
yapmaktadir. Ge¢mis calismalarin gogunda finansal oran degiskenlerinin
standart dagilim varsayimlarina uymadiklari bulunmustur.

* Coklu Baginti: Eger bagimsiz degiskenler arasinda ¢oklu baginti
varsa regresyon sonuglari yanlis olacaktir.

* Modellemenin Gereksiz Tekrari: Modelleme surecinin gergekligin
karmasik bir tanimlamasina donustugu durumda ¢dzum, artik karar vermede
yardimci olmaktan uzaktir.

* Davranigsal Degiskenler: Davranigsal degiskenlere bagl olarak,

problemlerin kesin olarak tanimlanamamasi, kesin bilimsel kurallarin ve belirli
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ve bircok durumda tatmin edici sonuglarin bulunamamasi, bazi oranlarin tam
olarak dl¢ilememesi gibi sorunlarla karsilasiimaktadir.

» Karar Vericilerin Rasyonel Olmamalari: Modellemedeki genel
varsayim karar vericilerin her zaman rasyonel davrandigidir. Bununla birlikte,
yonetim surecinde alinan kararlar rastgele etkenler, yoneticilerin duygusal
davraniglari ve optimal ¢ézimidn ne oldugunun bilinmemesinden énemli
derecede etkilenir.

* Optimizasyonun Maliyeti: Kararlarin kaotik bir cevrede alinmasi,
bazi durumlarda zaman/maliyet analizine izin vermez.

* Degiskenlerin Tutarsizhigi: Yaratici muhasebe teknikleri ve bazen
firmanin gecmigiyle ilintili olarak bazi degiskenlerin tutarsiz olmasi
olanakhdir. Muhasebe bilgisine dayali oran donusumleri belirsiz iligkileri
tanimlamakta yetersizdir. Bu varsayimlarla kisittanmayan parametrik
olmayan yontemlerse genellikle soruna 6zgudur ve yorumlanmasi zor
olabilmektedir (Jaggi ve Lee, 2002).

* Fonksiyonel Big¢im: Geleneksel modellerle ilgili 6nemli bir
problem, model igin uygun bir fonksiyonel yapinin bilinmemesidir. Belki de
uzmanlarin Uzerinde fikir birligine vardiklar tek ortak nokta fonksiyonel

yapinin karmagsik olmasln

gerektigidir. Bununla birlikte, olabildigince basit ve
anlagilir bir fonksiyonel yapinin elde edilmesi de ideal modellemenin en
onemli 6n kosullarindan biridir. Karmasik modellerin  gelistiriimesi,
halihazirdaki tahmin tekniklerine bagli olarak kisitlanmaktadir. Genellikle,
dogru fonksiyonel iligkinin arastirimasindan ¢ok tahmin tekniginin kolayligi
modelin sec¢ilmesinde belirleyici olgut olmustur. Karmasik problemlerin
modellemesinde kullanilan bir dider yontem olan uzman sistemleri bazi
problemlere basariyla uygulanmissa da bazi eksik ydnleri bu sistemlerin
kullanimini zorlastirmaktadir. Bunlar, programlamanin ve sistemin iglerligini
surdurebilmenin zorlugu (Feigenbaum kisiti), uzman sisteminin tUmevarimsal
E

o6grenme ve tanim kimesindeki degisikliklere uyum saglamasinin zorlugu

(6grenme problemi) ve insan uzmanlarin uzman sistemin bilgi/sorgulama

" Gergek modelin ne oldugunu bilmek neredeyse imkansizdir, ama, finansal baski ya da iflas kavramini yakindan
bilen uzmanlar bu iligskinin karmasik oldugunu sdylemektedir Bu badlamda, kullanilan tahmin ediciler tek basina
degil birarada tahmin degerini belirlemektedir.

" Yeni bilgilerin sisteme 6grenme amaciyla sunulmasi ve duruma bagli olarak sistemin yeniden programlanmasi ve
egitilmesi gerekmektedir. Bu egitimin ne aralikla yapilacagi ne kadar veri kullanilmasi gerektigi vb. birgok soru
vardir.
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tabanini olusturmasi ve bunlari EGER-ISE kurallarina dénustirilmesinin

zorlugu (bilgi muhendisligi kisiti) olarak sayilabilir (Dorsey ve digerleri, 1993).

Finansal basarisizlik modellerinin olusturuimasinda da benzer

sorunlarla karsilagilmaktadir. Bu sorunlar asagida sunulmaktadir:

* Finansal Basarisizik Sinif Degiskeninin Aldigi Degerler:
Onceki galismalardaki kisitlardan biri iki degerli basarisizlik sinif degiskenidir.
iki degerli finansal baski siniflandirmasi bu siirecin asirl basite indirgenmis
ifadesidir. Bu turden bir siniflandirmanin finansal basarisizlik sureci altinda
yatan gergcek yapiyl tanimlamasi gugtlr. Finansal basarisizlik, genellikle,
g6zlemlenemeyen bir suregtir. Firmalar sadece iflas eden ya da etmeyen
olarak siniflandirilamaz; veri anda, firma finansal basarisizlik surecinin
herhangi bir asamasinda olabilir. Bununla birlikte, firmanin bu surecin hangi
asamasinda oldugu gézlemlenemediginden bu sekilde bir basitlestiriimeye
gidilmigtir. Finans literatlrd finansal basarisizlik sirecinde farkli olaylarin
farkli duzeyde finansal basarisizliga isaret ettigini ve firmalarin bu olaylarin
bircogunu yasadiktan sonra iflas ettiklerini kabul etmektedir.

+ Orneklem Yapisi: Beaver (1966), Deakin (1972) ve Blum (1974)
calismalari orneklemlerin heterojen olmasi dolayisiyla elegtiriimektedir.
Orneklemin heterojenligi, firmalarin hukuksal durumlar ve sektér gibi
dlciitlere gore secgilmemis olmasi durumunda ortaya cikar. ikili siniflandirma
kullanilan bir ¢galismada, orneklem sektor, olcek ve hukuksal durum olcttleri
agisindan homojen olmali ve katle dagilimini temsil etmelidir (Ward, 1999).
Eger heterojen bir orneklem kullaniliyorsa, 6zellikle, bu t¢ dlgutu karsilayan
degisken degerlerinin de veri setine dahil edilmesi bu sorunun ¢dzilmesine
yardimci olacaktir.

« istatistiksel Varsayimlarin ihlali: Finansal basarisizlik
calismalarinin ¢ogunlugunda, istatistiksel yontemlerin énemli varsayimlari
ihlal edilmigtir. Coklu ayirnrm analizi, tahmin edicilerin rassal olarak
segildiklerini ve normal dagildiklarini varsaymaktadir. Ayrica dogrusal ¢oklu
ayirim analizi gruplarin varyans-kovaryans matrislerinin birbirlerine esgit
olduklarini varsayar (Ward, 1999). Gergekte, finansal oran dagilimlari bu

varsayimlari ihlal etmektedir.
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« Orneklem Biiyiikliigii: Noreen (1988), benzetimle elde edilen
verileri kullanarak probit ve dogrusal regresyonun basarisizlik tahminindeki
performansini dlgmustir. 100 drnekle elde probit sonuglar 200 6rnekle tam
tersine dénmustir. Orneklem bilyikligine bagh olarak sonuglarin
degiskenlik gostermesi, tutarsizlik gostergesidir.

« Orneklem Yanhhgi: Basarili ve basarisiz firmalarin rassal olarak
secilmemesi, katmanlama yanlli§i yaratacaktir (Ward, 1999). Orneklem
bayUkligunun yetersiz oldugu c¢alismalarda basarisiz firmalarla basarili
firmalar genellikle birebir eglestiriimigtir. Dolayisiyla, kullanilan orneklemler
gercek kutle dagilimini temsil etmekten uzaktir (Ward, 1999; Keasey ve
Watson, 1991; Platt ve Platt, 2000).

« Zaman Boyutunda Orneklem ve Sinama Ornekleminin Segimi:
Basarisizlik calismalarinda karsilagilan diger bir kisit firmalarin genis bir
zaman dilimi iginde, farkli donemlerden, dénem gbzetmeksizin segilmesidir.
Olasilikla, o6rneklemin secilmesinde kullanilan farkli dénemlerin ekonomik
kosullari birbirinden farkhdir. Bu baglamda, farkli donemlerden orneklerin
kullaniimasi  6rneklem igcindeki farkliliklarin artmasina ve tahmin
dogrulugunun azalmasina ya da vyanlis genellemeler yapilmasina yol
agacaktir. Ayrica, modellerde sinama o6rneklemlerinin olusturulmasinda da
egitim ornekleminin secildigi donem kullaniimistir. Bu, donemler arasinda
duraganligin oldugu varsayildiginda kabul edilebilir bir durumdur. Aksi
durumda, sinama o6rneklemi farkli bir donemden secilmelidir. Bu sadece
¢capraz dogrulama degil donemler arasi dogrulamanin yapilmasi gerekliligine
de isaret etmektedir (Ward, 1999; Keasey ve Watson, 1991).

* Verisi Kullanilan Donemler Arasindaki Farklar: Tahmin
modellerinin olusturulmasinda kullanilan verilerin secildigi déonem o6nem
tasimaktadir. Zaman iginde geligtiriien muhasebe uygulamalari ve mevzuat
degisiklikleri, nakit akimlari ve bilango deg@erlerinin tanimlarinin zaman iginde

farkhlasmasina yol agmistir.
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1.8. Finansal Tablolarin Bilgi igerigi ve Finansal Basarisizlik

Modellerindeki Degiskenler
1.8.1. Finansal Tablolardaki Bilgi

Finansal tablolar firmayla ilgili finansal bilgileri filtrelenmis olarak
sunmaktadir. Finansal kararlar, gelir ve giderlerin durumuna, bu gelir ve
giderlerin zamanlamasina, varlik degerlemesine ve amortisman ydntemlerine
bagh olarak alinir. Firmalar gogu zaman yaniltici finansal tablolar hazirlamak
icin yeterli nedenleri bulacaktir: gelir vergisi, temettuler vb. finansal
raporlardaki rakamlara gore belirlenir. Ornegin, firma yatinmcilan tesvik
edebilmek ya da finansal baski yasadigi durumlarda zaman kazanabilmek

icin kar gosterebilir.

Finansal oranlar kullanilarak firmanin devamhhig: hakkinda niteliksel
yorumlar yapilmaktadir. Fakat firmalarin hazirladiklari oranlarin sektérel
bazda ya da tum firmalar igin genellenebilirligi tartismahdir. Dolayisiyla
finansal oranlar firmanin ve faaliyet gosterdigi sektorin bagka 6zellikleriyle bir
arada degerlendirilmelidir; is ¢evrimleri arasindaki farkhliklar, sermaye getirisi
derecesi, rekabet dlzeyi, gelir ve giderlerin degiskenligi, sektorin is
cevrimlerine bagimhligi vb. bu tirden dnemli etkenlerdir. Finansal oranlar tek
baglarina ele alindiginda, firmanin ¢ézimlemeye konu olan o6zelliklerini
gercekten irdelemek yerine daha ¢ok bu ¢dzimlemede sorunlu alanlara
isaret eden odlgutlerdir. Morris’in (1997) belirttigi gibi, veri bir ekonomik olay
farkh oran oruntlleri yaratabilecedi gibi, veri bir oran 6rintisu birbirinden
farkh ekonomik olaylarin sonucunda ortaya ¢ikmis olabilir. Bu baglamda,
firmanin devamliligiyla ilgili yorumlarin birden gok oranin birbirleriyle iligkisi
ele alinarak yapilmasi gerekmektedir (Bernhardsen, 2001).

Finansal tablolardan elde edilen bilgiler digsal kaynaklardan elde
edilenlerle birlestirildiginde firmanin durumu hakkinda genel bir hikim
vermek olanakl olabilmektedir. Istatistiksel basarisizlik tahmin modelleri
finansal oranlarin, basarisizhigin tahmin edilmesinde referans olarak kabul

edilebilecegdini varsaymaktadir. Bu turden basitlestirmeler basarisizlik tahmin
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modellerinin ne duzeyde basarili olduklarini sorgulanabilir hale getirmektedir.

Yine de istatistiksel modeller pratikte faydali olarak kabul edilmektedir.

Finansal oranlar faaliyetlerden kaynaklanan boyut etkisini ortadan
kaldirmak Uzere duzey degerlerinin birbirine bolinmesiyle elde edilen yapay
Olcutlerdir. Bu olgutler dlgime konu olan 6zelligi kabaca Olgerler ve bazi
oranlar bazi firmalar i¢in anlamsizdir. Bu baglamda, anlamsiz oranlarin
aldiklari degerler de genellikle anlamsiz olabilmektedir. Blyuk érneklemlerle
yapilan ¢aligmalar oranlarin aldiklari u¢ degerleri dikkate almamaktadir. Veri
oranin istatistiksel anlamliligi kesimin nereden vyapildigina baghdir ve
dolayisiyla modele hangi oranlarin dahil edilecegini belirlemek
zorlagmaktadir. Dahasi, herhangi bir degigskene uygulanacak optimal kesim
noktasi diger degigkenlere uygulanan kesim noktalarina da baghdir
(Bernhardsen, 2001).

Bazi modellerde gayri safi yurtici hasila buyume hizi gibi bazi digsal
degiskenler modele dahil edilmistir. Bu etmen tim firmalar icin ayni
oldugundan, digsal degiskenlerin modele dahil edilmesinde biraz yaratici
olmak yararl olacaktir. Olasi bir segenek, her yil igin ortalama temerrut
sikhginin modele dahil edilerek, yuksek ve dusik risk tagiyan faaliyet
dénemlerinin belirlenmesi ve basarisizlik siniflandirma modellerindeki
aciklama gucinin gdézlemlenmesidir. Burada dikkat edilmesi gereken bir
nokta, bu tur karma modellerin ylUksek tahmin gucu elde edememis
olmasidir. Diger bir segcenekse, modelin kesim noktalarinin belirlenmesinde
oncul olasiliklarinin ya da sinif Uyeliklerinin ve hatali siniflandirma

maliyetlerinin de dikkate alinmasidir (Altman, 2003).

Bir firmanin varhigini surdurebilmesi, finansal agidan ne kadar saglkli
olduguna, nakit akimi Uretebilme kapasitesine, sermaye piyasalarinda
borclanabilmesine, finansal kapasitesine ve nakit soklarina karsi

dayanabilme glcune baglidir.
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Firmanin finansal agidan saglikli olup olmadigi cesitli Olgutlerle

belirlenebilir. Bir isletmenin finansal glicunu etkileyen etmenler:

. Sermaye yapisi ve yeterliligi,

. Faaliyet nakit akimlari ve maliyet yapisi,

. Kazang yeterliligi, yatirnmin getirisi ve karllik,

. Likidite,

. Varlik déntsimu,

. Stratejik pozisyon ve

. Piyasa paylari
olarak siralanabilir. Bu etmenlerin dlgiimesinde kullanilan finansal oranlar ve
ortak buyukluk oranlari, analizde kull:llanllan dzniteliklerdir. Oznitelikler ve

kisaca agiklamalari Ek 2'de verilmigtir.
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IKINCi BOLUM
VERiI MADENCILIGi VE MAKINA OGRENMESi YONTEMLERI

2.1. Veri Madenciligi ve Makina Ogrenmesi Kurami

Bilgi ¢aginda, her turlu karar biriminin en o6nemli girdisi bilgidir.
Ekonomik birim olarak firma acisindan rekabet avantaji sayilabilecek bilgiyi
incelemek, modellemek ve karar destek sistemlerinde kullanabilmek icin
gucli aracglara ihtiyag vardir. Kuramsal tabana oturtulmus bilgi destek
sistemleri, bilisim teknolojilerinde, 6zellikle son yillardaki hem yazilim hem de
donanim agisindan gelismelere paralel olarak, buyuk miktardaki verileri
isleme ve c¢ikti olarak elde edilen bilgiyi karar destek sistemlerinde

kullanabilme olanagina kavugmustur.

Bilisim teknolojilerinin analiz alaninda, son yillardaki en o6nemli
gelismelerden biri veri madenciligidir. Veri madenciligi, buyuk hacimlerdeki
verilerin islenmesi yoluyla bilgiye ulasiimasi ve bu verilerden degerli ve
anlamli  orUntulerin arastiriimasi olarak tanimlanabilir (Langley, 1996;
Indurkhya ve Weiss, 1998; Frank ve Witten, 2000). Bu baglamda, veri
madenciligi, karar destek sistemlerinin ihtiyaci olan bilgiyi Uretmeye aday bir

sistem olabilir.

insan ve makina uzman, veri madenciliginin birbirini tamamlayan en
dnemli bilesenleridir. insan uzman, veri tabaninin hazirlanmasi, problemin
tanimlanmasi ve hedeflerin belirlenmesinde aktif olan etkendir. Makina
uzman ise verileri, hedeflerle uyusan oruntuleri saptamak amaciyla taramak
ve bu Oruantilere uygun kurallari 6grenmekten sorumludur. Veri
madenciliginde veri elektronik ortamda saklanmakta, verideki o6runtiler
otomatik olarak aranmakta, dogrulanmakta ve tahmin veya siniflandirma

amaciyla kullanilmak Uzere kurallar 6grenilmektedirE. insan uzmanin bilgi

'8 Kural 6grenme her algoritma igin gegerli degildir.

35



clkarma surecindeki diger bir sorumluluguysa, makina uzmanin 6grendigi
bilginin incelenmesi, sorgulanmasi, sinanmasi ve tutarsiz ve anlamsiz
bilgilerin ayiklanmasi, sorgulama ve sinama sonucunda veri tabaninin
dizenlenmesi, hatali bilgi ve verilerin dizeltiimesidir. Bununla birlikte, veri
madenciliginin asil amaci, insan uzmani, makina uzmanin bilgi igleme
yetenegdi ve kapasitesine dayanarak bu surece olabildigince az dahil etmek
ve degerli bir kaynak olarak zamanin daha 6nemli alanlarda kullanilabilmesini

saglamaktir (Indurkhya ve Weiss, 1998).

Makina ogrenmesi, yapay zekanin veri madenciligi ve istatistikle
ilintili bir dahdir. Veri madenciliginde oldugu gibi, makina 6grenmesinde de,
analize konu olan alana ait veriler, 6rnekler, daha acik bir ifadeyle, érneklere
ait 6zellikleri tanimlayan 6znitelik degerleri olarak sisteme iletilir ve makina
uzman ya da programin bu verilere ait oruntuylu ya da yapiyl 6grenmesi
istenir. Ogrenme sirecinin en dnemli 6zelligi, veri setine eklenen her yeni
bilgi i¢in, makina uzmanin énceki veri yapilarini 6grenmis olarak, értnttdeki
degismelerin ayirrmina varmasi ve bu degisimlerin getirdigi bilginin kural
setine eklemesinin varsayilmis olmasidir. Boylece, makina uzmanin yeni
durumlarla karsilastiginda, en azindan potansiyel performansinin artirilmasi
amacglanmaktadir. Makina 6grenmesi yontemleri, blUyuk veri setlerinde
rahatlikla kullanilabilen ve daha c¢ok bilgiyi kolaylikla islemeye yatkin gugli
yontemlerdir. Bu bulussal tahmin yontemleri, istatistiksel yontemlerden farkl
olarak, siklikla guglu ampirik sonuglar Uretebilmektedir (Frank ve Witten,
2000).

Ogrenme ydntemlerinin  ¢ogunda, “6grenilen problemin” yapisal
tanimlari arastirilir (ikizler, 2002). Bu tanimlar, genellikle oldukca karmasik ve
karar agaglarinin ogrendigine benzer kural setleri bigiminde ifade
edilmektedir. Diger taraftan, drnegin yapay sinir aglari gibi yontemler, bdyle

tanimlar yapmazlarE. Makina o6grenmesi uygulamalarinda tanimiar,

' Sinir agdlari, 6grenilen bilgiyle ilgili agik yapisal tanimlamalar igermeksizin 6rnekleri siniflandirirlar. Yapay sinir
aglari, diger 6grenme algoritmalariyla karsilastirildiginda, zaman zaman daha yiiksek performans gdstermekle
birlikte, 6grenme sirasinda o6zniteliklere atanan agirliklarin kuramsal olarak yorumlanabilmesi olanaksizdir. Bu
baglamda, bu yéntemle 6grenilen kurallarin verideki orintiiylu “ezberledigi” ya da Ozellestigi ve sinama amaciyla
kullanilan érneklem digi érneklerin sinflandirimasinda giiveniimez oldugu séylenmektedir. Ozellesme ya da agiri
6grenme problemi, kuralin veri setinin tzerine tam oturmasi, yapismasi ya da ezberlemesi olarak tanimlanabilir.
Ozellesmis kural, egitim seti érneklerini yiiksek bir dogrulukla siniflandirirken, sinama setlerinde diisiik bir
performans sergileyecektir.
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genellikle algoritmanin yeni ornekleri siniflandirma performansindan daha
onemlidir; tanimlarin kuramsal anlamhlik kosulu saglandiginda, yuksek
siniflandirma performansi algoritmanin tercih edilmesinde ikinci dizeyde
aranacak é')lgi]ttijrE (Frank ve Witten, 2000).

Veri madenciligi ve makina ogrenmesi yontemlerinin temel ozellikleri

soyle 6zetlenebilir:

e Her iki yontem de kuramsal olmaktan ¢ok ampirik
('5grenme/sm|fland|rmaE problemleriyle ilgilenir.

* Verideki yapisal oruntlileri bulmak ve tanimlamak, bu veriyi
aciklayacak araci, yani algoritmayr ve ilintili kural kimesini (kimelerini)
bulmak ve bu bilgiyi tahmin veya siniflandirma amaciyla kullanmak makina
o6grenmesinin asil amacidir.

» Veri seti orneklerden olugmaktadir. Her iki yontemin giktisi, yeni
ornekler Uzerinde yapilan tahmin/siniflandirma ya da 6grenilen kurallardwE.
Elde edilen bilginin, tanim alani baglaminda kuramsallastirilmasi énemli bir
hedeftir.

» Makina 6grenmesi ve veri madenciligi yontemlerinde, veriden bilgi
cikarma yarim ya da tam otomatik sureclerdir.

» Karar destek sistemleri agisindan, her iki yontemde de, makina
uzmanin bilgi igleme kapasitesine dayanilarak, insan uzmanin bu alandaki

eksiklileri giderilmek ve rekabet avantaji saglamak amacglanmaktadir.

Gergek hayat problemleri, 6zellikle finansal riskin degerlendiriimesi
bu turden bir altyapi gerektirir. Veri kendi basina bir rekabet avantaj
saglamazken, bu veriden ¢ikarilan bilgi bu avantaji saglayabilir. Finansal risk
analizinde, ozellikle iflas tahmininde, veri ¢ikarma ve model insasi oldukca

zordur. Finansal risk analiz problemleri genellikle karmasik olarak

2 Elbette bu Olgut tanim alanina, kullanicilarin tercihlerine ve 63drenme algoritmalarinin 6zelliklerine baghdir.
Ornegin, logit ve sinir aglar, kuramsal anlamliligin aranmadigi sik frekans dagilimh verilerin kullanildigi tanim
uzaylarinda hizl analiz yapabilmeyi olanakh kildigindan kullanici tarafindan tercih edilebilir.

2! Makina o6grenmesi ve veri madenciliginde, siniflandirma ve 6grenme (ya da kontrolli 6grenme) birbirinin yerine
kullaniimaktadir. Metin iginde, her iki terim de ayni kavrama isaret etmek Uzere kullaniimistir.

2 Bir 6rnek belirli sayida 6zniteligin aldigi deger ve sinif etiketinin degeriyle tanimlanir.
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nitelendirilebilir;, bu modellerde niteliksel ve niceliksel bir ¢cok etmen ele
allnmalldnﬂ.

2.1.1. Girdi, Kavram, Ornek ve Oznitelikler

Makina d6grenmesinin girdisi sonlu sayidaki érneklerin sonlu sayida
dzniteliklerinin degerleri bigimindedir. Ogrenilecek sey “kavram tanimi” olarak
adlandirihr. Ampirik 6grenme surecinin ¢iktisi olarak kavram, anlasilr,

tartisilabilir ve ger¢cek durumlara uygulanabilir olmalidir.

“Ogrenici” ya da makina uzmana sunulan bilgi, dérnekler kiimesi
seklindedir: her 6rnegin degisik 6zellikleri, 6zgul 6zniteligin dlgek degerleriyle
nitelendiriimektedir. Tanim alanina ait kuramsal tanimlama yapildiktan sonra,
bu alana ait Ornekler genis bir kitle icinden segilirm. Orneklere ait
Ozniteliklerin degerleri Olgulir ve siniflandirma algoritmasina sunulur, yani

iletilir.

Siniflandirma 6drenmesi ya da sadece siniflandirma algoritmalari,
kendisinden beklenen sekilde etiketlenmemis yeni ornekleri siniflandirmak
uzere, daha once sinif etiketi verilmis Orneklerden olusan veri setindeki
oruntuleri 6grenmeye calisir. Siniflandirma égrenmesi, kontrolli (denetlenen)
O0grenme olarak da adlandinimaktadir. Bu yontemde &drenme, egitim
orneklerinin degerleri 6grenme amaciyla algoritmaya sunulduktan sonra

kontrol altinda calisir (ikizler, 2002).

Siniflandirmanin  basarisi, elde edilen kavram taniminin sinif
etiketleri bilinen fakat 6grenme algoritmasina sunulmamis bagimsiz bir veri
seti Uzerinde denenmesiyle sorgulanmaktadlrﬂ. Sinama verisiyle elde edilen
basarinin orani, kavramin ne kadar iyi ogrenildigini gosteren nesnel bir

Olcuttar.

% Niteliksel etmenlerin kullanimi karmasik modelleme yetenegdinin yaninda saglam bir kuramsal altyapinin da
kurulmasini gerektirir. Bu asamada, insan uzmanin modelleme ve kuramsal altyapisi dnemli bir 6ge olarak 6ne
ikmaktadir.

* ideal 6rneklem kitlenin kendisi olsa da, ampirik analizlerde kullanimak (zere secgilen makina 6grenmesi
algoritmalarinin fiziksel kisitlarina bagli olarak veri seti, kitleyi temsil edecek buyukliikte bir boyuta indirgenmelidir.
gallsmamlzda kullanilan veri seti tim kitlenin ytuzde 80’ini temsil etmektedir.

° Bu yaklasima, egitim ve sinama setleri olusturabilecek biyiikliikte 6rneklemlerin bulunmasi durumunda
bagvurulmaktadir. Orneklemin kiigiik olmasi durumunda, capraz dogrulama yéntemiyle sinama tercih edilir.
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Makina 6grenmesinin girdisi, birden fazla ornekten olugsan bir veri
kimesidir. Her ornek ogrenilecek kavramin bagimsiz bir temsilcisidir ve her

biri bilinen 6znitelik degerleriyle tanimlanmaktadir.

Makina 6grenmesi algoritmalarinda kullanilan her bagimsiz bireysel
ornek, Ozniteliklerin aldigi degerlerle tanimlanir. Bu degerler, 6znitelige
karsilik gelen buyuklugun bireysel ornekler icin Olculmesiyle elde edilir.
Oznitelikler, farkli yapi ve ézelliklerde degerler alirlar (Frank ve Witten, 2000).

Bunlar:

» Surekli 6znitelikler gergel ya da tamsayi degerlerden herhangi birini
almaktadir.

» Kategorik siniflandirmayr olanakl kilan nominal Oznitelikler,
onceden belirlenmis sonlu sayida olasi dederden birini almaktadlrlarE.

* Ordinal buyuklikler kategorileri siramalayr olanaklh  kilan
bayuklUuklerdir. Bu buyuklikler icin mesafe kavrami, yani farkli drnekler igin
Ozniteliklerin aldiklari degerlerin birbirine olan uzakhgi, s6z konusu degildir.
Tutarhligin saglanmasi kosuluyla, siralamanin yénuniu belirleyen bir kural
yoktur.

» Aralik buyuklikler ya da uzanim araliklari sinanabilir, sabit ve esit
birimlerle dlgulebilen buyukluklerdir.

=]

e Oran buyuklikler, kendisi i¢in bir sifir noktasi~ ©6nceden
belirlenmis buyuklUklerdir. Oran buayuklUkler gergel sayilarla ifade edilir ve bu

bayuklUklerle matematiksel igslemler yapmak olanaklidir.

2.1.2. Veri Seti

Bilisim sistemlerindeki gelismeler, buyuk miktarda verinin istenilen
formatta saklanmasi ve islenmesi konusunda ilerlemeyi de beraberinde

getirmistir.

Veri depolarinda saklanan ham veri, kayitlar ya da 6rnekler ve bu

orneklere ait Ozniteliklerin degerlerinden olugsmaktadir. Bu veri analiz

%By degiskenler matematiksel islemlerin konusu olamaz. Bu 6zellikte bir 6zniteligi kullanan bir kural sadece esitlik
ya da esitsizligi sinar Sayisal 6zniteliklerin kullanildidi 6grenme ydntemlerinde buyukluk (>), kugukluk (<) ve esitlik
£=) ya da esitsizlik (#) kosullari sinanir.

7 Sifir noktasinin ne olacagi tanim alanina ve kullaniciya baglh olarak farkliliklar gosterebilir.
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amaciyla kullaniimak istenildiginde belirli islemlerden gegirilir. Veri tabani
olusturulurken degisik kaynaklardan elde edilen veriler, karar destek
sistemlerinde  kullaniimak Uzere istenilen formatlara donusturalar;
donustlralmus veri arasinda hatali, yanhs ya da eksik olanlar varsa bu
kayitlar duzeltilir ya da veri tabanindan tamamen silinir. Farkli veri
tabanlarinda olusturulan veya diger kaynaklardan elde edilen veriler tek bir
merkezi veri tabaninda butunlestirilir. Bu asamada olusturulan veri deposu,
standart formatta bir veri tabanina aktarilip, analiz igin gerekli olan veri setine

ya da setlerine donusturular (Indurkhya ve Weiss, 1998).

Bayulk Olcekli veri setleri, veri madenciliginin belirleyici ve en 6nemli
Ozelliklerinden birisidir (Indurkhya ve Weiss, 1998; Frank ve Witten, 2000).
Blyuk miktarda verinin saklanma ve iglenebilme kapasitesi, daha derin
¢b6zumleme yapabilme ve karar verme surecinde yardimci olmasi agisindan
dikkate deger bir gelisme olarak nitelendirilebilir. Veri setinin ya da
kullanilacak 6rneklemin buyudkliogu asagida sayillan nedenlerden o6taru

onemlidir.

« Egitim ve Sinama Orneklemleri: Ogrenme algoritmasinin egitimi
icin eldeki verinin yanisira sinama amaciyla bir miktar bagka verinin de
bulunmasi gerekmektedir. Veri setinin bu iki amaca da hizmet edecek
bayuklikte olmamasi durumunda, kisith verinin istenilen etkinlikte
kullanilamamasi sorunu yasanir. Veri seti buyuk oldugundaysa bu sorun
daha basindan engellenmis olur (Noreen, 1988; Back ve digerleri, 1997).

« istatistiksel Anlamlilik: istatistiksel anlamlilik testleri, giiven
araliklari sinama setlerinin sayisiyla dogru orantih oldugundan, buyuk
setlerde daha anlamli sonuglar elde edilir (Indurkhya ve Weiss, 1998).

« Daha Yogun Arama-Tarama Olanagi: Bilgi teknolojilerinde
arama, tek bir bliyuk adim olarak tanimlanamaz; arama, daha ¢ok, olasi
oruntiyld bulmak Uzere bir ¢ok zit segcenek arasinda birbirini dengeleyici
bigcimde isleyen bir surectir. Boyle bir sure¢ hem dar, hem de genis arama
uzaylarinda, c¢ok sayida Ornekle etkin sonuglar Uretebilir. Veri setinin
bayukligu ozellikle disik yogunluklu uygulamalarda dnem kazanmaktadir

(Keasey ve Watson, 1991).
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 Daha Kontrolli Deneme: Veri setinin boyutlar buyudukge,
siniflandirma algoritmasinin ¢ok sayida farkli sinama setiyle sinanarak en iyi

siniflandirma performansinin elde edilmesi olanakh olabilir (Ward, 1999).

Bununla birlikte, blyuk veri setleriyle siniflandirma sonucunda daha
klguk setlerle elde edilene goére daha ylksek bir siniflandirma dogrulugu
potansiyeli her zaman garanti edilemeyebilir. Herhangi bir ydntemin, blyuk
boyutlu bir  veri setinin siniflandirma potansiyelini kullanip

kullanamayacaginin dnceden belirlenmesi gerekir.

2.1.3. Orneklem Biiyiikliigii

Veri setinin buyukligunun 6nemi, analizde kullanilacak 6rneklemin
blyUkligu s6z konusu oldugunda da kendini gostermektedir. Veri setinin
bayukligine yonelik olgutler ayni sekilde 6rneklem buUyukluga igin de
gecerlidir. Ozet olarak, 6rneklem ne kadar buyikse siniflandirma igin
ogrenilen kurallarin dogrulugu ve kitleyi temsil orani o dlgide artmaktadlrE.
Siniflandirma  algoritmalari  agisindan ele alindidinda, kullanilacak
orneklemin, o&ncelikle kitledeki sinif dagilimlarini olabildigince yuksek
dogrulukla temsil etmesi gerekmektedirE. Bu baglamda, en yuksek
siniflandirma dogrulugunun ya da en dusuk siniflandirma maliyetinin elde

edilebilmesi agisindan temsil orani dnemlidir (Keasey ve Watson, 1991).

Hatali siniflandirma maliyetlerine bagh olarak, 6zgul bir sinifin dogru
siniflandiriimasi  digerlerinden daha o©Onemli olabilir. Eger bu sinifin
dagihmdaki sikhgir daha fazlaysa, standart hata tabanli algoritmalar 6zgul
sinifi tahmin etmekte ve toplam maliyeti azaltmakta basarili olacaktir. Bu
baglamda, halihazirda kullanilan hata minimizasyonu tabanli algoritmalar
maliyete duyarli siniflandirma amaciyla kullanilabilirler. Diger taraftan, ilgi
sinif ya da hedef sinif drneklerinin kitle ve orneklem igindeki yogunlugu
dusukse, standart maliyete duyarli yéontemlerin kullanilabilmesi amaciyla,

orneklemdeki sinif  dagiliminin  degistiriimesi gerekmektedirm. Sinif

% Kullanilan veri setinin toplam kitleyi ylizde 80 oraninda temsil ediyor olmasi, bu baglamda, istenilen dogrulukta
kurallar 6grenilmesini ve temsil oranini saglayacaktir.

2 Calismada kullanilan érneklem sinif ve sektor dagilimlari agisindan kitleyi temsil edecek sekilde olusturulmustur.
%0 Calismamizda WEKA platformundaki standart algoritmalarla maliyete duyarli siniflandirma yapilabilmesi amaciyla
katmanlama yontemleri kullaniimistir.
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dagilimlarini degistirmekte katmanlama ydntemleri kullanilimaktadir (ikizler,
2002).

Katmanlama, sinif dagilmini siniflandirma maliyetleriyle orantili
olarak degistirmektir. Hedef sinifi hatali tahmin maliyetlerine bagh olarak iki

tur katmanlama yontemi kullaniimaktadir.

Dusiik Yogunluklu Orneklemm: Onemli ya da hedef sinifa ait
ornekler korunurken, diger siniflara ait drneklerden bir bolimui rastgele
secilir. Bu yontemde egitim setinin boyutlari kuguldagu icin siniflandirma

verimliligi dugecektir.

Yiiksek Yogunluklu Orneklem: Sinif maliyeti diisiik olan érnekler
korunurken diger sinifin érnek sayisi artirilir. Bu yontemde, veride kayip

olmamakla birlikte gereksiz drnek sayisi arttidi igin egitim slresi uzayacaktir.

Katmanlama yontemleri, veri setindeki orijinal sinif dagilimini
bozmaktadir. Katmanlama yontemleriyle yapilan dizenlemeler sonucunda
veri setine ait birgok “ilging” 6zellik buylk olasilikla yok olacaktir. Bu nedenle,
katmanlamayla elde edilen siniflandirma modelleri ve kavram tanimlari

gercegi yansitmayacaktir.

2.1.4. Eksik ve Hatali Degerler

Ham veri ilk olarak elde edildiginde bazi veri alanlari ¢ok onemli
gorulmemis ve bos birakilmis olabilir. Verinin toplanmasindaki asil amaci
etkilememesi kosuluyla, bu hatalarin dizeltimesine gerek olmayabilir.
Bununla birlikte, ayni veri seti makina 6grenmesiyle analizde kullanildiginda
hatali ve eksik degerler buylik 6nem tasimaya bag.latE (Langley, 1996; Frank
ve Witten, 2000).

Veri setlerinde bir 6rnedin herhangi bir 6zniteliginin degeri eksik

olabilir. Bu durumda, ézniteligin aldig1 deger bilinmiyor olabilir ya da bu deger

STWEKA platformundaki algoritmalarla yapilan maliyete duyarli siniflandirma analizlerinde kullanilan alt 6rneklemler,
bu yonteme bagvurularak olusturulmustur.

2 Her Ozniteligin alabilecedi degerlerin dikkatle incelenmesi gerekir. Yazim hatalari hatali degerlerle
sonuglanacaktir. Ozgiin (ham) verilerin analiz icin kullanilacak veri setine déniisiimiinde de hatalar korunmus
olabilir. Veri hazirlanirken hatali degerlerin bulunup diizeltiimesi ya da silinmesine yonelik testlerin yapilmasi gerekir.
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hig yokturE (Indurkhya ve Weiss, 1998). Eger herhangi bir nedenle 6lgcum
yapillmamissa, bu durumda bilgi kaybindan s6z edilebilir. Bu baglamda, eksik
degerlerden kaynaklanan bilgi kaybi c¢esitli ydntemlerle gideriimeye

calisiimaktadir.

Eksik degerin anlamli oldugu durumlarda izlenebilecek bir yol, eksik
degeri 6zniteligin olasi herhangi bir degeri olarak ele almaktir. Burada genel

olarak izlenen U¢ yontem vardir:

» TUm eksik deg@erleri global bir sabit degerle degistirmek,
» Eksik degeri 6zniteligin tim dederlerinin ortalamasiyla degistirmek,
» Eksik degeri, eksik degerin bulundugu o6rnegin sinif etiketini

tasiyan tum drneklerin 6zgll 6znitelige ait ortalamasiyla degistirmek.

Eksik deger yerine ikame edilen deger gercek bir deger degildir.
Eksik degerin herhangi bir degerle ikame edilmesi verinin yanlihgini 6zgul
Ozniteligin aldigr deger yonunde artirir. Boylece veri seti, siniflandirmada en
cok eksik deger alan Oznitelikleri kural 6grenmede One ¢ikaracak sekilde

homojenlegecektir.

Eksik degerlerle ¢ozimlemenin diger bir yolu da veri setinden eksik
degeri olan Oznitelikler ya da ornekleri diglamak veya eksik degerlerin

siniflandirma surecini etkilemedigi, mantiksal algoritmalari kullanmaktir.

Eksik degerli 6znitelikleri diglamanin, ¢odunlukla ¢ok kati bir yontem
oldugu soylenebilir. Eksik deger alan 6znitelikler kritik bilgiler barindirabilir.
Diger taraftan, bazen eksik degerli dérnekler 6grenmede herhangi bir rol
oynamazlar. Boyle durumlarda, bu érneklerin tam dérneklerden bir farki yoktur

ve 6grenmede kullaniimalari olanakhdir (Frank ve Witten, 2000).

Orneklerin 6znitelik degerleri hatali olabilir. Béyle 6rnekler makina
ogrenmesinde kullaniilmamalidir. Hatali degerlerin duzeltiimesi olanakl ise,

bu dérnekler hatali degerler dizeltildikten sonra kullanilabilir.

% Ozellikle finansal tablolarda bazi kalemlerin bulunmamasindan dolayi bazi oranlar hesaplanmamaktadir. Bu o
oranin sifir ya da sonsuz olmasi anlamina gelmeyebilir.
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Son olarak, herhangi bir 0ornegin veri setinde birden fazla
tekrarlanmasi bagka bir problem kaynagini olusturur. Cogu makina
ogrenmesi algoritmasi, tekrarin yanlilik yaratmasi nedeniyle, hatali kurallar

ogrenecektir (Indurkhya ve Weiss, 1998).

2.2. Mantiksal Makina Ogrenmesi Algoritmalari

Mantiksal makina oOgrenmesi algoritmalari, temel olarak karar
agaclarn ve dogrudan kural o6grenen algoritmalar (kapsama algoritmalari)
olarak iki baslik altinda incelenebilir. Bunlara ek olarak, karar agagclari ve
kapsama algoritmalarinin melezi olan pargasal karar agaclari da mantiksal

algoritmalardir.
Mantiksal Makina Ogrenmesi Algoritmalari:

* Alan uzmani olmayanlar tarafindan bile anlagilabilecek basit
yapida kurallar 6grenmeleri,

« Oznitelik dnsecimine gerek duymadan siniflandirma yapabilmeleri,

* Dagihm, eksik deger, istatistiksel varsayimlar gibi kisitlara karsi

dayanikli ve duyarsiz olmalari ve

* Karmasik problemleri ¢ozimlemedeki yuksek performanslari,
dolayisiyla tercih edilmektedir (Frank ve Witten, 2000).

Aslinda, her iki baglk altindaki algoritmalar yapisal olarak birbirine
benzemektedir. Karar agaclarindan kural 6grenmek olanakli oldugu gibi,

kurallardan karar agaci 6grenmek de ayni sekilde olanakhdir.

Mantiksal algoritmalarin  diger bir ayirict ozelligi ise kural
bagimlihgidir. Kural tablolarinin 6grendigi kurallar birbirinden bagimsiz iken,
kural listelerinin 6grendigi kurallar belirli bir sirayi takip etmektedir. Calismada
kullanilan  mantiksal makina o0grenmesi algoritmalarinin  kuramsal

acgliklamalari agagida sunulmaktadir.

44



2.2.1. Karar Agaclan

Karar agaclari, siniflandirma surecinde 6zniteliklerin aldigi degerlerin
mantiksal sorgulamalardan gecirilerek sinanmasi ile yukaridan-agagiya bir
yol izlenmesi ve bu yaklasimda baslangicin adacin kdokine, sinama
kosullarinin dal ayinmlarina ve son asamada 6grenilen kurallarin yapraklara
benzemesi dolayisiyla aga¢ olarak adlandinimiglardir.  Sinamanin
baslangicinda, orneklerin ilk ugradiklar yer agacin kokunu, dallarin ayirim
noktalari agacin dugumlerini, siniflandirmanin son buldugu yer ise agacin

yapraklarini olusgturur.

Karar agaglarinin insasi yineleme ilkesine dayanir. Sinamanin
baglangicinda her ornek agacin kokune vyerlestirilir. Kokten sonraki ilk
digumde en ylksek ayirimi yapan Oznitelik degerine dayali sinama
sorgulamasi yapildiktan sonra 6rnek, sirayla yonlendirildigi digume iletilir.
Sirayla, her dugumde sinanan Ornek son yapraga ulasana kadar
sorgulamaya devam edilir. Ogrenme siirecinde, her yeni 6rnek igin en ylksek
ayirimi saglayan Oznitelik farkli dugumler ve sinama sorgulamalarinin
olugsmasini saglar. Bu baglamda, karar agaci dinamik bir 6grenme yontemidir
(Frank ve Witten, 2000).

Genellikle, bir dugumde sinanan 06zniteligin degeri sabit bir degerle
kar§|la§tlrllnﬂ. Bunun yaninda, bazi agaglar, iki 0zniteligi birbiriyle veya bir
ya da daha fazla 6znitelikten olusan bir fonksiyonu karsilastirmak amaciyla

tasarlanabilir.

Nominal bir 6znitelik icin, alt dugumlerin sayisi genellikle 6zniteligin
alacagi olasi degerlerin sayisi kadardir. Bu durumda, her olasi deger igin bir

dal ¢ikarilir ve ayni 6znitelik agacin sonraki digumlerinde sinanmaz.

Bazi durumlarda, 6znitelik degerlerinin dagilimi iki deger araliginda
yogunlagsmigtir ve agag¢ degerin hangi alt kimede olduguna bagl olarak
dallanir. Bu durumda, Oznitelik ayni patika Uzerinde birden fazla kez

sinanabilir.

* Bu sabit deger yeni 6rnek eklenene kadar olusturulan agacin digumlerindeki sinama sorgulamalarinin sabit
degeridir. Yeni 6rnek 6grenilirken sabit deger degisebilir.
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Sayisal bir oznitelik igcin dugum ikiye ayrilarak Oznitelik degerinin
sabit bir degerden kiguk ya da buyuk olup olmadigl sinanir (< veya >).
Tamsay! degerler alan bir 6znitelik icin digume esitlik (=) sorgulamasi
eklenerek Uguncu bir dal ¢ikarilabilir. Esitligin anlamli olmadidi gergel degerli
Oznitelikler tek bir sabit yerine bir aralik Uzerinde sinanir. Bu sinamada
digumden ¢ikan dal sayisi yine Ugtur; 6znitelik degerinin araligin altinda,
ustiinde ya da iginde olup olmadigi sorgulanir. Sayisal bir 6znitelik, kdkten
yapraga kadar herhangi bir patikada her yeni 6rnekle birlikte bagka bir sabit

kullanilarak defalarca sinanabilir.

Yaprak dugumleri ya da yaprak uglari o yapraga ulasan tim
orneklere uygulanabilecek siniflari, siniflar kimesini ya da tim olasi siniflarin
dagihmini verir. Sinif etiketi bilinmeyen yeni bir érnek siniflandirilirken,
ornege ait Oznitelik degerleri birbirini izleyen butin dugumlerde sinanir.
Ornek tim dugimlerdeki sinamalar geger ve yaprada ulasirsa o yapragin

sinif etiketine gore siniflandirilir.

Karar agaci olusumu tum yapraklarin “saf’ olmasi durumunda son
bulmalidir; yani o yapraga ulasan tum orneklerin sinif etiketleri ayni olmalidir.
Bununla birlikte, yapraklarin saflasmasi her zaman olanakli degildir. Veri
setinde, sinif etiketleri disinda tim &znitelik degerlerinin ayni oldugu iki
ornegin bulunmasi durumunda karar agacinin insasi herhangi bir sonug elde

edilemeden durdurulur.

Karar agacinda Y yapragina ulasan, yani bu yaprakta sinif etiketi
alan, bir 6érnek bu sartlarin hepsini saglamak zorundadir. Karar agaclarindan
kural ogrenilirken kokten yapraga kadar bu hiyerarsik yapinin izlenmesi
gereklidir. Karar agaclarinin 6grendikleri éruntliler bu siranin korunmasi
baglaminda katidir. Ancak bazi kurallar (dallar) modelin agirn 6zellesmesini
onlemek amaciyla budanir ve daha genel bir siniflandirici elde edilebilir.
Budama surecinde daha genel bir siniflandirici elde edilirken ve egitim
kimesi igin siniflandirmanin egditim seti icin dogrulugu azalirken, kesin
olmamakla birlikte, sinama kumelerindeki tahmin dogrulugu ve genellegtirme
potansiyeli artmaktadir (Quinlan, 1986). Karar agaclarinin genel yapisi Sekil

2. 1’de sunulmaktadir.
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Duagumler Yapraklar

Sekil 2.1: Karar Agaglarinin Genel Yapisi
2.2.2. Kapsama Algoritmalar ve Siniflandirma Kurallari

Karar agaclarindaki yukaridan-asagilya sorgulamanin tersine,
siniflandirma kural algoritmalarinda asagidan-yukari bir yol izlenerek, her
sinifa dahil olan o6rnekleri en fazla kapsayan 6zniteliklere bagh kurallar
ogrenilir ve bu slrecte kapsam digi olan o6rnekler dislanir. Kapsama

algoritmalari, dogrudan kural 6grenen algoritmalaridir.

Siniflandirma kurallari, birbirine bagimli™ veya birbirinden bagimsiz
olabilir. Bu kurallarin her biri bagimsiz bir bilgi pargasi niteligi tasirlar ve
siniflandirmada her bir kural tek basina kullanilabilir. Burada, alan uzmaninin
tercihleri, kuralin kuramsal anlamhligi, yeniligi ve ilgingligi gibi olgutler hangi
kuralin kullanilacagi konusunda yardimci araclardir. Bagimh kurallarin,
birbirinden  bagimsiz  olarak  kullaniimalari  s6z konusu olamaz.
Siniflandirmada &6grenilen butin kurallarin ayni anda saglanmasi kosulu

aranir.

Kapsama algoritmalari, azami dogrulugu saglayacak sekilde,
olusturulan kurali her defasinda yeniden sinama yoluyla cahgir. Kural

algoritmalarinda dikkat edilmesi gereken, eklenen kisitin, bulunmak istenen

% Kural listeleri bagimli kurallar 6grenen algoritmalara 6rnek olusturmaktadir.
% Bagimsiz kurallar, karar tablosu gibi algoritmalarin 6grendigi kurallardir.
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sinifin kapsamini artirirken digerlerini diglayacak sekilde, kuralin kapsamini
daraltmasidir.

Bir kuralin éncul veya oOnkosulu, karar agaclarindaki dugumlerde
yapilan sinamalarda da oldugu gibi bir dizi sinamadan olusmaktadir. Soncul
ya da son kosul, yaprak ya da kural tarafindan kapsanan orneklere karsilik
gelen sinif etiketleri ya da siniflarin olasilik dagilimlaridir.

Kural algoritmalarinda &nkosullar, genellikle, mantiksal olarak
VElenmigtir ve kuralin saglanmasi butun sinamalardan ayni anda
gecilmesine baghdir. Diger taraftan, birbirinden bagimsiz kurallar kendi
aralarinda mantiksal olarak VEYAlanmigtir ve oncullerden herhangi birinin
dogrulanmasi durumunda o&rnegin sinif etiketi, sonculun sinif etiketi
olacaktnﬂ.

Karar kurallarinin karar agaclarina gore avantajli yonleri gsunlardir:

» Karar kurallari, 6zellikle baska kurallarin kapsamadigi durumiari
kapsayan temel kuralin elde edilmesi olanakliysa, karar agaclarina goére daha
derli topludur ve anlasiimalari daha kolaydir.

» Kapsama algoritmalarinin ¢iktisi, her bir kural bagimsiz bir bilgi
parcasi niteligi tagsimaktadir. Yeni kurallar eski kural setine eklendiginde, eski
kurallar gegerliligini yitirmezler. Karar agaglarindaysa veri setine eklenen her
yeni 6rnekle, butliin agacin yeniden sekillendiriimesi gerekebilir.

Diger taraftan karar kurallarinin karar agaclarina gore dezavantajli
yonleri de bulunmaktadir:

* Veri bir 6rnek, farkli kurallar tarafindan farkli sinif etiketleriyle
etiketleniyorsa, genellikle bir gézime ulagsmak olanakli olmayabilir. Bu sorunu
ele almanin bir yolu, bdyle bir 6rnegi siniflandirmadan birakmak ya da en gok
tekrarlanan kurali temel kural olarak kabul etmektir. Karar agaclarindan elde

% Mantiksal VElenmis kurallarin genel yapisi asagidaki gibidir.

P1DP2DP3D ....... Pn = Cj Cj=A, B, C, ,N
bicimindedir. Burada P; dnclillere, C; ise sinif 6zniteligine karsilik gelmektedir. Oncul (P;), 6znitelik (Fy) igin esitlik (=)
ya da esitsizlik (<,>) gibi kosullarin belirli bir esik noktasi (T) i¢in saglandi§i matematiksel ifadedir (P; = Fx © T).
Ornegin, firma oranlari kullanilarak égrenilen bir kural su sekilde olabilir,

CariOran < 0.5 VE LikiditeOrani >1.73

VE StokDevirHizi > 3.07 VE BankaKredileriNetSatislar > 1.87

= BASARISIZ (n/N)
n/N kuralin ne kadar 6érnek tarafindan saglandiginin bir élgiisidir. N: toplam érnek sayisi, n: kurall saglayan 6rnek
sayisl.
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edilen kurallarda genellikle boyle bir sorunla karsilagiimamaktadir. Cunku, bu
kurallarin yapisindaki gereksizlik her turlG belirsizligi ortadan kaldirir.

» Kapsama algoritmalarinin 6grendigi kurallarin genel problemi,
veriyi tamamiyla agiklamakla birlikte bagimsiz, Ozellikle kirli, egitim

verilerinde dogru genelleme yapamama egilimi tagimalaridir.

Kapsama algoritmalari gérinuste uygulanmasi kolay yontemlerse de,
gercek hayat problemlerinde, genellikle bunun tam tersi s6z konusu
olmaktadir. Genel kani, her kuralin bagimsiz bir bilgi pargasi oldugu
gercekliginin her tur siniflandirma probleminde gegerli olmasidir. Bununla
birlikte, ikili siniflandirma disindaki problemlerde bu gergeklik kuramsal
gecerliligini  yitirir.  Coklu siniflandirma problemlerinde karar kurallari,
genellikle birbirinden badimsiz degildir ve kurallarin uygulamasinda
siralamaya uyulmasi bir zorunluluk halini almaktadir (Frank ve Witten, 2000).

2.2.3. Karar Agaglarn ve Kurallar

Karar agaclarindan kural 6grenmek olanaklidir. Genellikle, karar
agaclarindan o6grenilen kurallar, kapsama algoritmalarinin  dogrudan
ogrendigi kurallardan daha karmagnkhrm; bu durumda, gereksiz ya da

anlamsiz kurallarin budanmasi gerekir.

Kurallar ve agaclar arasindaki tanimlamanin sadeligi ve acikligi

yonunden farkliliklar agsagida 6zetlenmistir. Bu farkhliklar:

» Kurallar bakisimli (simetrik) olabilirken, agaclarin her defasinda en
fazla boluntilemeyi saglayacak Ozniteligi bulmak zorunda olmasi ve bu
durumun ayni problemde 6grenilen kural setine gore daha blyuk bir aga¢
elde edilmesiyle sonuglanmasi,

« ikiden fazla sinifin s6z konusu oldugu durumlarda, karar agaclari
boluntilemenin safligini artirmak Uzere batin siniflar dikkate alirken,
kapsama algoritmalarinin bir defada diger siniflari dikkate almadan sadece

tek bir sinif Uzerine yogunlagmasidir.

% Gereksizlikle asiri ayrintili ya da birbirini tekrar eden kurallar kastedilmektedir.
* Karar agdaclarindan 6grenilen kurallarin agik olmasi kurallarin herhangi bir sira izlemek zorunlulugu olmadan
uygulanmasini kolaylastirir.
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2.2.4. Karar Agaglarindan Kural Ogrenme

Karar agaclarinin olusturdugu yapilardan o6grenilen kurallar her
yaprak uzerinde, kdkten o yapraga kadar olan tum sinamalar birlestirilerek

elde edilir.

Oncelikle veri bir kuralda her kosul silinmek (zere denenir. Silme
igslemiyle hangi egitim orneklerinin kapsandigi belirlenir, 6zgun dogruluk
performansi yeni kuralla yapilan siniflandirmadan elde edilen dogruluk
performansiyla karsilastinllir.  Eger yeni kuralin dogruluk performansi,
orijinalde fazladan bulunan kosul silindikten sonra iyilesiyorsa, 6zgul kosul
silinebilir. Bu iglem, kisitlarin silinmesiyle siniflandirma dogrulugunda bir artis
saglanamayincaya kadar devam ettirilir. Son asamada, kurallarin budanmasi

sonlandiginda birbirinin tekrari kurallar da silinirm.

Karar agaclarindan kural égrenmenin, gereksiz kurallari elemekte
“acg06zIli” oldugunu sdylemek olanakhdir ve bu sure¢ her zaman en gereksiz
oldugu dusunulen kosullarin  silinmesini garanti etmeyebilir. Aggozlu
yaklasimlarda kargilagilan énemli bir sorun bilgi islem maliyetidir. Silinmeye
aday her kosul igin, yeni kuralin bitlin egitim dérnekleri Uzerinde sinanmasi
gerekmektedir. Bu, karar adaclarindan kural 6grenmenin ¢ok yavas olacagi
anlamina gelir ki, daha hizli ve dogrudan yontemler varken bu yolla kural
0grenmek anlamsiz olacaktnm.

Karar agacindan elde edilen kurallar, agacin kékinden yapragina
kadar her dugiumde sinama-esik kosullarini saglayan ornekler kullanilarak
olusturulur. Genel formu Sekil 2.1°de tanimlanan bir karar agacindan elde
edilen kural(lar)in genel yapisi asagidaki gibidir:

P(K) OP(D1) OP(Y1) = Sinif (Y1’e kadar biitiin énciilleri karsilayan

orneklerin gogunlugunun sahip oldugu sinif etiketi)

“* Ornegin, karar agacindan elde edilen iki kuraldan

Kural 1: 1.78 < CariOran < 2.13 ISE BASARISIZ ve

Kural 2: 1.92 < CariOran < 2.01 ISE BASARISIZ
kurallarindan ikincisi gereksizdir ve budanmaldir, ¢unkd, birinci kural tarafindan kapsanmaktadir. Bu gereksizlik,
birinci kuralin tanim arali§inda aksi bir durumun sorgulanmamasi durumunda gegerlidir. Ornegin,

Kural 2: 1.85 < CariOran < 1.97 ISE BASARILI
olsaydi, 6grenilen karar agaci yanlis ve anlamsiz olurdu.
“! Tek bir kural 6grenmek icin tam bir karar agaci olusturmak gergekten savurganca bir tutumdur. Yine de surecin
sayllan avantajlarindan 6dun veriimeden hizlandiriimasi olanaklidir.
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2.2.5. Kurallar ve Karar Listeleri

Kurallarin uygulamasinda herhangi bir “sira” izlenmesi zorunlulugu
yoktur; ornedi kapsayan ve sorgulanan siniflandirmayi saglayan bir kural ya
geligtirilir ya da bdyle bir kural bulunmaz ve siniflandirma yapilmaz. “Siradan”
bagimsiz kurallar, her biri birbirinden bagimsiz bilgi parcalari olarak, daha
moduler bir yapi sergilemektedir. Bununla birlikte, birbirine zit kurallarin ayni
sinifi tahmin etmesi durumunda ne yapilmasi gerektigi pek de acik degildir.
Bdyle bir durumda o6zgul kural 6drenme algoritmasinin veri setine
uygulanmasi uygun olmayacaktir. Karar listelerinde, siraya bagli algoritmalar
olmalari dolayisiyla, boyle sorunlarla karsilagiimaz. Karar listesinin sonuna
eklenen kuralla, herhangi bir 6rnek siniflandiriimadan birakilmamig olur
(Rivest, 2001).

Karar listesi 6grenmek icin kullanilan kapsama algoritmalarinin karar
agaci algoritmalarina  Gstinligl, son asamalarda c¢ogu Ornegin
siniflandinimis (6rnek kimesinden c¢ikariimisg) olmasi dolayisiyla daha az
karmasik olmalari ile karmasik ve sorunlu ornekleri en son asamaya kadar
ornek kimesinde tutmalari ve bu 6rnekleri son ana kadar siniflandirmamakta

Israrci davranmalaridir.

2.2.6. Kapsama Algoritmalari ve Eksik Degerler

Kapsama algoritmalari yardimiyla kural 6grenilirken, eksik degerler
sanki herhangi bir sinama kosulunu ge¢cmiyormus gibi ele alinabilir. Bu
yaklasim, &grenmeyi Ornekleri siniflandirmada basarili olacagi bilinen
sinamalari  kullanmaya yoOnlendirdigi icin  Ozellikle  “karar listesi”

algoritmalarinin tasarlanmasinda kullanilmaya uygundur.

2.2.7. Yararh ve Yararsiz Kurallar

Herhangi bir kuralin ne dizeyde yararli oldugunu belirlemenin bir
yolu, rastgele secilen bagka bir kuralin veri kuralin dogruluk performansina
esit ya da daha iyi bir performans sergileyecek bir kural olup olmadigini

sorgulamakla olanaklidir.
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Eger genel olarak bir kurala yeni bir terim eklenmesi Kkurali
“‘mukemmel” bir duruma getiriyorsa, kuralin egitim setine 6zellesme tehlikesi
bas gosterebilir. Ogrenmenin amaci, algoritmanin yeni érnekleri de basarili
olarak siniflandiracak genel kurallar 6grenmek oldugu igin, mukemmel
kurallar 6grenmek ¢gogu zaman 6zel bir durum igin gegerlidir ve bu durumdaki

“‘mukemmel” kurallar supheyle kargilanmalidir.

iyi kurallar gelistirilirken, dncelikle “mikemmel” kural(lar) 6grenilir. Bu
kuralin, olasilikla asiri 6zellesmesinden dolayi, eklenen son terimi budamak
gereklidir. Eger kural hala iyiyse, son terimin silinmesiyle kuralin performansi
dusene kadar silme iglemine devam edilebilir.

2.2.8 Parcasal Karar Agaglan

Parcasal karar agacglari Frank ve Witten (1998) tarafindan
gelistirilmigtir. Bu algoritmalar karar agaclarinin gelistirdigi kurallarinkine
esdegder ve birgok hizli kural algoritmasindan daha yuksek dogrulukta kurallar
Ogrenirler. Parcasal karar agaclarinin diger yontemlere asil Ustin yani,
yuksek performansindan c¢ok basit olmasidir. Karar agaclari ve kural
o6grenme yontemlerini birlestirerek global optimizasyona gerek duymadan iyi

kurallar elde edilmesini saglarﬂ.

Parcasal karar agaclar, karar agaclariyla 6grenilen agaclarin
budanmasiyla elde edilir. Karar agacinin budanmasi agacin boyutunu
kUgulttigunden, parcasal karar adaciyla elde edilen kurallarin sayisi karar
agacindan okunarak elde edilenlere gére daha az olacak ve bdylece
ogrenme suresi kisalacaktir. Bununla birlikte, genellikle, egitim 6rneklerinin
sayisinin azalmasiyla, elde edilen budanmis karar agacinin siniflandirma
dogrulugu da dusecektir. Blyuk veri setlerinin 6grenilmesiyle bu sorun

cozulebilmektedir.

Parcasal karar agaclariyla kural ogrenilirken, her defasinda,
ogrenilen kuralin kapsadigi ornekler, 6rnek kumesinden cikarlir ve bu

sekilde sonugta hi¢ drnek kalmayincaya dek kural 6grenilmeye devam edilir.

“2 Pargasal karar agaclari, karar agaci ve kural 6grenme yodntemlerinin melezi 6grenme ydntemleridir. Bu
algoritmalar, her ne kadar karar agaci algoritmalari olarak gérllseler de, ¢ikti agisindan, dogrudan kural égrenen
algoritmalaridir.
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Boylece, budanmis bir karar agaci olusturulur, en genis kapsami olan yaprak
kurala dahil edilir, aga¢ tamamen silinir ve budanmig karar agaclarindan
kurallar elde edilir. Ogrenilen kurallar arasindan en genel kuralin secilmesiyle

surecg sona erer.

Parcasal karar agaclarinda, agacin 6nceden budanmasiyla asiri
budama egilimi en basindan ortadan kaldirihr. Bu yontemin karar agaciyla
birlikte kullanilmasi kural 6grenme surecine esneklik ve surat kazandirir
(Frank ve Witten, 2000).

2.3. Makina Ogrenmesi ve Siniflandirma

Makina 6grenmesinde, siniflandirma algoritmalari, veri seti olarak
o0grenme programina sunulan sinif etiketli rnekleri kullanarak tanim alanina
yonelik Oruntuleri 6grenir. Siniflandirma, orneklerden c¢ikarim olarak da
bilinmektedir. Siniflandirmada amacg, kavram tanimi elde edildikten sonra,
daha once algoritmaya tanitilmamis O&rnekleri en yuksek dogrulukla

etiketleyecek siniflandiriciyi gelistirmektir.

Siniflandirmanin girdisi ornek seti, egitim verisi ya da ornek uzayi
olarak adlandinlir ve sinif etiketlerinin sahip oldugu belirsiz olasilik

dagilimiyla ayni olasilik dagilimina sahip oldugu varsaylllrﬂ.

Oznitelik degerleri sayisal ya da nominal olabilir. Sinif 6znitelikleriyse
kategorik degerler almaktadir.

Tanim alanina bagh olarak, ikiden fazla sinif etiketi alan veri
setlerinde, 6grenme problemi ¢oklu siniflandirma problemine déntsmektedir
(ikizler, 2002).

“ ‘Orneklem sinif dagilimi kitlenin sinif dagilimina esittir’ varsayimi.
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2.3.1. Siniflandirma Dogrulugu

Siniflandirma dogrulugu, veri setiyle ilgili dogru tahminlerin orani
olarak tanimlanmaktadir ve modelle verinin ne derecede birbirleriyle uyumlu

olduklarinin bir géstergesidiru.

M siniflandirma modelinin, S 6érnek setini D tanim alaninda genel

siniflandirma ya da tahmin dogrulugu (Dogruluky g ):

. _ Dogru Siniflandirilan Ornek Sayisi pgene (M, S)
Dogruluk o gene) (M. S)= Toplam Ornek Sayisi 1)

D(Genel)

olarak tanimlanmaktadir. Tanim alaninin 6zelligine bagli olarak éncelikli ya

da hedef sinifi tahmin dogrulugu™ (Dogrulukp g ):

Dogruluk peqen (M, S)= Dogru SInIfll'ir;?;::a'o'an;EeSkaiiz;:e;:edef) (M,S) (2.2)
olarak tanimlanmaktadir. Genel ve hedef sinifi tahmin dogrulugu metrikleri,
farkli siniflandirma  algoritmalarinin siniflandirma verimliliklerinin
karsilagtinimasinda ve veri 0O0grenme yonteminin veri seti igindeki

verimliliginin élgilmesinde kullaniimaktadir.

2.3.2. Siniflandirma Maliyetleri

Siniflandirma  algoritmalarinin ~ kullanimi bazi  maliyetleri de
beraberinde getirmektedir. ikizler (2002) bu maliyetleri asagidaki basliklar
altinda 6zetlemektedir:

* Hatali Siniflandirma Maliyetleri: Bu tip maliyetler en o6nemli
maliyetlerdir ve maliyete duyarli 6grenme calismalarinin 6nemli bir bolimu
hatali siniflandirma maliyetlerini  minimize etme yontemleri Uzerine

yogunlagsmistir. Hatali siniflandirma maliyetleri sabit veya degisken olabilir.

“ Siniflandirma algoritmasi siniflandirma yaparken dogruluk maksimizasyonu amag¢ fonksiyonu altinda galisacaktir.
Bu matematiksel olarak

MAX DOQI'U|Uk k.a. Maliyet Tablosu
biciminde ifade edilebilir.
*Bu metrik, makina 6grenmesinde “Recall” olarak tanimlanmaktadir. Recall, herhangi bir sinifa ait érneklerden
dogru siniflandirilanlarin, o sinifa ait toplam érnek sayisina oranidir.
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Degisken maliyetler, 6zgun duruma, siniflandirma zamanina™ ve diger
vakalarin sinif etiketlerine bagli olabilir. Halihazirda, degisken maliyetleri
kullanmak Uzere gelistirilen bir algoritma bulunmamaktadir. Boyle bir
algoritmanin  karmasikhgi, Ozellikle veri setinin  buydklugla arttikga
siniflandirma algoritmasinin igletim zamani, donanim ve yazilim gerekleri ve

baglantil maliyetleri de beraberinde getirmektedir.

 Sinama Maliyetleri: Sinama maliyetleri, standart sinamalar
yapildiktan sonra yuksek siniflandirma dogrulugu saglayan siniflandiricinin
elde edilememesi durumunda ortaya c¢ikmaktadir. Hatali siniflandirmanin
maliyetinin sinama maliyetlerinden fazla olmasi durumunda, siniflandirma
dogrulugunu artiracak tim sinamalara bagvurulabilir. Sinama maliyetleri de

sabit ya da degisken olabilir.

« Egitim Maliyeti: Bazi o&rneklerin gercek sinif etiketlerinin
belirlenmesi olanakli olmayabilir. BOyle durumlarda 6grenme algoritmasinin

egitim maliyetini minimize etmek Uzere galigsmasi istenir.

* Hesaplama Maliyeti: Problemin boyutlari ve karmasiklgi, yer ve

zaman gerekleri hesaplama maliyetlerini olusturmaktadir.

« Ornek Edinme Maliyeti: Ogrenme icin kullanilacak 6rneklerin

edinilmesinin yani veri setini olugturmanin maliyetleridir.

2.3.3. Siniflandirmada Fayda ve Maliyet Duyarliligi

Klasik siniflandirma sistemleri butun siniflandirma hatalarini
siniflandirma dogrulugu Olgutuyle degerlendirir. Bununla birlikte, ¢cogu tanim
alaninda hatalarin farkli anlamlari ve sonuclari olabilir. Ornegin, finansal
basarisizlik analizinde, her ydnuyle birbirinin ayni iki firmadan, “basarisiz”
olarak siniflandinlan fakat “basarli” olan bir firmaya yapmaktan kacindigi
yatinmin yatirrmciya maliyeti, “basarihl” olarak siniflandirildigr halde
“basarisiz” olan bir firmanin getirdigi maliyetten daha distktir. ilk durumda

bu maliyet sadece gergcek olmayan firsat maliyeti iken digerinde gergekten

“6 Tanim alanina bagl olarak, siniflandirmanin erken veya ge¢ yapilmasi farkli maliyet rakamlariyla sonuglanabilir.
Ornegin, finansal baski yasayan bir firmanin sinif etiketinin, finansal baskinin erken asamalarinda hatali tahmin
edilmesinin maliyeti, baskinin agirlastigi ge¢ asamalarda hatali tahmin edilmesi maliyetinden daha dusuktur.
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kaybedilen bir yatirrma karsilik gelmektedir. Bu gibi durumlarda, 6érnekleri en
yuksek dogdrulukla siniflandirmak vyeterli olmamaktadir. Bunun yerine,
siniflandirma programi, hatali siniflandirmanin maliyetlerini de g6z 6nunde
bqundurmalldnE. Burada dikkat edilmesi gereken bir konu, maliyete duyarl
siniflandirmada, siniflandirma dogrulugundan bir Olgude feragat etmek
durumunda kalinabilecegidir (ikizler, 2002).

ikili siniflandirmada hatali siniflandirma maliyetleri, istatistikte siklikla
kullanilan Birinci Tip ve Ikinci Tip Hata maliyetlerinin toplamindan
olugsmaktadir. Bu iki hata turl, standart siniflandirma algoritmalarinda
orneklerin sinif etiketlerinin hatali tahmin edilmesine karsilik gelmektedir.
Maliyete duyarli siniflandirmada, tanim alanina, sinif sayisina ve sinif
dagihimlarina bagh olarak, sinif etiketlerini hatali tahmin etmenin bir maliyeti
olmasi gerektigi, boylece algoritmalarin daha yuksek dogrulukla siniflandirma
yapacak kurallari 6grenecegi varsayillmaktadir. Diger taraftan, dogru
siniflandirmanin édullendiriimesiyle ayni sekilde daha gugla siniflandiricilarin
elde edilmesi s6z konusu olabilir. Bu bdlimde, maliyete ve faydaya duyarli

makina 6grenmesi ele alinmistir.

2.3.3.1. Maliyete Duyarli Ogrenme

Maliyete duyarli siniflandirma algoritmalari, siniflandirma surecinde
maliyet bilgisinin kullanilmasini ongormektedir. Maliyet bilgisi, verinin
toplanmasi, 6zniteliklerin bulunmasi ve hatali siniflandirma gibi birgok bagslhgi
barindirabilir. Bunlar arasinda en énemlisi hatali siniflandirmanin maliyetidir
(ikizler, 2002; Giivenir ve ikizler, 2003).

Hatali siniflandirma maliyetleri, tanim alanina, sinif sayisina ve sinif
dagihimlarina baglidir. Tanim alanindan kaynaklanan ilgi (hedef) sinifin
oncelikli olarak tahmin edilmesi gerekliligine bagl olarak, 6zellikle dugsuk
yogunluklu 6érneklemlerde birinci ve ikinci tip hata maliyetleri birbirinden farkh
olarak gelisir. Ornegin, bankalarin kredi verme kararlarinda, krediyi geri

0demeyen bir muisterinin bankaya maliyeti sorunsuz bir muUsteriye kredi

" Siniflandirma algoritmasi siniflandirma yaparken maliyet minimizasyonu amag fonksiyonu altinda galisacaktir. Bu
matematiksel olarak

MIN Maliyet i a. maiiyet Tablosu
bigiminde ifade edilebilir.
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verilimemesinden dogan kayip getiriden daha fazla olacaktir. Maliyetlerin
bilinmesi, maliyete duyarli analizi kolaylastirmaktadir. Bununla birlikte, hatal
siniflandirma maliyetlerinin bayukltkleri gogunlukla belirsizdir. Bu baglamda,
hata maliyetlerinin bakigimsizligi, gergek¢i ve kabul edilebilir bir durumdur
(Guvenir ve ikizler, 2003).

Maliyete duyarli siniflandirmada, maliyet bilgisinin  6grenme
algoritmasina iletiimesinde kullanilan ara¢ maliyet tablosudur. Maliyet
tablosunda birinci duzeyde, hatali siniflandirma maliyetleri sabittirm. Sabit
maliyet tablolarindaki hata maliyetleri, genellikle, kullanicinin deneme
yaniima yoluyla atadigi buyukliklerdir. Sabit maliyet tablolarindaki maliyet
bilgisi veri setindeki farkl sinif gruplarina ait tim d6rnekler i¢in gegerlidir ve

siniflandirma boyunca ayni bilgi kullaniimaktadir.

TAHMIN EDILEN
SINIF
A B
Sol A 0 M(A_B)
O >
¥ =
w o
i B M(B_A) 0
M(.) = Sabit

Sekil 2.2: Sabit Maliyet Tablosu

M siniflandirma modelinin, sabit maliyet bilgisiyle, S 6rnek setini, D

tanim alaninda hatali siniflandirmanin toplam maliyeti (Maliyetg(M,S)):

NAB N(B_A)

Maliyet (M,S) = ZM(A B)+ ZM(B _A) (2.3)

olarak tanimlanmaktadir.

M(A_B) = A etiketli 6rneklerin B olarak siniflandiriimasinin maliyeti,
M(B_A) = B etiketli 6rneklerin A olarak siniflandiriimasinin maliyeti,
N(A_B) = A etiketli 6rneklerden B olarak siniflandirilanlarin sayisi ve
N(B_A) = B etiketli 6rneklerden A olarak siniflandirilanlarin sayisidir.

48 Gergek sinif etiketinin A iken B olarak tahmin edilmesi durumunda yuklenilen hatali tahmin maliyeti M[A_B] ve
gercek sinif etiketinin B iken A olarak tahmin edilmesi durumunda ytiklenilen hatali tahmin maliyeti M[B_AJ]'dir. Bu
maliyetler bitiun A iken B ya da B iken A olarak tahmin edilen 6rnekler i¢in gegerlidir.
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2.3.3.2. Maliyete Duyarli Ogrenmede Oznitelik Bagimlilig

Maliyete duyarh siniflandirmanin onemli bir ozelligi farkh hatali
siniflandirma maliyetlerine olan duyarhihgidir. Maliyete duyarli 6grenme
calismalarinin  genelinde, hatali siniflandirma maliyetlerinin  homojen
olmayabilecedi ve bu maliyetlerin de bireysel orneklere bagimli oldugu
gercegi goz ardi edilmektedir. Fayda ve maliyetlerin homojen olmamasi
optimal siniflandirma problemine yeni bir boyut getirmektedir. Siniflandirma
surecinde toplam maliyeti minimize edecek velveya toplam faydayi
maksimize edecek siniflandiricilar elde edilecektir. Oznitelik bagimli
maliyete/faydaya duyarli siniflandirma, siradan maliyete/faydaya duyarli
siniflandirma surecinden farklidir. Her bireysel ornek tek tek ele alinir ve
ciktinin goreli 6nemine bagh olarak her 6rnege 6zgu kararlar elde edilir
(Glivenir ve ikizler, 2003).

Oznitelige  bagimh  maliyete/faydaya  duyarli  siniflandirma
problemlerinde, sabit veya statik bir fayda ya da maliyet bilgisinden s6z
edilemez. Bu baglamda, her bireysel 6rnegdi siniflandirmanin maliyeti ve/veya
faydasi bireysel 6rnekler igin ayri ayri hesaplanir. Fayda ve maliyetlerin
ornekler arasinda homojen olmamasi 06znitelik bagimhihg olarak

adlandiriilmaktadir.

Dinamik ya da degisken maliyet tablolarinda, hatali siniflandirmanin
maliyetleri, tanim alani baglaminda belirlenen bir degiskenin fonksiyonu

olarak tanimlanmaktadir (Sekil 2.3).

TAHMIN EDILEN
SINIF

A B

A 0 FLI(A_B)

B FLI(B_A) 0

GERGEK
SINIF

F[.](.) = Maliyet Fonksiyonu
Sekil 2.3: Degisken Maliyet Tablosu
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M siniflandirma modelinin, degisken maliyet bilgisiyle, S 6rnek setini,

D tanim alaninda hatali siniflandirmanin toplam maliyeti (Maliyetg(M,S)):

Maliyef (M.S) = “(‘:ZBF)[.](A_B)+N(B1Z?[.](B_A) (2.4)

olarak tanimlanmaktadir.

F[.J(A_B) = A etiketli 6rneklerin B olarak siniflandiriimasinin maliyet
fonksiyonu,

F[.]J(B_A) = B etiketli 6rneklerin A olarak siniflandiriimasinin maliyet
fonksiyonu,

N(A_B) = A etiketli 6rneklerden B olarak siniflandirilanlarin sayisi ve

N(B_A) = B etiketli 6rneklerden A olarak siniflandirilanlarin sayisidir.

Banka kredileri ve finansal basarisizlik tahmini, 6znitelik maliyet
bagimlihdina 6rnek alanlardir. Eger fayda tablosu, verilen kredilerin nakit
akimlarini yansitacak sekilde duzenlenirse, her kredi basvurusu igin farkl bir
fayda tablosu sO0z konusu olacaktir. Bu maliyetler talep edilen kredinin
blayUkligune bagl olarak degismektedir (Sekil 2.4).

TAHMIN EDILEN
SINIF

Odeme | Temerriid

i w| Odeme rxK(i) -rxK(i)
o=

x =

o @[ Temerriid -K(i) 0

r = Kredi Faiz Orani
K(i) = i Misterisinin Kredi Talep BiyUklGgu

Sekil 2.4: Banka Kredileri ve Degisken Fayda-Maliyet Tablosu

Banka kredileri tanim alaninda, r bankanin talep ettigi kredi faiz
oranini, K(i) ise mugterinin talep ettigi kredi miktarini ifade etmektedir. Bu
tabloya gore, eger musteri 6deme yapacak oldugu halde temerrit olarak
tahmin edildiyse bankanin kaybi sadece krediden elde edecegi faiz getirisi
kadardir. Diger taraftan, eger musteri temerrit edecek oldugu halde “6deme

yapar” olarak tahmin edilirse bankanin kaybi verilen kredinin tamam|d|rm.

“® Burada varsayim kredinin higbir sekilde geri donmeyecegidir. Eger, temerriidden geri kazanim varsa, yani
herhangi bir sekilde (tasfiye, icra takibi vb yoluyla) banka verdigi kredinin bir boliumUinu geri alirsa bu varsayim
gecerliligini vyitirir. Bu durumda ortalama temerrud olasiliklari ve temerriidden geri kazanim oranlarinin fayda
tablosunun ingaasinda g6z 6niine alinmasi gerekir.
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Banka kredileri tanim alaninda, banka yetkilileri buyuk miktarl kredileri daha
dikkatli takip edecektir. CUnkl buyuk miktarlarda kredilerin getirisi ya da
kaybi buyuktur. Dolayisiyla, bankanin her kredi bagvurusundan elde edecegi

fayda talep edilen kredinin miktarina bagimhdir (Glvenir ve ikizler, 2003).

Firma basarisizigi tanim alaninda, fayda maliyet tablosunun
elemanlari kullanicinin siniflara atadigi maliyetlere ve hedef sinifa gore
degisik degerler alabilmektediﬁ. Tahvil yatirrmcisi acgisindan, BASARILI
olacagi tahmin edilerek, bor¢ verilen firmanin BASARISIZ olmasi durumunda
yatirrmcinin tam yatirrmini kaybetme riski sz konusu olabilir. Bu durumda
hatali siniflandirma maliyeti, en azindan, yatirrmcinin firmaya verdigi borg
kadar olacaktlrﬂ. Basarisizlik tahmini firmanin kredi talebi Gzerine yapiimissa
analiz banka acgisindan yapilacaktir. Bu baglamda, yukaridaki sekliyle banka
kredileri tanim alaninda gegerli olan fayda-maliyet tablosu kullanilabilir. Eger,
basarisizlik tahmini politika yapicilar tarafindan yapiliyorsa bu durumda
gercek sinif etiketinin  BASARISIZ iken, firmanin BASARILI ya da
BASARISIZ olarak tahmin edilmesi durumunda farkli bir fayda-maliyet profili
olugmaktadir. Basarisiz sinifi azinlik sinifiysa hatali tahmin durumunda hatal
siniflandirma maliyeti ylksek olacagi i¢in, politika yapicilarin hedef sinifi
BASARISIZ sinifi olacaktir. Yani, basarisiz firmalarin en yiuksek dogrulukla
tahmin edilmesi arzu edilir. Bu baglamda, gercek sinif etiketi BASARISIZ
olan firma BASARILI olarak tahmin ediliyorsa ekonomi agisindan en kotu
durum firmanin iflas etmesi oIabiIinE. Bu baglamda, firmayi gergcek durumda
BASARISIZ iken BASARILI olarak tahmin etmenin hatali siniflandirma
maliyeti firmanin aktif/varlik bayUkligu (-A(i)) olarak ele alinabilir. Firma sinif
etiketinin dogru tahmin edilmesi durumundaysa genel ekonomi agisindan en

azindan firma biyiiKligi kadar fayda saglar™.

% iflas ya da finansal baski tanim alaninda fayda-maliyet analizi, menfaat grubunun kayip-kazang profiline bagli
olarak degisiklik gdsterir. Ornegin, maliyet, bir banka igin verilen kredinin biylkliga iken, tahvil yatirnmeisi igin veri
anda gelecekteki faiz ddemeleri ve anaparanin net bugltinkli degeri, ¢calisanlar igin gelecekte elde edecekleri maas
ve Ucret gelirinin net buglinkli degeri ve reel ekonomi igin ise firmanin buyukligl ve kayip Uretim kapasitesi vb.
degisik menfaat gruplarinin basarisizlik algilamasini etkileyen etmenlerdir.

5 Aslinda problem bundan daha karmasiktir. Firma acze dustigu zaman borglarin tahsilinin gecikmesinden dogan
zaman degeri kaybi, tasfiye durumundaki hukuksal maliyetler, vb. faktérler maliyet rakaminin belirlenmesini
9Ugle§tirmektedir.

2Bunun ekonomiye maliyeti en az firmanin degeri kadardir.

% Firmanin hayatta kalmasi dogrudan A(i) kadar bir fayda getirmiyor olmasina ragmen, basarisizlik durumunda
(6rnegin firmanin iflasi) ekonomiye bu biyukliikte bir maliyet getirecegi icin, A(i) kadar bir fayda kullanilabilir.
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Ekonomi acisindan bakildiginda firmanin iflasi ya da faaliyetini
surdirmesi durumunda, farkli fayda-maliyet profilleri olusturulabilir. Ornegin,
politika yapicilar istihdam kaybi, katma deger kaybi ve benzeri kriterleri tek
tek ya da bir arada kullanabilirler. Eger siniflandirma algoritmasi, ikiden fazla
deger alan bir finansal basarisizlik ya da baski surecini tahmin ediyorsa, bu
baglamda fayda-maliyet profili daha karmasik olacaktir. Ornegin, finansal
baski surecinin basinda bir firmanin hatali siniflandiriima maliyeti, goéreli

olarak, iflas eden bir firmanin hatali siniflandirma maliyetinden yuksektir.

TAHMIN EDILEN SINIF
BASARILI | BASARISIZ

S .| BASARILI 0 0
o=
X =
W @ | BASARISIZ|  -A() Ali)

A(i) = Firma Varliklarinin BuyUklaga
Ekonomi politika yapicilari agisindan

Sekil 2.5: Firma Basarisizligi ve Degisken Fayda-Maliyet Tablosu
2.3.3.3. Ogrenmede Fayda Maksimizasyonu

Faydaya duyarli siniflandirma algoritmalari, klasik maliyete duyarl
algoritmalardan farkli olarak, hatali tahminleri cezalandirmak yerine dogru
siniflandirmayi 6dullendirmeye dayali bir 6grenme yapisi sunmaktadlrﬂ.
Faydaya duyarh  siniflandirmada  o6grenme  problemi,  dogruluk
maksimizasyonu amag¢ fonksiyonu yerine, fayda maksimizasyonu amag
fonksiyonuyla birlikte géz[]lmektedira. Dogru siniflandirmanin faydasi sabit

bir deger ya da bir fonksiyon olabilir (ikizler, 2002; Giivenir, 2003).

Elkan (2001), faydaya duyarli 6grenmede dogru siniflandirmanin
getirecedi fayda kazanglarinin 6nemini, faydaya dayali hesaplamalarin
karsilastirilabilece@i dogal ortak bir taban bulundugunu bu baglamda hatadan

kaginmanin da kolaylastigini ifade ederek vurgulamistir. Fayda kavraminin

% Fayda maksimizasyonuna dayali siniflandirma igin ikizler (2002), ayrintili bir literatiir bilgisi ve kuramsal altyapi
sunmaktadir.
% Siniflandirma algoritmasi siniflandirma yaparken fayda maksimizasyonu amag fonksiyonu altinda galisacaktir. Bu
matematiksel olarak

MAX Fayda k.a. Fayda Tablosu
bigiminde ifade edilebilir.
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gergek hayat problemlerine uygulanmasi daha kolaydir. Ornegin, bir yatirmin
net getirisinin fayda cinsinden Olglilmesi daha anlamhdir: eger tahmin
yatirimci agisindan karl goériliyorsa faydasi da pozitiftir. Aksi durumda fayda
negatiftir. Negatif fayda, bilinen hatali siniflandirma maliyetine esittir. Fayda

bilgisi, 6grenme algoritmasina fayda tablolari araciligiyla iletilir.

Fayda bilgisi, maliyet bilgisinde de oldugu gibi statik veya oznitelige
bagimli, yani dinamik olabilir. Statik fayda bilgisi Sekil 2.6‘da goruldugu gibi,
sabit dogru siniflandirma fayda bilgilerinden olugsmaktadir. Sabit fayda bilgisi,

tum orneklem i¢in homojendir.

TAHMIN EDILEN
SINIF
A B
Sol A B(A_A) 0
o=
¥ =
w o
b B 0 B(B_B)
B(.) = Sabit

Sekil 2.6: Sabit Fayda Tablosu

M siniflandirma modelinin, sabit fayda bilgisiyle, S 6érnek setini D

tanim alaninda dogru siniflandirmanin toplam faydasi (Faydag(M,S)):

Faydg (M,S)= N(A;/E);(A_A)+N(BZBE§(B_B) (2.5)

1

olarak tanimlanmaktadir.

B(A_A) = A etiketli orneklerin dogru siniflandiriima faydasi,
B(B_B) = B etiketli 6rneklerin dogru siniflandiriima faydasi,
N(A_A) = A etiketli dogru siniflandirilanlarin sayisi ve

N(B_B) = B etiketli 6rneklerden dogru siniflandirilanlarin sayisidir.
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Oznitelige dayali fayda bilgisi dinamik ve her érnek igin 6zel ve tektir.
Sekil 2.7. deki fayda tablosu, her ornek igin belirli bir degiskenin fonksiyonu

olarak ifade edilebilir.

TAHMIN EDILEN
SINIF

A B

A BLJ(A_A) 0

GERGEK
SINIF

B 0 B[.](B_B)

B[.](.) = Fayda Fonksiyonu
Sekil 2.7: Degisken Fayda Tablosu

Dinamik fayda bilgisiyle, dogru siniflandirmanin toplam faydasi

(Faydal(M.S)):

Faydg(M,S) = N(Agl\a)[.](A_A) +N(B;BB)[.](B_B) (2.6)

olarak tanimlanmaktadir.

B[.J(A_A) = A etiketli o6rneklerin dogru siniflandiriima fayda
fonksiyonu,

B[.]I(B_B) = B etiketli o6rneklerin dogru siniflandiriima fayda
fonksiyonu,

N(A_A) = A etiketli dogru siniflandirilanlarin sayisi ve
N(B_B) = B etiketli 6rneklerden dogru siniflandirilanlarin sayisidir.

2.3.3.4. Fayda Dogrulugu

Maliyet ve faydaya duyarl algoritmalarin tahmin dogrulugu, standart
siniflandirma dogrulugu metrigiyle Olgulemez. Cunku, bu siniflandirma
algoritmalarinin objektif fonksiyonlari, standart algoritmalarin maksimum
sayida 6rnedi dogru siniflandirma amacindan farkli olarak, siniflandirma
hatalarini  minimize etmeyi ya da toplam faydayi maksimize etmeyi
amaclamaktadir. Bu tur siniflandirma problemlerinde siniflandirma dogrulugu

fayda veya maliyet dogrulugu kavramiyla temsil edilir.
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Fayda dogrulugu, klasik siniflandirma dogrulugunun daha genel bir
formudur. Bu metrikler, iki siniflandiricinin goreli fayda ya da maliyetlerinin
karsilastirmasini  kolaylastirir.  Ayni  zamanda, veri alanda algoritma

verimliliginin bir élgutadar.

Fayda dogrulugu, veri siniflandirma probleminde elde edilen
faydanin bu alan iginde elde edilebilecek azami faydaya goreli bayuklaguadur.
M siniflandirma modelinin S érnek setini D tanim alanindaki fayda dogrulugu,
dogru siniflandirmadan elde edilen faydanin toplam elde edilebilir faydaya

oranidir (Glvenir ve Ikizler, 2003). Fayda dogrulugu:

Faydg, (M,S)-minBy(S)
maxBp (S)-minBp(S)

2.7)

FaydaDogruugu, (M,S)

olarak tanimlanmaktadir. Faydap(M,S), M modeli tarafindan D tanim
alaninda elde edilen fayda, minBp ve maxBp sirayla D tanim alaninda elde
edilen en duslk ve yuksek faydaya karsilik gelmektedirE. Bu metrik, elde
edilen faydayi [0,1] arahidina tasir. Fayda tablosunun késegen elemanlari 1
ve diger elemanlari 0 ise tum siniflarin énem agirliklar esit ve hatal
siniflandirmanin maliyetiyse sifir olur. Bu 6zgul durumda, fayda dogrulugu

standart hata-tabanli siniflandiricilarin siniflandirma dogruluguna esgit olur.

2.3.3.5. Karma Optimizasyon

Karma optimizasyonda maliyet ve fayda bilgileri ayni anda
kullanilarak siniflandirma yapilir. Ogrenme algoritmasi, veri fayda-maliyet
bilgisi 1s1ginda, net fayda maksimizasyon objektif fonksiyonunu saglamak
uzere calisir. Bu baglamda, fayda ve maliyet tablolari hem fayda hem de
maliyet bilgisini ayni anda algoritmaya iletecek bir formatta tasarlanmistir.

Sabit fayda-maliyet tablosunun genel formati Sekil 2.8'de sunulmaktadir.

% minBp tiim Srneklerin hatali tahmin edilmesiyle elde edilen fayda (0) iken, maxBp, tum &rneklerin dogru tahmin
edilmesiyle elde edilen faydadir (1).
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TAHMIN EDILEN
SINIF
A B

X
W A B(A_A) | M(A_B)
&=
x <
] 0 B M(B_A) | B(B_B)

M(.) = Sabit

B(.) = Sabit

Sekil 2.8: Sabit Fayda-Maliyet Tablosu

Karma tablolar ya da fayda-maliyet tablolari, maliyet ve fayda
tablolari birlestirilerek olusturulur. Bu tablolar olusturulurken, sabit ve
degisken maliyet-fayda tablolarinin tek tek bir arada ele alinmasi
gerekmektedirE.

Sabit maliyet ve fayda bilgilerinin kullaniimasiyla elde edilen sabit net
fayda (NetFaydag(M,S) ):

NetFaydg} (M,S)= Faydg(M,S)+Maliyef (M,S) (2.8)
olarak tanimlanmaktadir. Sabit fayda (Faydag(M,S)) ve sabit maliyet

(Maliyetg(M,S)) bilgileri yukarida tanimlanan bilgilerdir.

TAHMIN EDILEN
SINIF

A B

A B[.J(A_A) | F[I(A_B)

GERGEK
SINIF

B FL.I(B_A) | B[.I(B_B)

F[.](.) = Maliyet Fonksiyonu
B[.](ii) = Fayda Fonksiyonu

Sekil 2.9: Degisken Fayda-Maliyet Tablosu

Benzer gekilde, Oznitelige bagiml yani dinamik fayda ve maliyet

bilgilerinin birlestiriimesiyle, degisken fayda-maliyet tablosu olusturulur.

% Sabit maliyet tablolari, sabit fayda tablolariyla, degisken maliyet tablolari dedisken fayda tablolariyla toplanmalidir.
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Degisken fayda-maliyet bilgisiyle elde edilen degisken net fayda
(NetFayda? (M,S)):

NetFaydg (M,S)= Faydd (M,S)+Maliyef (M,S) (2.9)
olarak tanimlanmaktadir. Degisken fayda (Faydag(M,S)) ve degisken maliyet

(Maliyetg(M,S)) bilgileri yukarida tanimlanan bilgilerdir.I

2.4. Kurallar ve Kural ilgingligi

Ogrenme algoritmasi aracihgiyla dogrudan &grenilen, karar
agaclarindan dogrudan okunan ya da karar agaclarinin budanmasiyla
ogrenilen kurallarin, alan uzmani tarafindan kullanilabilir olmasi 6nemlidir. Bu
baglamda kurallarin saglamasi gereken oOzellikler asagida sunulmaktadir.

Kurallar:

« Basit olmalidir: Ogrenilen kurallar veri madenciligi alani diginda
konunun uzmani olmayanlar tarafindan da anlasilabilmelidir (Frank ve
Witten, 2000).

* Anlasgilir olmalidir: Kurallar karmasik olmamalidir. Karmasik
kurallar alan uzmanlarinca bile kolaylikla anlagilamayabilir.

* Yapay iligkilere igaret etmemelidir: Olasilikla 6grenme
algoritmasi sadece verinin yapisindan kaynaklanan kuramsal olarak
anlamsiz kurallar da 6grenecektir. Anlamsiz kurallarin ayiklanmasiyla bu
soruna bir dlglide ¢dziim getirilebilir. ideal olarak, algoritmanin olabildigince

¢ok (az) anlamh (anlamsiz) kurallar 6grenmesi istenir.

* Genellenebilir olmalidir: Kurallar sadece egitim setine degil test
setine yonelik de ylksek dogrulukla siniflandirmayi olanakli kilan kurallar
olmalidir. Ozgiil kurallarin, verinin (egitim setinin) 6zellesmesi ya da asiri

ogrenilmesiyle sadece veriye yonelik kurallar ogrenilmesi riski vardir.
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* Kurallar ilging olmalidir: Kural ilgingligi, tanim alani uzmani
tarafindan ilk bakista gorulemeyen, fakat tanim alaninda anlamli olan

kurallarin, algoritma tarafindan 6grenilmesidir (Freitas, 1999).
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UGUNCU BOLUM
WEKA PLATFORMU VE BCFP

3.1. Makina Ogrenmesi ve Firma Basarisizhg: Analizi

Firma bagarisizigi tahmin literatira bashigr altinda, O6nceki
calismalarda kullanilan bazi modeller kisaca agiklanmigtir. ikinci Bélimde
acgiklanan mantiksal makina 6grenmesi yontemleri ve modellemeyle ilgili
guglikler, analizde kullanilan algoritmalarin segiminde mantiksal yontemleri
one glkarmgtlr. Firma basarisizhiginin  tahmini, dogasi geregi bir

siniflandirma™ problemi oldugundan, siniflandirma yapan algoritmalarin

kullanilmasi 6nem kazanmaktadir.

Mantiksal makina 6grenmesi algoritmalari, genellikle basit yapida ve
anlasilir kurallar ya da karar agaglari 6grenmeleri, kisitlayici varsayimlara
kargl saglam ve duyarsiz olmalari, karmasik problemlerin analizindeki yuksek
performanslari ve Oznitelik Onse¢imine gerek duymadan siniflandirma
yapabilmelerinden dolayi tercih edilmektedir. Ayrica, 6zellikle alan uzmani
olmayanlar tarafindan anlasilabilecek basit kurallar 6grenebilmeleri,
siniflandirma yapabilen mantiksal 6grenme algoritmalarini kullanmamizda

onemli bir etken olmustur.

Mantiksal algoritmalar, ikinci Bolimde de aciklandigi gibi, karar
agaclar ve dogrudan kural 6grenen algoritmalar ve bu iki ydntemin melezi
olan pargasal karar agaclaridir. Kural 6grenen algoritmalar ve karar agaglari,
basitten ve karmasiga dogru bir yapida ele alinabilir. Algoritmanin tasarimi,
basit veya karmasik olup olmayacagini belirleyen asil oélguttir. Bununla
birlikte, alan uzmanlarinin gogunlugunun algoritmanin tasarim ayrintilarini

bilmesi beklenemeyeceginden, ogrenilen kuralin karmasikligi, kullaniciya,

% kinci Bolim’de de belirtildigi gibi 6grenme ve siniflandirma kavramlari ayni anlamda kullanilmistir.
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algoritmanin basitligi veya karmagikhgiyla ilgili ipucu verebilir. Burada dikkate
alinmasi gereken Olgut, basit ve genellenebilir sonuglar Ureten algoritmalarin

tercih edilir olmalaridir.

Calismamizda, veri madenciligi ve makine dAgrenmesi

R .
algoritmalaryla,

arastirmalarinda yaygin olarak kullanilan WEKA platformu
faydaya duyarli siniflandirma icin geligtiilen BCFP algoritmasina
basvurulmustur. Her iki grup algoritmanin segilmesinde de g6z énine alinan
Olgit oncelikle mantiksal algoritmalar olmalandir. Ayrica, BCFP
algoritmasinin  kullaniimasinin  amaci, faydaya duyarli 6grenmenin

basarisizlik analizine katkisinin sorgulanmasidir.

Bu boélumde, kullanilan mantiksal 6grenme algoritmalari, ampirik

analizler ve sonugclari aciklanacaktir.

3.2. WEKA Platformu

WEKA platformunda, siniflandirma, kimeleme, esleme, Oznitelik
secimi ve veri goruntuleme paketleri bulunmaktadnﬂ. Firma basarisizliginin
tahmini, bir siniflandirma problemi oldugu icin WEKA siniflandirma
paketindeki siniflandirma algoritmalari kullaniimistir. WEKA siniflandirma
algoritmalar tek tek (giplak) ya da birlestiriimis (giydirilmis-meta) olarak da
kullanilabilirler.

Ogrenme algoritmalarinin siniflandirmada kullandiklari élgitler, bu
siniflandirmanin  sonuglarini  kullananlar icin  énemlidir.  Algoritma
siniflandirma yaparken herhangi bir sekilde kullaniciya anlamsiz gelecek
Olcutleri kullaniyorsa siniflandirma anlamsiz olacaktir. Bu baglamda,
kullanicilara ya da alan wuzmanlarina anlamh gelecek siniflandirma
kurallarinin  6grenilmesi makina 06grenmesi problemlerinin  énemli bir

bdlimunun Gzerinde yogunlastigi bir konu olagelmistir. WEKA platformundaki

0 WEKA platformu Java tabanli bir makina 6Jrenmesi paketi olup, Yeni Zelanda Waikato Universitesi'nde
gelistiriimistir. WEKA platformu’nun en dnemli 6zelliklerinden birisi agik kaynak kodlu olmasidir. Bunun yaninda,
WEKA'nin bugline kadar gelistiriimis tim surimleri ve yardimci malzeme WEKA'nin sitesinden Ucretsiz olarak
edinilebilmektedir (www.cs.waikato.ac.nz/~ml/weka/). WEKA ticari olarak gelistirilen diger bir ¢ok platformdan daha
fazla ©6dgrenme algoritmasini binyesinde barindirmaktadir. WEKA platformunun c¢alismamizdaki analizlerde
kullaniimak amaci ile secilmis olmasinin nedenleri arasinda bilgi islem maliyetinin yaninda bu platformun diger ticari
g/apay zeka platformlarina gére gelisim agisindan daha dinamik bir yapi sergilemesi de dnemli bir etken olmustur.

' Bu paketlerdeki algoritmalar, arastirmaya konu olan problemin 6zelligine bagli olarak siniflandirma, kiimeleme ya
da esleme 6grenme algoritmasi olarak adlandirilirlar.
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o0grenme algoritmalarinin bir bolimu sadece siniflandirma yapmakta bununla
birlikte siniflandirmanin hangi Olgutlere gore yapildigi belirtimemektedir.
Diger algoritmalar siniflandirmanin hangi oélgutlere gére yapildigini gdsteren

bir ya da daha fazla sayida kural ya da karar agaci 6grenmektedi|E. WEKA

platformundaki 6grenme algoritmalari Tablo 3.1’de gosterilmektedir.

TABLO 3.1. WEKA PLATFORMU OGRENME ALGORITMALARI

Ogrenme Algoritmasi WEKA Platformu Paket Adresi Kural Uretiyor  |Analizde Kullaniliyor mu?
mu?

Majority / Average Predictor weka.classifiers.ZeroR Evet Evet

1R weka.classifiers.OneR Evet Evet

Naive Bayes weka.classifiers.NaiveBayes Hayir Hayir

DecisionTable weka.classifiers.DecisionTable Evet Evet

Instance Based Learner weka.classifiers.|Bk Hayir Hayir

C4.5 weka.classifiers.j48.J48 Evet Evet

PART Rule Learner weka.classifiers.j48.PART Evet Evet

Support Vector Machine weka.classifiers.SMO Hayir Hayir

Linear Regression® weka.classifiers.LinearRegression |Evet (Regresyon |Hayir
Denklemi)

M5’ Model Tree Learner® weka.classifiers.m5.M5Prime Evet (Regresyon [Hayir
Denklemi)

Locally Weighted Regression® weka.classifiers. LWR Evet (Regresyon [Hayir
Denklemi)

One - level Decision Trees weka.classifiers.DecisionStump Evet Evet

% Bu algoritmalar sinif degerlerinin sayisal olmasini gerektirmektedir. Calismamizda sinif 8zniteliginin
aldig1 degerler nominal oldugundan bu algoritmalar analizde kullanilimamigtir.
Kaynak: Frank ve Witten, 2000

Analizlerde kullanilmak Uzere, kural 6grenen alti WEKA platformu

siniflandirma algoritmasi segilmigtir. Bunlar:

» ZeroR (weka.classifiers.ZeroR)

* OneR (weka.classifiers.OneR)

» DecisionTable (weka.classifiers.DecisionTable)
il (weka.classifiers.j48.J48)

. PARTDec:isionTreeE (weka.classifiers.j48.PART)

» DecisionStump (weka.classifiers.DecisionStump)

e DecisionTree

algoritmalandir.

®2Byrada Olgutler, 6grenilen kurallarda belirtilen 6zniteliklerin aldiklari de@erlerin araliklari ve/veya esik noktalaridir.
% WEKA platformunda karar agaci 6grenmesi igin kullanilan algoritma Ross Quinlan’in “Programming for Machine
Learning” isimli eserinde tanimlanan C4.5 algoritmasidir (WEKA altinda kullanilan adi ile j48.J48). Her ne kadar
C5.0 adi altinda ticari bir strimu bulunsa da C4.5 algoritmasi da olduk¢a saglam/guvenilir bir karar agaci 6grenme
g/éntemidir.

* Pargasal karar agaglari Frank ve Witten (1998) tarafindan gelistirilmistir.
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3.2.1. WEKA Platformu Ogrenme Algoritmalari

Bu calismada kullanilan 6grenme algoritmalarinin secilmesinde,
kural veya karar agaci ogrenebilen siniflandirma algoritmalari olmalari temel
Olclt olmustur. Asagida, WEKA platformundaki kapsama, karar agaci ve

parcasal karar agaci siniflandirma algoritmalari tanitilmistir.

3.2.1.1. Kapsama Algoritmalari

WEKA platformundaki, siniflandirma yapan kapsama ya da kural
ogrenme algoritmalari, basitten karmasiga ZeroR, OneR ve DecisionTable
olarak siralanabilir. Bu bolimde, WEKA kapsama algoritmalari

sunulmaktadir.

3.2.1.1.1. ZeroR

ZeroR kural 6grenen algoritmalarin en ilkelidir ve ZeroR’in
kullaniimasinin  amaci diger algoritmalarin performans sonuglarinin
karsilagtinlacagi bir siniflandirma dogrulugu ve sinif dagilimi bulmaktir:
ZeroR’dan daha karmasik algoritmalarin daha iyi siniflandirma dogrulugu
elde etmesi beklenir. Bazi durumlarda daha karmasik algoritmalar ZeroR’dan
daha dusuk performans goOsterebilmektedir. Bu durum ciddi ozellesmeye
isaret etmektedir. ZeroR 6zinde sadece c¢ogunluk sinif dagihmini tahmin
eder ve bu dagihm bir kural olarak kabul edilir. ZeroR'da sayisal sinif
Oznitelikleri icin aritmetik ortalama, nominal sinif 6znitelikleri icinse mod
sinifin aldigi deger olarak tahmin edilir. ZeroR bunun diginda herhangi bir
kural 6grenmez. Bu siniflandirmanin yorumu su sekilde yapilabilir: ZeroR
yeni herhangi bir 6érnek sunuldugunda 6zgul 6rnedi, ¢odunluk sinifina ait

olarak S|n|fland|r|rE. Ornek ZeroR ¢iktisi asagidakine benzer bir kuraldnE.

Sinif: BASARILI
Siniflandirma Dogrulugu: % 50.4425

Basarisiz olanlar dahil, butlin érneklerin sinif etiketi BASARILI olarak

% Diger algoritmalar da zaman zaman ZeroR’'da oldugu gibi sadece gogunluk sinifini tahmin ederler. Bu durumda,
ogrenilen kuralin yorumu ZeroR’in yorumuyla ayni olacaktir.

" ZeroR ve diger algoritmalardaki orneklerin olusturuimasinda, sinama amaciyla galistirlan kiguk olgekli bir
orneklemle elde edilen kurallar ve agaclar kullaniimistir.
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tahmin edilse bile algoritma siniflandirmada % 50.4425 basari saglamistir.
Diger bir deyimle, BASARILI olarak etiketlenmis firmalarin toplam firma
sayisina orani % 50.4425tir. Bu baglamda, ornekteki siniflandirma
dogrulugu, orneklerin sinif etiketlerine goére oOrneklem igindeki dagilimina

esittir.

3.2.1.1.2. OneR
(¥

OneR algoritmasi™, tek bir Ozniteligi sinamak Uzere kural setleri
biciminde ifade edilen tek seviyeli karar agaglari olusturur. Basit ve diusuk
maliyetli bir yontemdir ve genellikle “iyi” kurallar 6grenir. OneR yonteminde,
birbirinden bagimsiz 6zniteliklerden yalniz ve yalniz tek bir 6znitelik sinanir
ve bu Oznitelik dallandirilir. Her dal Ozniteligin farkh bir degerine karsilik
gelmektedir. Egitim setinde sinif dagiliminda en fazla bulunan sinif kullanilir
ve cogunluk sinif etiketini tagsimayan érnekler hatali érnekler olarak belirlenir.
Her 6zniteligin aldigi her de@er icin farkli bir kural seti olusturulur. Daha sonra
her Ozniteligin olusturdugu kural setinin hata oranlari degerlendirilir ve en iyi
kural seti segilir. Bu kurallar, egitim setindeki tim orneklerin siniflandiriimasi

icin 6grenilir ve kullanilir.

OneR ile modellemede eksik dederler ve sayisal 6zniteliklerin her
ikisi ayr1 ayri ya da bir arada kullanilabilir. OneR algoritmasinda eksik deger,
baska bir Oznitelik degeri olarak kabul edilir. Sayisal 6znitelikler basit bir
kesiklilestirme yontemi kullanilarak nominale doénustiralir; bu durumda
¢bzimleme blylk sayillarda alt kategorilerle sonuglanmaktadir. OneR
yontemi, bu durumda dogal olarak, drneklerin iginde bulunduklari boluntinin
sinif etiketine sahip olmalari igin, veri setini ¢cok sayida alt kategoriye bdlen
Oznitelikleri segmeye calisacaktir. Bu nedenle, bazi durumlarda

Ozellesme/asiri 6grenme problemi ile karsi karsiya kalinmaktadir.

OneR algoritmasinin 6grendigi kurallar tek bir Oznitelige dayali
oldugundan, sayisal (surekli) 6znitelikler icin bu kurallar olasilikla birden fazla

esik noktasi igerecektir. Bu durumda, OneR daha genel sekilde tek bir

" Holte (1993).
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Oznitelige ve bir ya da daha fazla egik noktasina dayali bir ya da daha fazla
kural 6grenmektedir denilebililﬂ.

Ogrenilen kuralin yapisi, kural dgrenen algoritmalarin 6grendigi ya da
karar agaclarindan dogrudan okunan kurallara benzer; OneR algoritmasinin
ogrendigi kurallar Mantiksal VElenmistir. Asagida, OneR'’in 6grendigi kural ve

nasil yorumlandigina bir drnek sunulmaktadir.

DonenVarliklarAktifToplamiOrani:

<0.6148 -> BASARISIZ
< 0.6440 -> BASARILI
<0.6754 -> BASARISIZ
<0.7145 -> BASARILI
<0.7599 -> BASARISIZ
<0.7746 -> BASARILI
<0.8121 -> BASARISIZ
>=0.8121 -> BASARILI

Siniflandirma Dogrulugu: % 62.8319

DonenVarliklarAktifToplamiOrani 6zniteliginin deger araliklarina gore
ornekler % 62.8319 siniflandirmanin  dogruluguyla BASARILI veya
BASARISIZ olarak siniflandiriimigtir. Bu kurallari saglayan yeni bir érnegin,
% 62.8319 olasilikla iki sinif etiketinden birini almasi beklenir. ('f)rnegin,
DonenVarliklarAktifToplamiOrani = 0.5325 olan bir ornek, BASARISIZ olarak
siniflandinlacaktir. Diger taraftan, oran degeri [0.6754, 0.7145) araliginda
olan bir bagka 6rnek BASARILI olarak siniflandiriimaktadir.

3.2.1.1.3. DecisionTable

Makina 6grenmesi ¢iktisinin ifade edilmesinin en basit ve temel yolu
ciktiyr girdiye benzer bir sekilde, yani karar tablosu bigiminde sunmaktir.
Ogrenmede herhangi bir 6zniteligin etkisi yoksa, anlamsiz oldugu kabul
edilen Oznitelik degeri c¢ikarimis tabIoE, karar tablosunun ciktisidir.
Algoritma, anlamsiz 06zniteligi otomatik olarak dislayacak, yani 6grenme
surecinde Oznitelik secimini kendisi yapacaktir. Karar tablolar, 6grenmede
eksik degerli 6znitelikleri kullanabilmektedir.

% OneR kuralinin birden fazla esik noktasi odgrenmesi, bir dlglide 6zellesmeye isaret etmektedir.
%9 S8z konusu cikti tablo, tim veri setini tanimlayan bir kural setine donustirilebilir.
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Karar tablolarinin 6grenme surecinde en onemli etken, algoritmaya
6zgl 6znitelik segimidir. Oziinde karar tablosu algoritmalarinin amaci kararin
verilmesinde hangi 6zniteligin segilecegini yani anlamli oldugunu bulmaktir.
Bu secgim genellikle farkli 6znitelik setleriyle olusturulan siniflandiricilarin
capraz dogjrulamaE performanslarinin karsilastirilmasiyla yapilir. En ylksek
siniflandirma performansini saglayan oOznitelik alt seti, kural 6grenmekte
kullanilir. Capraz dogrulama, bu tir siniflandiricilar igin kullanimi kolay ve
dusuk maliyetli bir yontemdir. Karar tablosundan ¢apraz dogrulama hatasinin
elde edilmesi tablodaki Olcutleri karsilayan sinif sayisinin degistiriimesidir,

¢unku tablonun yapisi 6rnek ekleme/cgikarma ile degig,mezﬂ.

Karar tablolari 6znitelik se¢iminde sarma yaklasimi kullaniimaktadir.
Karar tablolari, genellikle, sinama verisi tablodaki herhangi bir ol¢Gti
kargilamadiginda, 6rnege ¢ogunluk sinifinin etiketini verir. Bununla birlikte,

herhangi bir 6rnege en yakin ornegin sinif etiketinin verilmesi de olanaklidir.

WEKA platformundaki DecisionTable

algoritmasidir. Bir kapsama algoritmasi olan DecisionTable, bir ya da daha

karar tablosu algoritmasi

fazla kural égrenir. Bunlar, ikinci Bélimde tanimlanan mantiksal VElenmis

kurallardir. Asagida bir DecisionTable 6rnegi veriimektedir:

TABLO 3.2. ORNEK KARAR TABLOSU

OZNITELIKLER
CariOran KisaVadeli KisaVadeli AktifDevirHizi | FaizveVergiOncesi | NetiSletmeSermayesi
Alacaklar YabanciKaynaklar KarDuranVarliklar OzKaynaklar
AktifToplami | PasifToplami Orani

KURAL Orani SINIF
1 1(0.98267-inf) ]'(0.397032-inf)’  |'(0.328213-inf)' '(1.472272-inf)’ _ 1'(0.967182-inf) '(0.156145-inf) BASARILI
2 |'(0.98267-inf) |'(-inf-0.397032]' |'(0.328213-inf) '(1.472272-inf)’  |'(0.967182-inf) '(0.156145-inf) BASARILI
3 |'(0.98267-inf)  ['(0.397032-inf) |'(-inf-0.328213]' '(1.472272-inf)'  |'(0.967182-inf) '(0.156145-inf) BASARISIZ
4 [(0.98267-inf)’ '(0.397032-inf)'  ['(0.328213-inf)’ '(1.472272-inf)' _ |'(-inf-0.967182] '(0.156145-inf) BASARILI
5 ](0.98267-inf) |'(-inf-0.397032]' |'(0.328213-inf) (-inf-1.472272]'  |'(-inf-0.967182] '(0.156145-inf) BASARILI
6 |'(-inf-0.98267]' ['(-inf-0.397032]' |'(0.328213-inf) '(-inf-1.472272]'  |'(0.967182-inf) '(-inf-0.156145]' BASARISIZ
7 [(0.98267-inf)’ |(-inf-0.397032]' ['(0.328213-inf)’ '(1.472272-inf)' _ |'(-inf-0.967182] '(0.156145-inf) BASARISIZ
8  |'(-inf-0.98267]' [(-inf-0.397032]' |'(0.328213-inf) '(1.472272-inf)’  |'(0.967182-inf) '(-inf-0.156145] BASARISIZ

Yukaridaki kural tablosu % 70.7965 dogrulukla 6grenilmigtir. Elde

edilen kural tablosundan mantiksal VElenmis kurallar ¢ikarilabilir. Bu kurallar:

7 Capraz dogrulamada sabit sayida “kata” (boluntl) karar verilir (genellikle 10 kullanilir). N sayida bolintinin
kullanildigi durumda, veri seti, 6grenme algoritmasi tarafinda rassal olarak birbirine esit N pargaya bolinur. Her bir
bolintl sirasiyla sinama, kalan N-1 boluntiyse egitim igin kullanilir. Bu yontem N’li ¢apraz dogrulama olarak
adlandinlir. Ulagilan sonuglarin ortalama degeri alinarak toplam siniflandirma sonucu elde edilir.

" Yerel optimumda takiima olasiligi daha az oldugu igin, 6znitelik uzayi en iyi-en énce yontemiyle taranir. En iyi-en
once, bir yapay zeka arama yontemi olup, her asamada bir sonraki asamada en iyi pargasal ¢6zimu arar.
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Kural 1:

CariOran>0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani>0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi>1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar>0.967182 VE
NetlsletmeSermayesiOzKaynaklar>0.156145

ISE BASARILI

Kural 2:

CariOran>0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani=<0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi>1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar>0.967182 VE
NetlsletmeSermayesiOzKaynaklar>0.156145

ISE BASARILI

Kural 3:

CariOran>0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani>0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani=<0.328213 VE
AktifDevirHizi>1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar>0.967182 VE
NetlsletmeSermayesiOzKaynaklar>0.156145

ISE BASARISIZ

Kural 4:

CariOran>0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani>0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi>1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar=<0.967182 VE
NetlsletmeSermayesiOzKaynaklar>0.156145

ISE BASARILI

Kural 5:

CariOran>0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani=<0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi=<1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar=<0.967182 VE
NetlsletmeSermayesiOzKaynaklar>0.156145

ISE BASARILI
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Kural 6:

CariOran=<0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani=<0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi=<1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar>0.967182 VE
NetlsletmeSermayesiOzKaynaklar=<0.156145

ISE BASARISIZ

Kural 7:

CariOran>0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani=<0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi>1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar=<0.967182 VE
NetlsletmeSermayesiOzKaynaklar>0.156145

ISE BASARISIZ

Kural 8:

CariOran=<0.98267 VE
KisaVadeliAlacaklarAktifToplamiOrani=<0.397032 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani>0.328213 VE
AktifDevirHizi>1.472272 VE
FaizVeVergiOncesiKarDuranVarliklar>0.967182 VE
NetlsletmeSermayesiOzKaynaklar=<0.156145

ISE BASARISIZ

Siniflandirma Dogrulugu: % 70.7965
olarak olusturulmustur. DecisionTable’in ¢iktisi olan karar tablosunun ya da
karar tablosundan elde edilen kurallarin yorumu diger ¢ok onculla kurallarda
oldugu gibidir. Birinci kurala goére (Kural 1), 6grenme seti diginda incelenen
yeni bir érnek veri yilda eger kosullarin tumuni birden sagliyorsa % 70.7965
olasilikla BASARILI olarak siniflandiriimasi beklenir. Uglincii kural igin, ayni
sekilde kosullarin hepsini birden saglayan orneklerin % 70.7965 olasilikla
BASARISIZ sinif etiketi almasi beklenir. Ornekten anlasilacagi gibi,
DecisionTable algoritmasiyla 6grenilen kurallarin birbirinden bagimsiz olarak
yorumlanmasi olanaklidir. Elbette, herhangi bir 6rnek sadece bir kurali
sa@layarak siniflandirliyorsa da, diger kurallarin kosullarini ihlal etmemesi
gerekir. Dolayisiyla, kural bagimsizligi, o kurali saglayan orneklerin
tanimlandigi uzayda gecerlidir; bdylece karar tablolari igin kurallarin tam

bagimsizligindan s6z etmek olanaksizdir.
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3.2.1.2. Karar Agaci Algoritmalari

WEKA platformunda, siniflandirma yapan karar agaci algoritmalari,
basitten karmagiga dogru DecisionStump ve j48.J48 yontemleri olarak

siralanabilir. Asagida, WEKA karar agaci algoritmalari tanitilmaktadir.

3.2.1.2.1. DecisionStump

ilkel bir karar agaci olan DecisionStump tek asamali bir karar agaci
yani karar kuatugu ogrenir. DecisionStump siniflandiricisinda kurallar
OneR’da oldugu gibi tek bir Oznitelik ve en yuksek dogrulukla sinif
boluntilemesini yapan esik noktasini tanimlayan mantiksal kosullardan
olusur. DecisonStump’in OneR’dan farki, tek Oznitelige dayali en buyuk
bolintlilemeyi gergeklestiren tek esik noktasina goére kural 6grenmesidir.
Ornegin,

FaizVeVergiOncesiKarDuranVarliklar <= 0.9672 ISE BASARISIZ

FaizVeVergiOncesiKarDuranVarliklar > 0.9672 ISE BASARILI

FaizVeVergiOncesiKarDuranVarliklar “?” ISE BASARILI
Siniflandirma Dogrulugu: % 71.6814

karar  katugunde, FaizVeVergiOncesiKarDuranVarliklar ~en  buyudk

boluntllemeyi gergeklestiren 6znitelik, 0.9672 esik noktasidir.

DecisionStump’la yapilan siniflandirmaya goére sinif bolinttlemesini
en yuksek dogrulukla (% 71.6814) tek basina yapan Oznitelik
FaizVeVergiOncesiKarDuranVarliklar orani olarak belirlenmistir. Ornekteki
kurala gore, yeni bir 6érnegin faiz ve vergi éncesi kar/duran varliklar orani
0.9672’ten blyuk oldugunda s6z konusu firma % 71.6814 dogrulukla
BASARILI, aksi durumda BASARISIZ olarak siniflandiriimaktadir.
FaizVeVergiOncesiKarDuranVarliklar 6zniteligi, eksik deger alan &6rnekler

cogunlukla BASARILI olarak siniflandiriimistir.

3.2.1.2.2. j48.J48

Quinlan’in (1993) C4.5 karar agaci algoritmasi tabanli j48.J48 WEKA
siniflandiricisi, DecisionStump tek dizeyli karar agaci algoritmasina gore

daha karmasik kurallar 6grenir.
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j48.48 karar agaci algoritmasiyla 6grenilen agag¢ ornegi:

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114
DonenVarliklarAktifToplamiOrani <= 0.382584: BASARISIZ (Kok)
DonenVarliklarAktifToplamiOrani > 0.382584
| FaizGiderleriNetSatislarOrani <= 0

| | DuranVarliklarOzKaynaklarOrani <= 0.513832: BASARISIZ (Y-1)

| | DuranVarliklarOzKaynaklarOrani > 0.513832

| | | KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani <=
941896: BASARILI (Y-2)

| | | KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
941896

| | | | KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani <=
987936: BASARISIZ (Y-3)

| | | | KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
987936

| | | | | FaizVeVergiOncesiKarDuranVarliklar <= 0.072391:
ASARISIZ (Y-4)

| | | | | FaizVeVergiOncesiKarDuranVarliklar > 0.072391: BASARILI

|
I
|
I
|
I
0.
I
0.
I
0.
I
0.
I
B

|
(Y-5)
| | FaizGiderleriNetSatislarOrani > 0: BASARISIZ (Y-6)
FaizVeVergiOncesiKarDuranVarliklar > 0.967114

| StokDevirHizi <= 2.74887

| | BrutSatisKariAktifToplami <= 0.228337: BASARILI (Y-7)

| | BrutSatisKariAktifToplami > 0.228337: BASARISIZ (Y-8)

| StokDevirHizi > 2.74887

| | VergiOncesiKarNetSatislar <= 0.015203

| | | VergiOncesiKarNetSatislar <= 0.008225: BASARILI (Y-9)

| | | VergiOncesiKarNetSatislar > 0.008225: BASARISIZ (Y-10)
| | VergiOncesiKarNetSatislar > 0.015203: BASARILI (Y-11)

olarak sunulmaktadir. ikinci bélimde anlatildig gibi karar agaglarindan kural
elde edilmesi olanakhdir. Yukaridaki 6rnekte ogrenilen agacgtan elde edilen

kurallar ve agactaki yaprak karsiliklari:

Kural 1: (K6k)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani <= 0.382584
ISE BASARISIZ

Kural 2: (Y-1)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani > 0.382584 VE
FaizGiderleriNetSatislarOrani <= 0 VE
DuranVarliklarOzKaynaklarOrani <= 0.513832

ISE BASARISIZ
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Kural 3: (Y-2)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani > 0.382584 VE
FaizGiderleriNetSatislarOrani <= 0 VE
DuranVarliklarOzKaynaklarOrani > 0.513832 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani <=
0.941896

ISE BASARILI

Kural 4: (Y-3)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani > 0.382584 VE
FaizGiderleriNetSatislarOrani <= 0 VE
DuranVarliklarOzKaynaklarOrani > 0.513832 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
0.941896 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani <=
0.987936

ISE BASARISIZ

Kural 5: (Y-4)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani > 0.382584 VE
FaizGiderleriNetSatislarOrani <= 0 VE
DuranVarliklarOzKaynaklarOrani > 0.513832 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
0.941896 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
0.987936 VE FaizVeVergiOncesiKarDuranVarliklar <= 0.072391
ISE BASARISIZ

Kural 6: (Y-5)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani > 0.382584 VE
FaizGiderleriNetSatislarOrani <= 0 VE
DuranVarliklarOzKaynaklarOrani > 0.513832 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
0.941896 VE
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani >
0.987936 VE FaizVeVergiOncesiKarDuranVarliklar > 0.072391
ISE BASARILI
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Kural 7: (Y-6)

FaizVeVergiOncesiKarDuranVarliklar <= 0.967114 VE
DonenVarliklarAktifToplamiOrani > 0.382584 VE
FaizGiderleriNetSatislarOrani > 0

ISE BASARISIZ

Kural 8: (Y-7)

FaizVeVergiOncesiKarDuranVarliklar > 0.967114 VE StokDevirHizi
<= 2.74887 VE BrutSatisKariAktifToplami <= 0.228337
ISE BASARILI

Kural 9: (Y-8)

FaizVeVergiOncesiKarDuranVarliklar > 0.967114 VE StokDevirHizi
<= 2.74887 VE BrtSatisKariAktifToplami > 0.228337
ISE BASARISIZ

Kural 10: (Y-9)

FaizVeVergiOncesiKarDuranVarliklar > 0.967114 VE StokDevirHizi >
2.74887 VE VergiOncesiKarNetSatislar <= 0.015203 VE
VergiOncesiKarNetSatislar > 0.008225

ISE BASARISIZ

Kural 11: (Y-10)

FaizVeVergiOncesiKarDuranVarliklar > 0.967114 VE StokDevirHizi >
2.74887 VE VergiOncesiKarNetSatislar > 0.015203
ISE BASARILI

Kural 12: (Y-11)

FaizVeVergiOncesiKarDuranVarliklar > 0.967114 VE StokDevirHizi >
2.74887 VE VergiOncesiKarNetSatislar <= 0.015203 VE
VergiOncesiKarNetSatislar <= 0.008225

ISE BASARILI

Siniflandirma Dogrulugu: % 67.6991
olarak verilmigtir. Ornekteki agag, % 67.6991 siniflandirma dogruluguyla
ogrenilmistir. Siniflandirma dogrulugu, batlin kurallarin veya agacin tamami
icin gecerlidir. Agacin, dallari ya da elde edilen kurallardan herhangi birini
diglamak olanakli degildir. Yeni bir 6rnek siniflandirilirken, ogrenilen 12
kuralin herhangi birini saglamasi yeterlidir. Bununla birlikte, diger dallarda
Ogrenilen kurallara aykiri bir sonu¢ alinmasi ya da hi¢ siniflandiriimamasi

durumunda, agacin yeni 6rnek(ler)le yeniden dgdrenilmesi gereklidir.
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3.2.1.3. Pargasal Karar Agaclari
3.2.1.3.1. j48.PART

Bu algoritma j48.J48 karar agaclarinin budanmasiyla olusturulan
kurallar 6grenir. j48.PART algoritmasinin ogrendigi kurallar dogrudan kural
ogrenen algoritmalarin 6grendigi kurallara benzerlik gosterir. Ornek olarak,
daha o6nce kuguk bir veri setiyle calistinimis j48.PART algoritmasinin

ogrendigi kural asagida verilmektedir.

FaizVeVergiOncesiKarDuranVarliklar > 0.9671 VE
StokDevirHizi > 2.7489 VE
VergiOncesiKarNetSatislar > 0.015203

ISE BASARILI

Siniflandirma Dogrulugu: % 70.3540

j48.PART algoritmasinin 6grendigi kurallar, birbirinden bagimsiz
kurallardnE. Ogrenilen kurala gére, faiz ve vergi éncesi karlarinin duran
varliklarina orani 0.9671’den buyuk, stok devir hizi 2.7489°’dan buyuk ve
vergi oncesi karinin net satislarina orani 0.0152’den buyuk olan firmalar %
70.3540 dogrulukla BASARILI olarak siniflandiriimistir. Sorgulama igin
sunulacak yeni oérnekler, kosullari saglamalari durumunda BASARILI olarak
siniflandirilir.  Ornekteki kurala dikkat edilirse, bu kuralin j48.J48
algoritmasinin 6grendigi karar agacindan elde edilen kurallardan Kural 10’la
ayni oldugu gorulecektir. j48.J48 karar agacinin budanmasiyla 6grenilen
j48.PART, Kural 10 ya da Yaprak 10’a kadar ulasan dal digindaki butin

dallari budamistir.

3.2.2. Maliyete Duyarl Ogrenme

Maliyete duyarli g¢alisacak bir bigimde tasarlanmamis siniflandirma
algoritmalari maliyetin her sinif etiketi icin farkli oldugu tanim alanlarinda

dogru siniflandirma yapamayabilir.

Karar agaclari da dahil olmak Uzere ¢ogu Ogrenme algoritmasi
gergcek anlamda maliyete duyarli degildir. Bu baglamda, algoritmalar

cogunlukla hatali siniflandirma maliyetlerinden bagimsiz olarak ayni

72 Kural bagimsizhi§i birden fazla kural 6grenildigi durumda gegerlidir.
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siniflandiriciyr  tahmin  ederler.  Siniflandiricinin - 6grenme  algoritmasi
tarafindan farklh maliyet durumlarina gore uyarlanmasiyla daha iyi bir

siniflandirma performansi elde edilebilir.

ikili siniflandirmada égrenme algoritmasini maliyete duyarli hale
getirmenin genel ve basit bir yolu, siniflarin 6rneklem igindeki dagilimini
degistirecek sekilde Orneklem boyutlarini degistirmektir. Belirli bir sinif
etiketini tasiyan 6rneklerin sayisi toplam 6rneklem iginde belirli bir oranda
artirlldiginda, 6grenme algoritmasi hata sayisini azaltmaya c¢aligiyorsa, bu
sinifla ilgili yapilan hatalar daha fazla cezalandirilacagi i¢in, hata yapmaktan
kaginan bir siniflandirma algoritmasi gelistirilecektir. Bu yontemin kuramsal
tanimlamalar  ikinci Bélimde katmanlama yontemleri bashg altinda
yapilmistir. Veri setindeki ilgi ya da hedef sinif dérneklerinin sayisina bagli
olarak, dusuk ya da yuksek yogunluklu orneklem yontemlerinden herhangi
birisi kuIIanllabiIirE (Frank ve Witten, 2000).

3.2.2.1. Meta Siniflandirma

WEKA platformunda maliyete duyarli 6grenme meta siniflandiricilar
araciligiyla yapilmaktadir. Meta siniflandiricilar meta 6grenme ydntemlerinde
(6nyukleme, ittirme ve yigma) oldugu gibi diger siniflandirma algoritmalariyla
kendi Ozelliklerini birlestirerek siniflandirma yaparlar. Meta siniflandirma, bir

anlamda siniflandirmanin siniflandirmasidir.

WEKA platformundaki maliyete duyarli 6drenme yapan meta

siniflandiricilar CostSensitiveClassifier ve MetaCost'tur.

3.2.2.1.1. CostSensitiveClassifier

CostSensitiveClassifier, taban siniflandiricisinin istege bagli olarak
maliyete duyarli siniflandirma yapmasini saglar. CostSensitiveClassifier igin
maliyet duyarliigi, maliyet minimizasyonu seceneginin aktiflestiriimesiyle
olanakhdir. Aksi durumda, taban siniflandirici maliyet bilgisine duyarl olarak

™ Bu galismada, hedef sinif (BASARISIZ) 6rneklerinin toplam Ornek sayisina orani az oldugundan, dusuk
yogunluklu érneklem yontemine bagvurulmustur.
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calismaz. Bu meta siniflandiriciyla maliyete duyarli siniflandirma iki farkh
yontemle yapilmaktadir:

* Agirliklandirma yontemi, taban aldigi siniflandirma algoritmasinin
Uzerinde, onun igerigini degistirmeksizin g¢alisir. Bu yontem, ornek veri setinin
elemanlarinin  agirliklarini ~ siniflandirma maliyetlerine  bagh  olarak
degistirmeye dayalidir. Degistirme islemi, taban siniflandiricinin egitim érnegi
agirliklarini kullanabiliyorsa dogrudan, kullanamiyorsa veri setindeki érnekler
tekrarlanarak dagilimlarin maliyetlere oranla degistiriimesiyle yapiimaktadir.
Temel siniflandirma algoritmasi, degerleri maliyete gore duzenlenmis olan
egitim veri seti Uzerinde hatayr minimize edecek sekilde calistinidiginda,
olusturulan veri setinin 6zelligine bagh olarak maliyete duyarli siniflandirma
yapacakitir.

* Minimum hatali siniflandirma maliyet yontemi, olasilik hesaplama
Ozelligine sahip herhangi bir siniflandirma algoritmasinin Gzerinde calisir.
Temel aldigi bu algoritmanin 6rnek veri setini kullanarak tahmin ettigi olasilik
degerlerini maliyet minimizasyonu optimum siniflandirma denkleminde yerine
koyarak, dogrudan sinama oOrneklerinin optimum siniflarini tahmin eder.
Caligsmada kullanilan yontemler mantiksal algoritmalar oldugundan, WEKA
CostSensitiveClassifier meta siniflandiricisi  agirliklandirma  yontemini

kullanmigtir.

3.2.2.1.2. MetaCost

MetaCost, maliyet bilgisi degistiginde butin alt siniflandiricilari
yeniden calistirmak zorunda degildir. Yalnizca son 6drenme asamasinin
yeniden galistinimasiyla MetaCost, maliyet tablosundaki degisikliklere karsi
daha esnek bir hale gelmektedir.

MetaCost, CostSensitiveClassifierda oldugundan farkli olarak taban
siniflandiriciyr  otomatik olarak maliyete duyarli hale getirmektedirﬂ.
MetaCost, taban siniflandiricisinin 6ncelikle bir dnytukleme meta 6grenicisine
ve bu birlesik 6grenme modelinin en dusuk maliyet kisitiyla calistirilan

CostSensitiveClassifier meta siniflandiricisina aktarilmasiyla elde edilen

™ MetaCost'ta taban siniflandiricinin maliyete duyarli hale getirilmesinde Pedro Domingos (1999) da anlatilan
yoéntem kullaniimaktadir.
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sonuglara yakin  siniflandirma  sonuglari  elde eder. MetaCost,
CostSensitiveClassifier'dan farkli olarak, taban 6grenme algoritmasiyla tek
bir maliyete duyarlh siniflandirici olusturup daha hizli siniflandirma
yapabilmekte, eger taban siniflandiricisi yorumlanabiliyorsa, yorumlanabilir
sonuglar  Uretebilmektedir.  Ayrica, MetaCost yonteminde, taban
siniflandiricilarinin  dagihm algoritmasi olmasi 6nkosulu aranmamaktadir.
CostSensitiveClassifier iginse bu kosulun saglanmasi 06ngoértlmektedir.
MetaCost, egitim veri setini yeniden siniflandinirken tim o6nylkleme

asamalarini kullanir.

MetaCost, bir oOrnedin yeniden siniflandiriimasinda her egitim
ornegini iceren asamalarinin kullaniimasi durumunda, siniflandirmada

marjinal bir iyilesme saglamaktadir.

MetaCost’'un en temel 6zelligi herhangi bir siniflandirma algoritmasini
alip, onun etrafina sarilarak maliyeti minimize edecek sekilde siniflandirma
yapmasini saglamaktir. Bu nedenle ara-6grenme ydntemlerinden biri olarak
kabul edilir. MetaCost, tim egitim veri setinden geriye koyma ydntemiyle
belirli sayida alt setin olusturuimasiyla baslar. Oncelikle, egitim setinin goklu
onyukleme kopyalarn olusturulur ve MetaCost her bir kopya igin
siniflandiricilar égrenir. Daha sonra, her bir egitim 6rnegi icin bu modellerin
oylari kullanilarak her sinifin yaklasik olasiliklari belirlenir. Bu olasiliklar
kullanilarak, egitim setindeki her 6rnek tahmin edilen optimal sinif etiketiyle
yeniden etiketlenir. Daha sonra siniflandirici yeni egitim seti Uzerinde
calistinlir. Sinif degerleri maliyeti disurecek sekilde dedistiriimis olan egitim
seti Uzerinde, taban alinan ve hata sayisini azaltmaya yoénelik siniflandirma

algoritmasi tekrar galistirilir.

3.3. Oznitelik izdiigiimii ve BCFP

BCFP o0Oznitelik izdugimune dayali tUmevarimsal bir siniflandirma
algoritmasidir. Oznitelik izdisiminde, tim egitim 6rneklerinin ayri ayri
Oznitelikler Uzerine izdUsumU alinir. Her dogrusal o6znitelik boyutunda
araliklar oncelikle bir nokta olarak belirlenir. Bu izdlisUmler Gzerine, her

Oznitelik icin bir aralik insa edilir. Bir aralik, nokta ya da gercek anlamda
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aralk olabilir. Nokta [aralik] tek bir 6znitelik dederine karsilik gelirken, aralik

Ozniteligin birden fazla degerini igermektedir.

Oznitelik izdiisim{ tabanli bilgi gdésterimi, BCFP algoritmasinin her
Ozniteligi ayri ayri ele almasina izin verir. Eksik degerli 6znitelikler g6z ardi
edilir ve egitim ve sorgulama sureclerinde sadece bilinen degerler kullanilir.
Siniflandirma modeli, egitim orneklerinin bilinen degerleri kullanilarak
olusturulur. Ayrica, sorgulanan ornegin sinif ozniteliklerin bilinen degerleri
kullanilarak tahmin edilir. Bu 6zelligi BCFP’yi eksik degerlere karsi dayanikli
kilar. Oznitelik izdisimi tabanh bilgi gdsteriminin diger bir avantajiysa
ogrenilen kurallarin tek bir Oznitelige ve o Ozniteligin veri degerlerine
dayanmasidir. Dolayisiyla, 6grenilen kurallar basit ve gergek bir uzman

tarafindan da dogrulanabilir, yorumlanabilir ve anlasilabilir hale gelecektir.

BCFP algoritmasinin girdisi, egitim ornekleri setinden olugsmaktadir.
Egitim orneklerinden o6grenme vyoluyla, BCFP 0&rnek setinde yer alan
siniflandirma bilgisini inga eder. Bu bilgi editim setinin her dznitelik boyutu
Uzerinde Oznitelik araliklarinin ayri ayri izdisimuntn alinmasiyla ifade edilir.
Her 6znitelik boyutu igin, benzer 6zellikler tagiyan izdisum noktalari araliklar
halinde gruplandirihir. Bu baglamda, bir aralik, ayni siniflandirma etiketleri
Oogrenen Oznitelik setinin  bir genellemesidir. BCFP algoritmasinda
siniflandirma, her 06znitelik icin yapilan bireysel tahminler arasindaki
oylamaya dayanmaktadir. Ogrenme ve siniflandirma sirasinda her 6zniteligin
digerlerinden bagimsiz katkisiyla, BCFP eksik 6znitelik degerlerini tamamen

yok sayarak dogal bir yaklagim sergilerE.

Bir araligin sinif etiketlerine verdigi oylar o araliga disen ayni etiketi
tasiyan drnek sayisina ve fayda tablosuna baglidir. Her sinifa yakin sayida
oy veren bir kural sorgulanan ornegin siniflandiriimasinda bir etkide
bulunmaz. Bu turden kurallar genellikle tanim alani uzmanina “ilging”

gelmedigi icin modelden ¢ikarilabilir.

7 Verinin orijinal dagiliminda bazi 6zniteliklerin degerleri eksik olabilir. Eksik degerlerin yapay bir sekilde ikame
edilmesi yerine 6rnegin oldugu gibi kullaniimasi daha gergekgi bir yaklagimdir.
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BCFP algoritmasinin bilgi gosterimi ve egitim ve siniflandirma

asamalariyla ilgili agiklamalar asagida yapilmaktadir.

3.3.1. Bilgi Gosterimi

Egitim setindeki her 6rnek, nominal (kesikli) ve/veya dogrusal
(surekli) oOznitelik degerleri ve bir sinif etiketinden olugsmaktadir. BCFP
algoritmasi, kavram tanimini Oznitelik araliklarniyla yapmaktadir. Bir aralik,
nokta ya da uzanim olarak ifade edilebilir. Uzanim araligi veri bir 0zniteligin
birbirini izleyen degerlerinden olusan bir set iken, nokta aralik tek bir 6znitelik

degerine karsilik gelmektedir.

Uzanim araliklari igin, uzanim degerinin ust ve alt sinirlari ve her sinif
icin oylar belirlenir. Diger taraftan, nokta araliklarin alt ve Gst sinirlari birbirinin
aynidir. Dolayisiyla, bir aralik ilk iki elemani alt ve ust sinirlar, diger
elemanlariysa her sinif igin hesaplanan oy sayilarindan olusan bir vektor
olarak ifade edilebilitZ.

3.3.2. Egitim&

BCFP egitim surecinde, her f 0zniteligi icin Ornekler, 0Oznitelik
izdugumleri olusturmak Uzere f Ozniteliginin degderine gore siralanir.
Oncelikle, her izdiisiim icin bir nokta aralik olusturulur. Veri egitim érnegi icin,
olusturulan nokta araligin alt ve Ust sinirlari birbirine egittir. Normallestirilmis
fayda tablosu veri iken p sinifinin oyuna (V,) verilen basglangig degeri
asagidaki gibi ifade edilir.

1 .
- NZ&NCXNB[D,C] ise Np >0
0

Vo (3.1)

N aralkta bulunan toplam o6rnek sayisi, N aralikta bulunan
orneklerden c sinif etiketini tasiyanlarin sayisi ve NB[p,c] ise bir ¢ sinifi

orneginin p olarak siniflandinimasinin normallestiriimis faydasidir. Diger bir

®<lb, ub, V4, Va, ..., Vi
k = tanim alanindaki sinif sayisi
V; = C; sinifina araligin verdigi oy
" BCFP egitim algoritmasi igin, Giivenir'e (2003) bakiniz.

86



deyisle, V, veri aralktaki tum Orneklerin p sinifi olarak tahmin edilmesinin
ortalama faydasi olarak ifade edilebilir. p sinifindan eger higbir érnek veri
aralikta gézlemlenemiyorsa o araligin p sinifi igin oyu 0’dir. Her aralik igin
oylama glcundn esit olabilmesi igin, o araliga ait oylar normallestirilir ve

oylarin toplami 1’e esit olur.

S& Vo =1, (3.2)

Egitim Orneginin f &zniteliginin degeri biIinmiyorsaE (“?” ile ifade
edilir), o 6znitelik degeri dikkate alinmaz. Dogrusal 6znitelikler icin BCFP
nokta araliklari genellemeye calisir. En ylksek oylar, ayni sinifi gosteren

ardigik nokta araliklariyla uzanim araliklari olusturulacak sekilde birlestirilir.

Kararsiz, yani oylari her sinifa esit olarak dagitilan bir aralik ilging
deqildir ve dislanmahdir. Bir kural, oylarinin standart sapmasi veri bir
minimum egik degerinin (Snin) Uzerindeyse “kararli”dir. BCFP’nin kullandidi
esik

1 N

= |- 3.3
Smin =171 (3.3)

olarak tanimlanmaktadir. Bu esik, arahdin bir sinifa 0 oy verdigi ve oylarini

tum siniflara esit oranda dagittigi durumda standart sapmaya esittir.

3.3.3. Siniflandirma®

BCFP algoritmasi siniflandirma surecinde, oncelikle her sinifin oylari
O’a esitlenir. Siniflandirma ayrica her 6znitelige gére bir 6n siniflandirma

sureci igerir.

Her f Ozniteligi icin on siniflandirma, g, f Ozniteligi igin sorgulama
orneginin degeri q iken, grin hangi f 0znitelik araliginda bulunduguna dair bir
arama sdureci igerir. f degerinin veri érnek igin bilinmedigi durumda (f="?") o
Oznitelik oylamaya katilmaz. Dolayisiyla eksik degerli dznitelikler géz ardi
edilir. Eger g¢ biliniyorsa, gfin iginde bulundugu aralik | aranir. gs f 6znitelik
araliklarindan herhangi biri icinde bulunmuyorsa, bu durumda da f 6zniteligi

"8 Eksik ya da diger adiyla bilinmeyen degerler “?” ile ifade edilir.
" BCFP siniflandirma algoritmast igin, Glivenir'e (2003) bakiniz.
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oylamaya katiimamaktadir; egitim setinde f Ozniteliginin  degeri
gozlemlenmemektedir. gfin dahil oldugu bir | arahdr bulundugundaysa, |
araliginin oylari f 6zniteliginin verdigi oylardir. Egitim sirasinda bir araligin
oylari normallestirildigi icin her 6zniteligin oylama glcu birbirine esittir. Son
olarak, en yuksek sayida oyu alan sinif, sorgulanan q 6rnegi i¢in tahmin
edilen sinif etiketi olarak verilir. Sinif etiketiyle birlikte her sinifin aldigi oy
orani tahminin guavenilirligini 6lgmek amaciyla kullanilir. Siniflandirmanin
fayda dogrulugu, normallestiriimis fayda tablosundan dogrudan elde edilir.
g'’nun gergek sinifi g ve tahmin edilen sinif p ise, dogruluk NB[p, qc]'dir.
Tahmin dogrulugunun dogru siniflandiriimis 6rneklerin toplam ornek sayisina
orani olarak verilen klasik tanimi, fayda tablosunun (NB) kdsegen elemanlari

1 ve diger elemanlari 0 olan 6zel bir durumuna karsilik gelmektedir.

Fayda tablosunun elemanlari tanim alani uzmanina ya da sadece
uzmana anlamli gelebilecek herhangi bir sayi olabilir. Olgli biriminin
etkilerinden kurtulmak Uzere BCFP algoritmasi fayda tablosunun
elemanlarini [0,1] araligina normallestirir; dogru tahminin faydasi 1, hatal

tahminin faydasiysa 0’a esit olur.

BCFP algoritmasi, ozellikle her 6zniteligin digerlerinden bagimsiz
oldugu tanim alanlarinda uygulanabilir. Bu gerekliligin, bazi tanim alanlarinda
Ozniteliklerin  bagdimsiz olmadigi gergedine dayali olarak BCFP’nin
uygulanabilirligini kisitladigi dusunulebilir. Holte (1993) ¢odu gercek hayat
siniflandirma  probleminde aslinda 06zniteliklerin  birbirinden bagimsiz

oldugunu belirtmigtir.

Finansal siniflandirma alaninda, firmanin finansal glucl hakkinda,
Ozellikle karmasik ve zaman zaman birbiriyle tutarsiz, carpitiimis ve yanlis
finansal bilgilerin sunuldugu bir durumda, bir tahmin yuratmek zordur.
Finansal analizciler, genellikle, firma hakkindaki 6lgim ve gozlemlere dayali

kararlar verir. Analizci, tahmin yapmak ya da tani koymak icin tim faktorleri,
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ne kadar istese de, 6znel ve yanl olarak degerlendirirm. Dolayisiyla, daha
karmasik ve guvenilir yontemler ve sistemler uzmanlarin veriyi ele almasi ve
daha iyi ve dogru tanilanmasi i¢in gereklidir. Bilisim bilimi, makina é6grenmesi
yontemleri aracihidiyla bu karar verme sirecinde yardimci olmasi amaciyla

bazi karmasik yontemler 6nermektedir.

3.3.4. BCFP’nin Olusturdugu Kurallar

BCFP fayda maksimizasyon amag¢ fonksiyonu kisiti altinda kural
o6grenen bir algoritmadir. BCFP’nin kural 6grenme surecinde, her 6znitelik
icin optimal bir kesim noktasi elde edilir. Bu kesim noktasi, BCFP tarafindan,
veri setindeki siniflarin 6znitelik dagilimlarinin aritmetik ortalamalarinin orta
noktasi olarak belirlenir ve kurallar olusturulur. Kesim noktasi, BCFP’nin veri
Oznitelik igin olusturdugu kuralin temel 6zelligidir. Bu kurallar, BCFP’nin 6zgul
bir niteligi olarak ¢ézimleme slresince sabit kalirlar. Siniflandirma strecinde,
O0zgul orneklere dogru ya da hatali sinif etiketlerinin veriimesi ve fayda-
maliyet kisitlari altinda, orneklerin Oznitelik kesim noktalarinin neresinde
kaldiklarina bagh olarak siniflandirma dogrulugu ve siniflandirmanin toplam
faydasi elde edilir. Bu baglamda, kurallarin fayda-maliyet bilgisine duyarsiz

oldugu sodylenebilir.

BCFP kurallarinin sabit kurallar olmasi basit bir yaklasim olarak
dusundlebilir. Kurallarin bu sekilde olusturulmasi, algoritmanin daha verimli
calismasi igin, oznitelik degerlerinin sinif dagilimlarinin Gggensel bir yapi
sergiledigi varsayimina dayaldir. Bdylece BCFP, dagihmlarin nasil bir yapi
sergiledigiyle ugrasmadan, dogrudan siniflandirma yapar. BCFP'nin kabul
ettigi dagihm, Sekil 3.1’de sunulmaktadir.

% Byrada, analizcinin uzman sistemlerine gore goreli 6znelligi s6z konusudur. Finansal analizcinin éznelligi bilingli
ve istemli degildir. Analizci, herhangi bir sorgulamaya kendi teknik altyapisini ve olasilikla duygularini da
karigtirabilecegi icin ¢ézimlemenin tarafsiz, yansiz ve nesnel ve duygulardan arinmis olmasi olasiligi bir uzman
sisteme gore daha dusiktur. Bunun yaninda, alan uzmanlar gok buyiik hacimde veriyi ayni anda analiz etmekte de
buylk gliclik cekerler.
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BASARISIZ BELIRSIZ BASARILI

3-8

Sekil 3.1: BCFP’nin Uggen Dagilim Varsayimi

Ma, basarisiz (A) sinifinin aritmetik ortalamasi, pg, basarili (B)
sinifinin aritmetik ortalamasi, pag, ise Ya ve pg’nin aritmetik ortalamasidir.

BCFP’nin 6grendigi kurallarin genel yapisi
EGER C)k C] MAB(k) |SE sinif Cm’dir. Dm= % P

olarak verilmektedir. Bu kuralda, O k 6zniteligi, © <, >, <, 2 ya da =
degerlerini alan sorgulama isleci, pagk) k 6zniteligi icin sinif ortalamalarinin
aritmetik ortalamasi, C,, m sinif degeridir. D,, ise genel siniflandirma

dogrulugu ya da BCFP analizinde fayda dogruluguna karsilik gelmektedir.

iki sinifli bir problemde, sayisal bir éznitelik igin &grenilen kural,
kesim noktasinin altinda kalan érneklere bir sinif etiketini, Ustindekilere diger
sinifin etiketini verir. Sayisal dznitelikler, kuramsal olarak eksi ve arti sonsuz
arasinda tum degerleri alabilirler. Sayisal 6znitelikler igin sorgulama iglegleri
esitlik (<, 2) ve esitsizlik (<, >) degerlerini alirlar. BCFP, inceleme yili ve firma
yasl gibi bazi kesikli 6znitelikleri de slrekli olarak ele alir ve surekli
dzniteliklerdekine benzer kurallar 6grenebilir. Ornegin, firma yasi icin 5.7 yil
gibi bir kesim noktasiyla kural elde edilebilir. Nominal ya da kesikli 6znitelikler

icin esitlik sorgulamasi (=) s6z konusudur.

Eksik degerlerin ele alinmasinda BCFP, gercek hayatta bazi
orneklerin kimi 6znitelik degerlerini almadigi varsayimini yapar. Buna gore,

siniflandirma surecinde eksik degerler dikkate alinmaz. Bununla birlikte,
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herhangi bir drnegin olabildigince az sayida eksik deger barindirmasi arzu
edilir.

BCFP algoritmasinin elestiriimesi gereken bir yonu, tim 6zniteliklerin
sinif dagihmini énceden varsayarak gercek dagilimi géz ardi etmesidir. Tum
siniflandirma algoritmalarinda oldugu gibi, BCFP’de de arzu edilen,

siniflandirma surecinde gergek sinif dagilimlarinin dikkate alinmasidir.

BCFP her bir 6znitelik i¢in birbirinden bagdimsiz kurallar égrenir. Bu
kurallardan herhangi biri, tek basina siniflandirma amaciyla kullanilabilir, yani
ogrenilen kurallardan sadece biri bile tim veri setini siniflandirmak igin

yeterlidir. Ornegin, asagidaki,

EQER K1Z 01 C] MAB(1) |SE sinif Cm’dir. Dm =%78
EGER K75: 075 C] MAB(75) ISE sinif Cm’dir. Dm =%78

kurallari arasinda, herhangi biri tim veri setini ayni dogrulukla (% 78)
siniflandirmaktadir.  Bunun yani sira, Ogrenilen diger Kkurallarin da
siniflandirma  dogrulugu yukarida &6grenilen iki kuralin siniflandirma
dogrulugunun ayni, yani % 78’dir. Kullanicinin amacina bagl olarak, anlaml
ve bilinenler diginda ilging gelen kurallardan herhangi biri siniflandirma igin
kuIIanllabiIirm. Bu kurallardan hangisinin kullanilacagiyla ilgili Gnkosul, kuralin

kuramsal olarak anlamli olmasidir.

BCFP’nin 6grendigi kurallar, tim veri setinin tek bir 6znitelige dayali
olarak siniflandirimasina odaklandigindan, kuramsal olarak WEKA
platformundaki OneR’in 6grendigi kurallara benzer. BCFP, OneR’dan farkl
olarak 06znitelik uzanim arahgini ikiye boler. Bununla birlikte, algoritma
uzanim arahgini birden fazla kesim noktasiyla bolecek sekilde de
degistirilebilir, fakat bu durumda, kurallarin basit, anlasilir ve genel olmasi
gibi istenen ozellikleri kaybolacaktnE.

8 Ogrenilen kurallardan bazilani bilinen, digerleri ilging yani kuramsal olarak dogru ama beklenmedik, digerleri ise
kuramsal olarak anlamsiz olacaktir.
8 Calismamizda kullanilan BCFP algoritmasi uzanim araliklarini ikiye bdlecek sekilde tasarlanmistir.
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DORDUNCU BOLUM

MAKINA OGRENMESI YbNTEMLERi UYGULAMALARI - AMPIRIK
ANALIZ VE YORUMLAR

Bu boélimde, ¢alisma konusu olan firma basarisizhiginin dinamiklerini

anlamak Uzere yapilan ampirik analizler ele alinmaktadir.

4.1. Veri Setinin Yapisi
4.1.1. Veri Seti

Calismada kullanilan veri seti, Turkiye Cumhuriyet Merkez Bankasi
istatistik Genel Midurligiu Reel Sektér Verileri Mudirligl veri tabaninda
2001 wyili itibariyle bulunan 22,000 firmadan imalat sanayiinde faaliyet
gOsteren 5,636 firmanin finansal tablolari (Bilango ve Gelir Tablosu)
kullanilarak hazirlanmistir. Bu firmalar, 5 - 13 yillik surekli verisi bulunan
imalat sanayii firmalari arasindan segcilmigtir. imalat sanayii firmalarinin
secilmesindeki amag, imalat sanayii disinda faaliyet gosteren firmalarla bu
firmalar arasinda finansal tablolar agisindan 6ngorilen yapisal farklarin
digslanmasi ve daha homojen bir veri seti olusturulmasidir. 5,636 firma
arasindan rassal olarak segilenE 4,000 firmanin verileri, makina 6grenmesi
teknikleriyle analiz i¢cin gereken formatta kullanilmak Uzere hazirlanmigtir.

Calismada kullanilan 6znitelikler Ek 2’de verilmektedir.

Modelin tasariminda, firma verileri yaninda makroekonomik verilerin
BCFP algoritmasiyla yapilan on sinamalarinda, siniflandirma performansinda
herhangi bir artis saglanamamistir. Bu baglamda, baslangigta 194
Oznitelikten olusan veri setlerinden 29 makroekonomik 6znitelik dislanmis ve
sadece firma verilerinin kullaniimasina karar verilmistir. Makroekonomik

verilerin 6n sinamalari gegememesinin nedeni tam olarak bilinemiyorsa da,

# Rassal olarak segilen 4,000 firmanin sektor ve sinif dagiimlari, kitlenin dagiimlari ile aynidir.
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en azindan finans kuraminin 6ngordugu bigimde, ekonomik politika etkilerinin
firma mali tablolarina daha o6nceden yansimis olmasi olasiligi Uzerinde

durulabilir.

4.1.2. Orneklem Secimi ve Orneklem Biiyiikliigii

Orneklem seciminin rassal olmasi, imalat sanayiinin alt
sektorlerindeki firmalarin toplam kitledeki temsil oranlarinin korunmasi
agisindan onemlidir. Segim yapilirken analizde kullanilan 4,000 firmanin alt
sektorlere gore dagiliminin, tim kitleyi olusturan 5,636 firmanin alt sektor

dagilimina yakin olmasina dikkat edilmigtir.

Orneklem bly(kligl, makina 6grenmesi teknikleriyle analizde dnemli
bir etmendir. Orneklem ne kadar biylkse siniflandirma igin 6grenilen
kurallarin dogrulugu ve kitleyi temsil orani o o6lglide artmaktadir. Kullanilan
veri setinin kitle buyukligine oraninin % 71’i civarinda olmasi dolayisiyla,

yuksek dogrulukta genellenebilir kurallar 6grenilmesi beklenmektedir.

4.1.3. Firmalarin Hukuksal Durumlari

Veri setindeki firmalar 6zel sektorde faaliyet gosteren anonim ve
limited sirketler arasindan segilmigtir. Anonim ve limited sirketlerin
kullanilmasinin nedeni, veri setinin daha homojen bir yapida olmasini
saglamaktir. Ayrica anonim ve limited sirketler kurumsal firma yapisini daha

iyi yansitmaktadir.

4.1.4. Verinin Hazirlanmasi ve Standart Form

Verinin analize hazirlanmasi asamasinda, veri tabanindan firma
verilerini almak Uzere gelistirilen ve oranlarin otomatik olarak hesaplanmasini
saglayan standart bir form kullaniimistir. Bu form, finansal oranlarin yaninda
ortak  buyUklik o6zniteliklerinin  de hesaplanmasini  esanli  olarak

saglamaktadir.

93



Form vyardimiyla hesaplanan Oznitelik degerleri  Oncelikle
toplulastirlmis ve siniflandirma algoritmalarinda kullaniimak tzere, “.csv” ve

“.arff” formatlarina dé')nijg,tijrijlmijstijlﬂ.

4.1.5. Bilgi Gosterimi

Ogrenme algoritmalarinda kullanilan 6rnekler, 6zniteliklerin aldigi

degerler ve sinif etiketiyle gosterilmektedir.

Veri kullanimi kisitlari ve gizlilik kurallari gergevesinde, ham veri
setini olusturan 4,000 firmanin kimlik bilgileri veri setinden ¢ikariimistir. Kimlik
bilgisinin dislanmasiyla, 4 yildan daha fazla bilgisi olan herhangi bir firma igin,
yil bilgisini de yeni bir 6znitelik olarak kullanmak yoluyla, birden fazla genel
ornek elde etmek olanakli olmugtur. Boyle ornekler firma-yil olarak
tanimlanmaktadir. Ornegin, 5 yillik bilgisi olan A firmasinin, tg¢ yillik ufuk
parametresiE blayukligune gore, t yilinda BASARISIZ, t+1 yilinda BASARILI
sinif etiketleri ve t ve t+1 yillarindaki 6znitelik degerleriyle, iki ayri 6érnek elde
edilebilir. F(m; k) = m drneginin k 6zniteliginin aldigi deger, M 6rnek sayisi, K
Oznitelik sayisive m =1, 2, ..., M, k=1, 2, ..., Kolarak tanimlanirken, bu

ornekler,

Ornek 1: F(1; k), Sinif : BASARISIZ, (Firma A, t)
Ornek 2: F(1; k), Sinif : BASARILI, (Firma A, t+1)

olarak gosterilebilir. Yil bilgisi, herhangi bir 06znitelik olarak 6grenmede
kullaniimaktadir. Verilerin firma-yil olarak dizenlenmesiyle, ayni veri setinden
daha genis bir egitim seti olusturmak olanakli olmustur. Boylece, her firma-yil
ornek birbirinden bagimsiz firmalarin bilgileri gibi egitimde kullanilabilmistir.
Firma-yil dontsimuyle birlikte elde edilen veri seti 25,547 firma-yil é'>rnekE ve
165 Oznitelikten olusmaktadir. Firma-yil érneklerden olusan veri setinin genel

goruntusu, Tablo 4.1°deki gibidir.

% BCFP algoritmasi .csv (comma separated values), WEKA algoritmalar da arff (attribute relation file format)
formatinda veri kullanmaktadir.

& Ufuk parametresi ve sinif etiketlerinin belirlenmesi, ileride anlatimaktadir.

% 584 BASARISIZ ve 24,963 BASARILI firma-yil 6rnekten olugsmaktadir.
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TABLO 4.1. VERIi SETININ GENEL YAPISI

ORNEKLER OZNITELIKLER SINIF
Ornek 1 FL1) | F(,2) | F(13) | o F(1,K) |BASARILI
Ornek 2 F21) | F2) | F23) | o F(2,K) |BASARISIZ
Omek 3 FG1) | F32) | FG3.3) | F(3:K) |BASARILI
Ormek 4 F&1) | F42) | F@43) | o F(4:K) |BASARILI
Ormek 5 FG:1) | FG;2) | F5.8) | o F(5,K) |BASARISIZ
Omek M FM; 1) | FOM;2) | FMi3) | oo F(M;K) |BASARILI

4.1.6. Sinif Etiketlerinin Belirlenmesi

Sinif etiketlerinin belirlenmesi analizcinin 6zgul tanimlamasina gore
sekillenir ve herhangi bir veri seti bu tanimlamanin o&lgutlerine gore
etiketlendikten sonra siniflandirma amaciyla kullanilacak duruma gelir. Sinif
etiketlerinin belirlenmesi verinin hazirlanmasindaki en 6nemli asamadir.
Standart veri hazirlama formundan ayni zamanda sinif Ozniteliginin aldigi

degerlerin yani sinif etiketlerinin belirlenmesinde de yararlaniimistir.

Finansal basarisizlik literatirindeki calismalarin  ¢ogunlugunda
kullanilan sinif etiketi, BASARILI ya da BASARISIZ degerlerinden birini
almaktadir. Burada, analizcilerin ve ilgili menfaat gruplarinin Uzerinde
durduklari konu, basaridan ¢ok basarisizligin tahmin edilebilmesidir. Bunun
nedeni, ikinci Bélimde de anlatildigi gibi, basarisiz firmanin hatali tahmin
edilmesi durumunda bu maliyetin basarili firmanin hatali tahmin edilmesinin

maliyetinden daha ylUksek olmasidir.

Finans kuraminin 6ngérdigu sekilde belirli sayida déonem boyunca
ust Uste zarar eden firmalarin sermayesi yitiklesecek ve sermayenin toplam
kaynaklar igindeki payi belirli bir oranin altina dustugunde firmanin iflasi
istenebilecektir. Bu baglamda, literatirdeki c¢alismalardan bir bolimu

sermaye yitikligini basarisizlik 6l¢itl olarak kullanmistir.

Sermaye vyitikligi, sadece Ug¢ yil Ustuste zarar bilgisi géz 6nunde
bulunduruldugunda nesnel bir Olgut olmayacaktir. Firmanin, zarar ettigi ilk
yildaki zararinin ve eger sonraki yil kar etmigse karinin bayuklukleri ve bu
bayukliklerin degisimi de sermeye yitikliginin boyutu hakkinda bilgi veren

OlgUtlerdir. Sorgulama donemi boyunca ddénemlerarasi kar ve zarar
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rakamlarinin kargilastirlmasiyla mutlak buyime orani elde edilir. Mutlak
bdyime orani bilgisine ve Kkar/zarar rakamlarina bakilarak, c¢alismadaki
basarisizlik élgutu, firmanin Gg¢ yil Gst Uste zarar etmesi ya da ilk yil zarar,
ikinci yil kar, GglnclU yil zarar ederken, ilk yildan ikinci yila mutlak biyime
oraninin ikinci yildan son yila mutlak buyime oranindan kugik olmasi olarak

éngérUImiJg,tUrE.

Sinif etiketlerinin belirlenmesinde kullanilan temel iki 6l¢it firma
performans sorgulama ufku (n) ve analiz déneminin performans ufkuna
uzakhigidir (j). Sorgulama ufku, veri dénemin, karllik sorgulamasinin yapildigi
1, 2 ve/veya n donemin ne kadar dninde oldugudur. Burada dikkat edilmesi
gereken iki nokta, sorgulama ufkunun uzunlugu (t+j, t+j+1, ... | t+j+n-1; t
analiz dénemi ve t+j performans ufkunun bagslangic yili iken n’nin buydkluga)
ve analiz déneminin performans ufkuna uzakligidir (t analiz dénemi ve t+
performans ufkunun baslangic yili iken jnin blyUkligld). Ornegin,
siniflandirma U¢ yil dncesinden yapiliyorsa (n=3) veri t doneminde kéar

sorgulamasi t+3, t+4 ve t+5 yillarinda yapllacaktnﬂ. Bu ornekte j 3’e esittir.

Finans kuramina gére sorgulama ufkunun uzun (n’nin blytk) olmasi
sermaye yitikliginin ne dluzeye geldiginin anlagiimasi ve basarisizlik
analizinde siniflarin belirlenmesi agisindan gereklidir. Bu sekilde belirlenen
sinif etiketi daha kisa performans ufkuyla belirlenen sinif etiketine gére daha
fazla bilgi icerir. Makina 6grenmesi agisindan, n’nin buyuk olmasi tahmin

edilecek performans ufkunun uzun olmasi demektirE ki burada 6grenme

¥ P> 0 iken P < 0, Pz > 0 Ve Pus < 0 olmasi durumunda firma t ddneminde BASARISIZ olarak siniflandirimistir.
Burada bakilmasi gereken firmanin t+1 déneminde azalan net sermayesinin t+2 donemindeki kéarla ne dizeyde
telafi edilebildigidir. Eger, t+2 déneminde kara gegisteki buylmenin sagladigi iyilesme (gu2+1 = t+1 den t+2’ye olan
mutlak blylme orani) t+3’teki sermaye disuslinden (guwsw~2 = t+2 den t+3’e olan mutlak buylime orani) az ise t+2
déneminde elde edilen kéar, sermayenin yitiklesmesini telafi edemeyecektir.
Pt >0 iken Pg+1 < 0, Pt+2 >0ve Pt+3< 0
Jr2t+1 = abs(net sermaye.,) / abs(net sermaye;.1) + abs(net sermayey.»)
Ou3w1 = abs(net sermayews) / abs(net sermaye,) + abs(net sermayey.s)
Ornegin, ufuk = 3 ve uzaklik = 1 (1yildnce3yil) parametrelerine gore sinif etiketi
Sinift(Pe1, Puo, Prs) =
eger Py < 0, Puz < 0 VE Pus < 0 VEYA Py <0, Puz > 0 VE Pus < 0 VE Guowr <
Ot+3,t+2
ise BASARISIZ,
yoksa BASARILI
olarak verilmektedir.
8P, > 0 iken Pus < 0, Py < 0 ve Pus < 0 — BASARISIZ
% Burada t dénemine ait dzniteliklerin (F(m,k) m=1, 2, ..., M; k=1, 2, ..., K ; t inceleme dénemi) aldiklari degerler
veri iken, 6grenme algoritmasinin t déneminde firmanin (t+1, t+2, t+3 donemlerinde) yukaridaki olgutlere bagh
olarak sinif etiketi alip alamayacagina yonelik kurallar 6grenmesi istenir.
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algoritmasindan beklenen, belirsizligin arttigi olabildigince uzun bir donemi
tahmin etmeye gaI|§maS|d|rm.

Benzer sekilde, analiz déneminin performans ufkuna uzakhgdi da (t+j
baslangic donemi iken j'nin blyukligd) makina 6grenmesi agisindan énemli
bir parametredir. Bu parametrenin buyuk olmasi halinde inceleme donemi ve
performans ufku arasindaki yillara ait bilgi 6grenme algoritmasi tarafindan
kuIIanllamayacaktnﬂ.

Uzaklik ve ufuk parametreleri ve Ozniteliklerin inceleme déneminde
aldigi degerler veri iken 6grenme algoritmasindan beklenen, en az bilgiyle en
kisa sijredeE, en iyi kurallari 6grenebilmesidir. Buna kargin, kuramsal agidan
makina ogrenmesi yontemleri, istisnalari olmakla birlikte, ideal olarak
olabildigince ¢ok Dbilgiyle egitildiginde iyi siniflandirma  kurallan

ogrenmektedir.

Daha muhafazakédr analizciler, basarisizlik sinif etiketlemesi
yapilirken  firmanin  performans  ufkunun daha dar tutulmasini
savunmaktadirlar. Bu durum, U¢ yildan daha az kar/zarar bilgisine bakilarak
etiketleme sonucunu dogurmaktadir. Ornegin, firma veri dénemden (t)
sonraki iki (n=2), hatta bir (n=1) yiIl dahi zarar etmigse “basarisiz” olarak
etiketlenmektedirE.

Calismada kullanilan érnekler t zamaninda kar ederken, t+1, t+2 ve
t+3 donemlerinde zarar etmigsse ya da t zamaninda kér ederken, t+1

doneminde zarar, t+2 doneminde kar ve t+3 doneminde zarar etmis ve g2 t+1

® Firmanin t dénemine ait verileri kullanilarak t+, t+j+1, t+j+2, .. , t++n-1 donemlerinde basarili olup
olamayacaginin tahmin edilmesi demektir.
" Ornegin, ufuk = 3 ve uzaklik = 3 (3ylonce3yil) parametrelerine gore sinif etiketi
SInIft(Pt+3, Pt+4, Pg+5) =

eger Pt+3 < 0, Pt+4 <0VE Pt+5 <0VEYA Pt+3 < O, Pg+4 >0VE Pg+5 <0

VE Ot+4,1+3 < Qu+5,t+4

ise BASARISIZ,

yoksa BASARILI
olarak verilmektedir.
Burada t dénemine ait 6zniteliklerin (F(m,k) m=1, 2, ..., M; k=1, 2, ... , K ; t inceleme donemi) aldiklari degerler veri
iken, 6grenme algoritmasinin t déneminde firmanin (t+3, t+4, t+5 dénemlerinde) yukaridaki él¢utlere bagh olarak
sinif etiketi alip alamayacagina yonelik kurallar 6grenmesi istenir. Bu analizde ise, t+1 ve t+2 dénemlerine ait bilgi,
ogrenme algoritmasi tarafindan kullaniimamaktadir.
%2 Burada sbz konusu olan, 6grenme algoritmasinin kural 6grenme maliyetini (zaman, veri temini, verilerin
hazirlanmasi, algoritmanin kural 6grenme igin kullandigi zaman vb.) en diuslk seviyede tutmaktir. Bu baglamda,
finansal baski analizi agisindan, veri dogruluk dizeylerinde n ve j parametreleri ne kadar blyukse siniflandirma o
kadar basarili, yani daha uzak dénemleri tahmin edebiliyor, denilebilir.
%iki yil, Py > 0 iken Put < 0, Puz <0 — BASARISIZ

Bir yil, Py> 0 iken Pw1 <0, — BASARISIZ
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< Ousw2 iIse BASARISIZ olarak etiketlenmistir. gi2t+1, t+1°den t+2’ye olan
mutlak net sermaye buylime orani, gusts2, t+2 den t+3’e olan mutlak net

sermaye blyume orani olarak tanimlanmistir.

4.1.7. WEKA Alt Orneklem Biiyiikliikleri

WEKA platformunun yapisi nedeniyle blyidk sayilarda érneklerden
olusan veri setleri kullanllamamaktadlrm. Bu baglamda, 4,000 firmanin
finansal tablolarindan elde edilen 25,547 firma-yil 6rnek WEKA tarafindan
kullanilabilecek boyutlara indirgenmistir. Bu asamada, buUyuk veri seti
boluntllenirken sinif ve sektér dagilimlarinin bozulmamasina dikkat
edilmigtir. 1 yil uzaklik ve 3 yil ufuk parametre degerleriyle BASARILI
orneklerin dagihmdaki orant % 97.71, BASARISIZ orneklerin orani %
2.29’dur. Bu oran alt boéllntllerde de olabildigince korunmustur. WEKA veri
seti, dogrusal ve nominal olmak Uzere toplam 165 6znitelik ve 4,272 (firma-

yil) érnekten olusmaktadir.

4.1.8. Orneklerin Siniflar Bazinda Sektérel Dagihmi

Orneklerin siniflar bazinda sektoérel dagilimi, Tablo 4.2°de

sunulmaktadir.

TABLO 4.2. SINIFLARIN SEKTOREL DAGILIMI

BASARILI | BASARISIZ | Toplam Sektor / BASARILI/ | BASARISIZ/| BASARILI/ | BASARISIZ /
Ornek Sayisi|Ornek Sayisif Ornek | Toplam (%) | Toplam (%) | Toplam (%) | Sektér (%) | Sektdr (%)
Sayisi

1|DA 3,715 86 3,801 14.88% 14.54% 0.34% 97.74% 2.26%

2|DB 7,157 154 7,311 28.62% 28.02% 0.60% 97.89% 2.11%

3|DC 543 12 555 2.17% 2.13% 0.05% 97.84% 2.16%

4|DD 564 14 578 2.26% 2.21% 0.05% 97.58% 2.42%

5|DE 993 24 1,017 3.98% 3.89% 0.09% 97.64% 2.36%

6|DF 21 0 21 0.08% 0.08% 0.00% 100.00% 0.00%

7|DG 1,837 39 1,876 7.34% 7.19% 0.15% 97.92% 2.08%

8{DH 1,358 37 1,395 5.46% 5.32% 0.14% 97.35% 2.65%

9|DI 1,567 49 1,616 6.33% 6.13% 0.19% 96.97% 3.03%

10|DJ 2,590 56 2,646 10.36% 10.14% 0.22% 97.88% 2.12%
11|DK 1,704 42 1,746 6.83% 6.67% 0.16% 97.59% 2.41%
12|DL 1,213 22 1,235 4.83% 4.75% 0.09% 98.22% 1.78%
13|DM 1,165 36 1,201 4.70% 4.56% 0.14% 97.00% 3.00%
14|DN 536 13 549 2.15% 2.10% 0.05% 97.63% 2.37%

Toplam 25,547 100.00% 97.71% 2.29%

% Calismanin yapildigi donemde bulunan en son WEKA platformu sirim 3.2’dir. Java 1.2 ve WEKA 3.2 surimleri
ve Kisisel bilgisayarlarin donanim kisitlari da g6z 6niinde bulunduruldugunda buyik olgekli ve ¢ok sayida
Oznitelikten olugan érneklemlerin ¢éziimleme amaci ile kullaniimasi olanakli olmamigtir.

Cozimlemelerde kullanilan bilgisayar konfiglirasyonu PIV 2.4 islemci ve 2 Gb RAM’den olugsmaktadir.
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Tablo 4.2 incelendiginde, DF, DI, DL ve DM sektorleri disindaki
sektorlerde siniflarin sektorel dagiiminin, tum veri setindeki sinif dagilimina
yakin oldugu gorulmektedir. Bu dagilim, veri seti olusturulduktan sonra ortaya
¢clkan goruntiylu yansitmaktadir. Boyle bir gorintinin elde edilmesinde,
buyuk olasilikla, sektorlerin rassal se¢im araciligiyla temsil oraninin
korunmasinin ve firma-yil dénisiminin roli oldugu séylenebilir. imalat
sanayii alt sektorlerinin NACE (Rev.1) kodlari ve Kkarsiliklari, Ek 1'de

verilmektedir.

4.1.9. Ozniteliklerin Sinif Yigilma Dagilimlari

Ogrenme algoritmalarinin en yiksek dogrulukla siniflandirma
(bollintileme) yapabilmesi igin, 6zniteliklerin aldigi degerlerin BASARILI ve
BASARISIZ siniflarina gdre dagilimlarinin, yapisinda en yuksek ayrik
yigilmayr barindirmasi gerekmektedir. Ayrik yigilma, 06znitelik sinif
dagilimlarinin deger uzaniminda en az kesisimle olabildigince az belirsiz
bdlge birakacak sekilde degerler almasiyla olanaklidir. Calismada kullanilan
ogrenme algoritmalarinin, dagilim varsayimlari yapmamasi nedeniyle, ayrik

yigiima yapisinin saglanabilmesi yeterlidir.

Veri setinin sinif dagilimlarinin normallik sinamalari, Jarque-Bera
istatistigi  kullanilarak yapilmigtir. Jarque-Bera istatistigi, herhangi bir
dagilimin normalliginin sinanmasi igin kullanilabilir. Oznitelik degerlerinin

toplam ve siniflara goére dagilimlari, normallik sinamalarini gegememigtir.

Ayrik yigilma sinamalari, Scott (1979) ve Freedman-Diaconis (1981)
frekans araligi geniglik Olgutleri kullanilarak goklu histogram goruntileme
araciligiyla yapilmistir.  Coklu sinif histogram dagiimlari, 6zniteliklerin
bazilarinda ayrik yigiimanin saglandigini, digerlerindeyse belirsiz bodlgenin
oldukga blyldk oldugunu gostermistir. Bununla birlikte, bu ¢alisma
baglaminda gelistirilen ¢oklu histogram goruntileme sinamalarinin
istatistiksel bir dayanagi olmadigindan, bu sinamalardan sadece hangi
Ozniteliklerin en yuksek dogrulukla siniflandirmayi saglayacak bolintilemeyi
yapacagina dair bir fikir edinmek olanakhdir. Bu baglamda, bu sinamalar

Oznitelik 6nsegimi amaciyla kullanilmamistir.
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4.1.10. Ug ve Eksik Degerler

Calismada kullanilan 6grenme algoritmalari mantiksal algoritmalardir
ve bu baglamda, eksik degerlere karsi saglam olduklari soylenebilir. Bu
kosulun saglanabilmesi icin eksik degerlerin toplam érneklem buyukligine
oraninin kidguk olmasi gereklidir. Aksi durumda, 6zgul 6znitelige ait bilgi
kaybi 6grenme slrecini olumsuz etkileyecektir. Ozellikle ug degerler ve sifir
bolme gibi sorunlar nedeniyle bazi 6znitelik degerleri eksik degerle ikame
edilmek zorunda kalinmigtir. Veri setindeki eksik degerlerin toplam veri

noktasi sayisina orani % 2.9'dur.

Uc degerler, veri setinde oOzgul Ozniteligin aldigi deger yonunde
yanliliga neden olmaktadir. Bu durumda, 6grenilen kural ya da karar agaglari
s6z konusu Oznitelik ve o6zgul 6zniteligin aldigi degerler yonunde yanl,
dolayisiyla hatali olacaktir. Mantiksal algoritmalarin eksik degerlere olan
duyarsizligi ve saglamhgi, u¢ deger alan veri noktalarinin eksik degerle
degistirilmesini olanakl kilmistir. Bdylece, ikinci Béliimde agiklanan eksik

deger duzeltme yontemlerinin uygulanmasi zorunlulugu yaganmamistir.

4.1.11. Veri Setiyle ilgili Kisitlar

Veri seti, Birinci Bolimde anlatilan, zaman boyutunda o6rneklem
yanhligi ve verinin kullanildigi dénem yanhligi disinda herhangi bir yanhlik

tasimamaktadir.

4.2. WEKA Analizleri
4.2.1. Ogrenme Algoritmalarinin Sonuglari

Maliyete duyarli olmayan siniflandirma problemlerinde WEKA
ogrenme algoritmalari giplak olarak gaI|§t|r|Im|§t|rE. WEKA platformundaki
ZeroR, OneR, DecisionTable, DecisionStump, j48.J48 ve j48.PART

algoritmalari kullanilarak elde edilen sonuglar Tablo 4.3’te verilmigtir.

® Bu algoritmalarda maliyet minimizasyonu objektif fonksiyonu kullanilmamaktadir. Cikti olarak (sadece) yanlig
siniflandirimig 6rneklerin toplam siniflandirma maliyetleri hesaplanir. Bu nedenle ¢iplak siniflandirma algoritmalari
olarak adlandiriimaktadirlar.
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TABLO 4.3. OGRENME ALGORITMALARININ SONUGLARI (1:10)

Ogrenme Algoritmalan
Veri Seti: 1YP3YR _mik_1
liski: temb-weka filters. AttributeFilter-V-R1-99,104-169
SINIF [YUZDE DAGILIM Maliyet Tablosu
BASARILI[  97.66% 0 1
BASARISIZ|  2.34% 10 0
Siniflandirma Istatistikleri ZeroR OneR DecisionTable | DecisionStump | j48.J48 j48.PART
Dogru Siniflandirilan Ornekler (%) 97.66% 97.54% 97.59% 97.66% 97.43% 96.09%
Yanlig Siniflandinilan Omekler (%)] ~ 2.34% 2.46% 241% 2.34% 2.57% 3.91%
Toplam Maliyet 1000 1005 1003 1000 1001 995
Ortalama Maliyet| ~ 0.2341 0.2353 0.2348 0.2341 0.2343 0.2329
Ortalama Mutlak Hata| ~ 0.046 0.0246 0.0458 0.0455 0.045 0.0452
Goreli Mutlak Hata (%)]  100.05% 53.51% 99.80% 98.99% 97.86% 98.34%
Toplam Omek Sayisi 4272 4272 4212 4272 4272 4272
QOrtalama Maliyet (2:1' gore normallestirilmig) ()|~ 0.2341 0.2353 0.2348 0.2341 02343 02329
Siniflandirma Tablosu
Brinci Tip Hata (Gergek Sinif = BASARISIZ, Tahmin = BASARILI) 100 100 100 100 99 9
Ikinci Tip Hata (Gercek Sinif = BASARILI, Tahmin = BASARISIZ) 0 5 3 0 1 75
"BASARISIZ" Siniflandirma Dogrulugu (%) 0 0 0 0 1 8

(*) 2:7’e gore normallestirme, 1:20 ile elde edilen toplam maliyetin 1:10 ile elde edilenle
karsilastirilabilmesi igin 1:10 maliyet tablosu kullanilarak yapilmistir.

Tablo 4.3’te ciplak olarak g¢aligtirilan alti algoritmanin da birbirine
yakin dogrulukla siniflandirma yaptigi goértlmektedir. Toplam ve ortalama
siniflandirma maliyetleri de her algoritma igin birbirine yakindir. Hedef
sinifinin en yuksek dogrulukla siniflandinidigr iki algoritma j48.J48 ve
j48.PART algoritmalaridir (% 1 ve % 8).

Tablo 4.4’te, oOncelikle 1:10 kisitiyla c¢alistirilan algoritmalarin
siniflandirma dogrulugunun maliyete duyarliigini 6lgmek amaciyla, 1:20
maliyet kisitt kullanilmigtir. 1:20 kisiti altinda c¢alistinlan siniflandirma
sonuglari 1:10 kisiti altindakilere yakin bulunmustur. Maliyet bilgisinin
degistiriimesi bu algoritmalarin siniflandirma dogrulugunda herhangi bir

iyilesme saglamamistir.

Toplam ve ortalama maliyetlerin onceki siniflandirma sonuglarina
badli olarak degisiminin odlgulebilmesi igin 1:20 hatali siniflandirma sonugclari
1:10 bilgisiyle yeniden hesaplanmistir. Bu duzeltmeyle elde edilen sonuglar

1:20 maliyet kisiti altinda yapilan siniflandirmada j48.PART haricinde diger

% 1:10 maliyet kisit altinda maliyet bilgileri, M(A_A) = 0, M(A_B) = 1, M(B_A) = 10, M(B_B) = 0 olarak olarak ifade
edilmektedir.

M(A_A) = Maliyet(Stanmin = BASARILI | Sgercek = BASARILI),

M(A_B) = Maliyet(Stanmin = BASARISIZ | Sgergek = BASARILI),

M(B_A) = Maliyet(Stanmin = BASARILI | Sgercek = BASARISIZ),

M(B_B) = Maliyet(Stanmin = BASARISIZ | Sgergek = BASARISIZ)

olarak tanimlanmaktadir.
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algoritmalarin siniflandirma toplam ve ortalama maliyetlerinin ayni kaldigi ya

da azaldigina igaret etmektedir.

TABLO 4.4. OGRENME ALGORITMALARININ SONUGLARI (1:20)

Ogrenme Algoritmalan
Veri Seti: 1YP3YR_mik_1
ligki: temb-weka filters. AttributeFilter-V-R1-99,104-169
SINIF  |YOZDE DAGILIM Maliyet Tablosu
BASARILI|  97.66% 0 1
BASARISIZ|  2.34% 20 0
Siniflandirma Istatistikleri ZeroR OneR DecisionTable | DecisionStump j48.J48 j48.PART
Dogru Siniflandirilan Omekler (%) 97.66% 97.61% 97.66% 97.66% 97.33% 95.86%
Yanlig Siniflandinlan Omekler (%)]  2.34% 2.39% 2.34% 2.34% 2.67% 4.14%
Toplam Maliyet 2000 2002 2000 2000 1957 1944
Ortalama Maliyet| 04682 04686 04682 04682 04581 04551
Ortalama Mutlak Hata 0.046 0.0239 0.0452 0.0457 0.0441 0.0474
Goreli Mutlak Hata (%))~ 100.0514 51.9808 98.325 99.422 95.9454 103.1693
Toplam Omek Sayisi 4212 4212 4212 4212 4212 4212
Ortalama Maliyet (2:1'e gdre normallestirilmig) ()] 0.2341 0.2346 0.2341 0.2341 02310 0.2374
Toplam Maliyet (2:1'e gore normallestirilmis) () 1000 1002 1000 1000 987 1014
Siniflandirma Tablosu
Brinci Tip Hata (Gerek Smif = BASARISIZ, Tahmin = BASARILI) 100 100 100 100 97 93
Ikinci Tip Hata (Gergek Sinif = BASARILI, Tahmin = BASARISIZ) 0 2 0 0 17 84
"BASARISIZ" Siniflandirma Dogrulugu (%) 0 0 0 0 3 7

(**) 2:1’e goére normallestirme, 1:20 ile elde edilen toplam maliyetin 1:10 ile elde edilenle
karsilastirilabilmesi icin 1:10 maliyet tablosu kullanilarak yapilmistir.

Ciplak algoritmalarin maliyet minimizasyonu amacini tasimiyor
olmasina ragmen, 1:20 kisiti altinda, dizeltiimis maliyetlerin daha dusik
olmasi ilging bir sonugtur. Yeni maliyet bilgisi altinda galigtirilan algoritmalarin
hedef sinift siniflandirma dogrulugu ZeroR, OneR, DecisionTable ve
DecisionStump algoritmalari altinda degdismezken, j48.J48 algoritmasinda
artmis j48.PART icin azalmistir (% 3 ve % 7).

Ciplak O6grenme algoritmalariyla elde edilen kurallar igin dikkat
edilmesi gereken, bu kurallarin maliyet bilgisinden bagimsiz 06grenilmig
olmalaridir. Yani, kurallar giplak algoritmalar igin maliyete duyarsizdir. Bu
durum her iki maliyet kisiti altinda c¢alistirilan algoritmalar igin de

gozlemlenmistir.
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4.2.2. Meta Siniflandirma Sonuglari

4.2.21. Maliyete Duyarh Ogrenme ve Meta Siniflandirma

Yontemleri

CostSensitiveClassifier ve  MetaCost  yontemleriyle  meta
siniflandirmada maliyete duyarhligin élgilmesinde maliyet bilgisinin etkisini
sorgulamak amaciyla, ¢iplak siniflandiricilarda da kullanilan, iki farkli maliyet
tablosu (bilgisi) kullaniimistir (1:10, 1:20).

M(A_B) gercek sinif etiketi basarilli olan bir 6rnegin basarisiz,
M(B_A) ise gercek sinif etiketi basarisiz olan bir 6rnegin basarili olarak hatall
siniflandiriimasinin maliyetidir. Maliyetler tek bir 6rnek igin gegerli ve butin
ornekler igin aynidir; maliyet tablolarinin her ikisinde de M(A_B) 1 iken,
M(B_A), 10 veya 20 degerlerini almaktadir.

WEKA platformu Meta siniflandiricilarindan CostSensitiveClassifier ile veri
maliyet kisitlari altinda (1:10 ve 1:20) elde edilen sonuglar Tablo 4.5'te

sunulmaktadir.

TABLO 4.5. COSTSENSITIVECLASSIFIER SONUCLARI (1:10)

Meta Siniflandirma (CostSensitiveClassifier)
Veri Sefi 1YP3YR _mik_1
iIi@ki: temb-weka.fiters. AttributeFilter-V-R1-99,104-169

SINIF |YOZDE DAGILIM Maliyet Tablosu
BASARILI|  97.66% 0 1
BASARISIZ)  2.34% 10 0
Siniflandirma Istatistikleri ZeroR OneR(*) | DecisionTable | DecisionStump |  j48.J48 j48.PART
Dogru Siniflandinlan Omekler (%)~ 97.66% - 97.26% 96.54% 97.31% 95.22%
Yanlig Siniflandinilan Ornekler (%))~ 2.34% - 2.74% 3.46% 2.6%% 4.78%
Toplam Maliyet 1000 - 999 1039 997 1032
Ortalama Maliyet| ~ 0.2341 - 0.2338 0.2432 0.2334 0.2416
Ortalama Mutlak Hata] 00234 - 0.0274 0.0346 0.0269 0.0478
Goreli Mutlak Hata (%))~ 50.96% - 59.63% 75.42% 58.61% 103.96%
Toplam Ornek Sayis! 4212 - 421 421 421 421
Ortalama Maliyet (2:1'e gore normallestirilmig) ()] ~ 0.2341 - 0.2338 0.2432 0.2334 0.2416
Siniflandirma Tablosu
Brinci Tip Hata (Gercek Sinif = BASARISIZ, Tahmin = BASARILI) 100 - 98 9 9% 92
Ikinci Tip Hata (Gergek Sinif = BASARILI, Tahmin = BASARISIZ) 0 - 19 4 17 112
"BASARISIZ" Siniflandirma Dogrulugu (%) 0 - 2 1 2 8

(*) OneR algoritmasi dagilim siniflandiricisi  olmadigindan CostSensitiveClassifier sonuclari
bulunmamaktadir.

(**) 2:1’e gore normallestirme, 1:20 ile elde edilen toplam maliyetin 1:10 ile elde edilenle
karsilastirilabilmesi igin 1:10 maliyet tablosu kullanilarak yapilmistir.
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4.2.2.2. Siniflandirma Sonuglari

ZeroR ile her iki maliyet kisiti altinda da en yuksek dogrulukla
siniflandirma yapilmistir. Tablo 4.5'te goruldugu gibi, ZeroR algoritmasinin
toplam ve ortalama maliyetleri 1:10 maliyet kisiti altinda DecisionTable ve
j48.J48 algoritmalariyla elde edilenden daha yuksektir. Bu iki algoritma hedef
sinif drneklerini % 2 dogrulukla siniflandirirken, ¢ogunluk sinif drneklerinden
sadece sirasiyla 19 ve 17 Ornegi basarisiz olarak siniflandirmis ve bu
baglamda toplam ve ortalama maliyetleri de dismustir. Diger taraftan,
j48.PART algoritmasiyla 1:10 kisiti altinda hedef sinif 6rnekleri en yluksek
dogrulukla (% 8) siniflandiriimistir. Bununla birlikte, ayni algoritma basarili
sinif érneklerinden 112 tanesini hatali siniflandirdigindan, toplam ve ortalama
maliyeti DecisionTable ve j48.J48 algoritmalarindan daha yuksektir.
DecisionStump ile 1:10 kisiti altinda hedef sinif érnekleri en disuk basariyla
siniflandinimistir. Bu nedenle DecisionStump ile elde edilen toplam ve

ortalama maliyetler diger algoritmalarinkinden daha yuksek olmustur.

Maliyete duyarlihgin olgulmesi amaciyla olusturulan diger maliyet
kisiti (1:20) altinda CostSensitiveClassifier meta siniflandiricisiyla ¢alistirilan

algoritmalarin sonuglari Tablo 4.6’da sunulmaktadir.

TABLO 4.6. COSTSENSITIVECLASSIFIER SONUCLARI (1:20)

Meta Siniflandirma (CostSensitiveClassifier)

Veri Seti: 1YP3YR_mik_1
liski: temb-weka filters. AttributeFilter-V-R1-99,104-169
SINIF YUZDE DAGILIM Maliyet Tablosu
BASARILI|  97.66% 0 1
BASARISIZ|  2.34% 20 0
Siniflandirma Istatistikleri ZeroR OneR (*) DecisionTable | DecisionStump j48.48 j48.PART
Dogru Siniflandirilan Omekler (%)~ 97.66% - 95.55% 86.66% 94.24% 94.15%
Yanlis Siniflandinilan Omekler (%) 2.34% - 4.45% 13.34% 5.76% 5.85%
Toplam Maliyet 2000 - 1957 2166 1899 1884
Ortalama Maliyet{ 04682 - 04581 0507 04445 0441
Ortalama Mutlak Hata| ~ 0.0234 - 0.0445 01334 0.0576 0.0585
Goreli Mutlak Hata (%)) 50.96% - 96.83% 290.48% 125.37% 127.40%
Toplam Omek Sayisi 4272 - 4272 4272 4212 4212
Ortalama Maliyet (2:1'e gore normallestirilmig) ()]~ 0.2341 - 0.2404 0.3104 0.2409 0.2397
Toplam Maliyet (2:1'e gore normallestirilmig) (**) 1000 - 1027 1326 1029 1024
Siniflandirma Tablosu
Brinci Tip Hata (Gergek Sinif = BASARISIZ, Tahmin = BASARILI) 100 - 93 84 87 86
Ikinci Tip Hata (Gercek Sinif = BASARILI, Tahmin = BASARISIZ) 0 - 97 486 159 164
"BASARISIZ" Siniflandirma Dogrulugu (%) 0 - 7 16 13 14

(*) OneR algoritmasi dagihm siniflandiricisi  olmadigindan CostSensitiveClassifier sonuglari
bulunmamaktadir.

(**) 2:1’e goére normallestirme, 1:20 ile elde edilen toplam maliyetin 1:10 ile elde edilenle
karsilastirilabilmesi igin 1:10 maliyet tablosu kullanilarak yapilmistir.
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Daha yuksek maliyet kisiti altinda galigtirilan algoritmalar arasinda
ZeroR ile en yuksek dogruluk ve en yuksek toplam ve ortalama maliyetlerle
siniflandirma yapilmistir. ZeroR algoritmasinin hedef siniflandirma basarisi
% 0’dir. DecisionTable, DecisionStump, j48.J48 ve j48.PARTIn hedef
siniflandirma oranlari sirasiyla % 7, % 16, % 13 ve % 14 olarak goézlenmisgtir.
1:20 maliyet kisiti altinda hedef sinifi en yuksek dogrulukla (% 16)
siniflandiran algoritma DecisionStump algoritmasidir. Ayni zamanda, bu
algoritmanin ayni maliyet bilgisiyle toplam ve ortalama maliyetleri de
digerlerinden daha yuksek, genel siniflandirma dogruluguysa daha duguk
olarak gergeklesmigtir. Maliyete duyarli siniflandirmada kullanilan diger meta
siniflandirici MetaCost’'un 1:10 maliyet kisiti altindaki sonuglari Tablo 4.7’de

sunulmaktadir.

TABLO 4.7. METACOST SONUCLARI (1:10)

Meta Siniflandirma (MetaCost)
Veri Set: 1YP3YR_mik 1
ligki: temb-weka filters. AttributeFilter-V-R1-99,104-169
SINIF - |YUZDE DAGILIM Maliyet Tablosu
BASARILI|  97.66% 0 1
BASARISIZ|  2.34% 10 0
Siniflandirma Istatistikleri ZeroR OneR DecisionTable | DecisionStump|  j48.J48 j48.PART
Dogjru Siniflandinlan Omekler (%)] ~ 97.66% 97.21% 97.66% 97.64% 93.82% 97.66%
Yanlig Siniflandinlan Ornekler (%)f ~ 2.34% 2.79% 2.34% 2.36% 6.18% 2.34%
Toplam Maliyet 1000 1010 1000 1001 1047 1000
Ortalama Maliyet]  0.2341 0.2364 0.2341 0.2343 0.2451 0.2341
Ortalama Mutlak Hata| ~ 0.0234 00279 0.0234 0.0236 0.0618 0.0234
Goreli Mutlak Hata (%)]  50.96% 60.64% 50.96% 5147% 134.54% 50.96%
Toplam Ornek Sayisi 4272 4272 4272 4272 4272 4272
Ortalama Maliyet (2:1'e gore normallestirilmis) (**)] 02341 0.2364 0.2341 0.2343 0.2451 0.2341
Siniflandirma Tablosu
Brinci Tip Hata (Gercek Sinif = BASARISIZ, Tahmin = BASARILI) 100 9 100 100 87 100
Ikinci Tip Hata (Gercek Sinif = BASARILI, Tahmin = BASARISIZ) 0 20 0 1 177
"BASARISIZ" Siniflandirma Dogrulugu (%) 0 1 0 0 13 0

(*) 2:7’e gére normallestirme, 1:20 ile elde edilen toplam maliyetin 1:10 ile elde edilenle
karsilastirilabilmesi igin 1:10 maliyet tablosu kullanilarak yapilmistir.

MetaCost, 1:10 ve 1:20 maliyet bilgileriyle calistiriimistir. 1:10 maliyet
bilgisiyle, j48.J48 disinda diger algoritmalarin siniflandirma dogrulugu maliyet
ve hedef siniflandirma dogrulugu performanslari birbirine yakin olarak
gerceklesmistir. j48.J48 algoritmasinin genel siniflandirma performansi
dusik ve maliyetleri yiksek iken hedef siniflandirma dogrulugu % 13 olarak
g6zlemlenmektedir. OneR algoritmasi hedef sinifi sadece % 1 basariyla

siniflandirabilmistir.
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TABLO 4.8. METACOST SONUCLARI (1:20)

Meta Siniflandirma (MetaCost)

Veri Seti: 1YP3YR_mik_1
ligki: temb-weka filters. AttributeFilter-V-R1-99,104-169
SINIF |YOZDE DAGILIM Maliyet Tablosu
BASARILI]  97.66% 0 1
BASARISIZ|  2.34% 20 0
Siniflandirma Istatistikleri ZeroR OneR DecisionTable |DecisionStump|  j48.J48 j48.PART
Dogru Siniflandinlan Ornekler (%)]  97.66% 97.21% 97.66% 93.94% 93.21% 97.66%
Yanlig Siniflandinilan Ornekler (%)[ ~ 2.34% 2.79% 2.34% 6.06% 6.79% 2.34%
Toplam Maliyet 2000 2000 2000 2083 1867 2000
Ortalama Maliyet{ ~ 0.4682 04682 04682 04876 0437 04682
Ortalama Mutlak Hata] ~ 0.0234 0.0279 0.0234 0.0606 0.0679 0.0234
Goreli Mutlak Hata (%)]  0.509615 0.606442 0509615 1.319903 1477884 50.96%
Toplam Ornek Sayisi 4272 4212 4272 4272 4272 4212
Ortalama Maliyet (2:1'e gore normallestirilmig) (**)[  0.2341 0.2364 0.2341 0.2629 02427 0.2341
Toplam Maliyet (2:1'e gore normallestirilmig) (**) 1000 1010 1000 1123 1037 1000
Siniflandirma Tablosu
Brinci Tip Hata (Gergek Sinif = BAJARISIZ, Tahmin = BASARILI) 100 99 100 9% 83 100
Ikinci Tip Hata (Gergek Sinif = BASARILI, Tahmin = BASARISIZ) 0 20 0 163 207
"BASARISIZ" Siniflandirma Dogrulugu (%) 0 1 0 4 17 0

(**) 2:1’e gore normallestirme, 1:20 ile elde edilen toplam maliyetin 1:10 ile elde edilenle
karsilastirilabilmesi igin 1:10 maliyet tablosu kullanilarak yapilmistir.

1:20 maliyet kisiti altinda ZeroR, OneR, DecisionTable ve j48.PART
kural 6drenme algoritmalarinin genel siniflandirma, maliyet ve hedef
siniflandirma performanslari ayni kalirken, karar agaci algoritmalar
DecisionStump ve j48.J48'in hedef sinifi 6grenme performanslari marjinal
dizeyde artmistir (% 4 ve % 17). Karar agaglarindan DecisionStump’in
toplam ve ortalama maliyetleri 1:10 kisiti altindakine gore artarken j48.J48’in

maliyetlerinde bir disme gozlemlenmistir.

4.2.2.3. Meta Siniflandiricilar ve Alt Orneklemler (10 Set)

Ciplak siniflandiricilar meta siniflandiricilarla  birlestirildiginde,
0zunde maliyete duyarl siniflandirma yapacak sekilde tasarlanmadiklari igin,
maliyet bilgisi degisse de ayni kurallari 6grenmektedir. Bu baglamda,
kurallarin maliyet bilgisine duyarlihginin sinanabilmesi amaciyla 4,272
ornekten olusan veri seti sinif dagilimlari degisecek sekilde 10 alt 6rneklem
halinde yeniden duzenlenmigtir. Elde edilen veri setlerinde indirgeme iglemi
rassal olarak yap|Im|§t|rm. indirgenmis veri setlerinin maliyet duyarliligini
O0lcmek amaciyla CostSensitiveClassifier ve MetaCost meta siniflandiricilar

kullaniimistir. Alt drneklemlerle ilgili istatistikler Tablo 4.9'da sunulmaktadir.

¥’ Rassal elemede, her érnege rassal sayilar atanmis ve belirli bir esigin tizerindeki drnekler elenmistir.
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TABLO 4.9. ALT ORNEKLEM iSTATISTIKLERI

VERI SETI SET1 [SET2 |[SET3 |[SET4 |[SET5 |[SET6 |SET7 |SET8 |SET9 |SET10
ORNEKLEM BUYUKLUGU 2103|2336 [2549 |2754 |2973 (3186 3397 (3609 3842 |4069
OZNITELIK SAYISI 165 [165 |165 [165 [165 165 [165 |165 [165  |165
MALIYET MATRIKSI 0,1;10,010,1;10,0{0,1;10,0(0,1;10,0|0,1;10,0{0,1;10,010,1;10,0{0,1;10,010,1;10,0{0,1;10,0

SINIF DAGILIMI (Ornek Sayisi)
basarih]2003 12236  |2449 2654 {2873 |3086 (3297 (3509 3742 |3969

basarisiz|100 100 100 100 100 100 100 100 100 100
SINIF DAGILIMI (Yiizde)

basarih|95.24 [95.72 |96.08 [96.37 |[96.64 [96.86 [97.06 |97.23 [97.40 |97.54
bagansiz|476 [428 (392 [363 (336 314 [294 [277 [260 [2.46

indirgenmis  alt  drneklemler, WEKA meta siniflandiricilari
CostSensitiveClassifier ve MetaCost Uzerine bindirilen DecisionStump,
DecisionTable, j48.j48, j48.PART, OneR ve ZeroR c¢iplak siniflandiricilariyla
bgrenilmig,tirﬂ.

Maliyete duyarli genel ve hedef siniflandirma dogrulugu sonuglari
Tablo 4.10 ve Tablo 4.11’da sunulmaktadir.

TABLO 4.10. GENEL SINIFLANDIRMA DOGRULUGU" (%)

Meta Indirgenmig Orneklemler
Siniflandinci | Siniflandinei  [SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SETO | SET10 |
costSensitive |DecisionStump 95,96 90,45 78,85 90,81 96,17 96,58 96,76 96,90 96,69 96,76
MetaCost DecisionStump 96,00 91,90 95,57 96,11 96,03 96,74 97,03 97,17 97,24 97,52
|costSensitive DecisionTable 95,10 90,37 94,78 94,00 96,64 96,11 96,17 96,95 95,21 97,25
|MetaCost DecisionTable 96,15 95,16 95,80 96,30 96,47 96,58 96,88 97,09 97,11 97,49
[costSensitive |J48 96,58 193,71 95,29 9524 19549 9517  [95,26 96,37 96,02 197,15
[MetaCost J48 89,82 188,66 89,64 90,09 91,29 92,09 {9296 92,66 92,69 193,88
[costSensitive JJ48PART 9439 9247 93,37 93,46 193,88 9422 194,58 94,79 94,51 95,33
[MetaCost JASPART 8745 185,36 85,25 86,24 187,66 87,85 188,22 90,05 190,06  [90,07
[costSensitive JOneR . - . . - . - - . -
|MetaCOSt OneR 95,00 94,48 94,98 95,35 95,89 95,79 96,41 96,70 97,03 97,15
|costSensitive ZeroR 95,24 95,72 96,08 96,37 96,64 96,86 97,06 97,23 97,40 97,54
MetaCost ZeroR 95,25 95,72 96,08 96,37 96,64 96,86 97,06 97,23 97,40 97,54
Maksimum 96,58 95,72 96,08 9,37 196,64 96,86 197,06 97,23 9740 197,54
costSensitive |Minimum 94,39 190,37 78,85 90,81 93,88 9422 194,58 94,79 94,51 95,33
IMaksimum 96,15 95,72 96,08 96,37 96,64 96,86 97,06 97,23 97,40 97,54
MetaCost |Minimum 87,45 85,36 85,25 86,24 87,66 87,85 88,22 90,05 90,06 90,07

(*) OneR algoritmasi dagilim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir.

10 alt 6rneklemle yapilan siniflandirmalardan CostSensitiveClassifier
meta siniflandiricisi altinda en ylksek siniflandirma dogrulugu ZeroR
algoritmasiyla 4,069 6rnekten olusan Set 10’la (% 97.54) elde edilmigtir. Bu
siniflandirma dogrulugu ayni zamanda, veri setinin sinif dagiliminda

cogunluk (BASARILI) sinifinin toplam icindeki payidir.

% OneR, bir dagiim siniflandiricisi olmadigindan CostSensitiveClassifier meta siniflandiricisi ile siniflandirma
¢6zUmleme sonuglari alinmamistir.
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CostSensitiveClassifier, hedef (BASARISIZ) sinifi en yuksek dogrulukla
siniflandiran kurallar DecisionStump algoritmasiyla Set 3’le 6grenmistir (%
52).

TABLO 4.11. HEDEF SINIFLANDIRMA DOGRULUGU" (%)

Meta Indirgenmis Orneklemler
Sinflandinic |~ Siniflandinei [ SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SETO | SET10 |
costSensitive |DecisionStump 15,00 21,00 52,00 12,00 0,00 1,00 0,00 0,00 1,00 0,00
MetaCost DecisionStump 17,00 16,00 2,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
|costSensitive DecisionTable 41,00 11,00 5,00 8,00 0,00 2,00 4,00 1,00 7,00 2,00
|MetaCost DecisionTable 33,00 11,00 2,00 3,00 3,00 2,00 1,00 2,00 2,00 1,00
|costSensitive J48 43,00 16,00 8,00 1,00 8,00 9,00 8,00 4,00 6,00 2,00
|MetaCost J48 47,00 26,00 20,00 24,00 22,00 16,00 17,00 16,00 20,00 18,00
|costSensitive J4BPART 36,00 12,00 18,00 9,00 11,00 11,00 14,00 7,00 7,00 9,00
|MetaCost J4BPART 52,00 37,00 24,00 25,00 24,00 21,00 26,00 26,00 20,00 23,00
[costSensitive JOneR - - - - - - - - - -
|MetaCost OneR 21,00 6,00 2,00 2,00 1,00 0,00 1,00 0,00 2,00 0,00
|costSensitive ZeroR 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
MetaCost ZeroR 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
Maksimum 43,00 21,00 52,00 12,00 11,00 11,00 14,00 7,00 7,00 9,00
costSensitive [Minimum 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
|_Maksimum 52,00 37,00 24,00 25,00 24,00 21,00 26,00 26,00 20,00 23,00
MetaCost Minimum 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

(*) OneR algoritmasi dagilim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir.

CostSensitiveClassifier ile meta siniflandirmada DecisionStump
algoritmasi disindaki diger yontemlerde egitim setinin Olgcegi buytdukge
genel siniflandirma dogrulugu artarken, hedef siniflandirma dogrulugunun

azaldigi gézlemlenmektedir.

TABLO 4.12. ORTALAMA MALIYETLER"

Meta Indirgenmig Orneklemler
Sinflandinici |~ Swniflandine [ SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SETQ | SETA0 |
costSensitive |DecisionStump 04042 [0,3998 ]0,3809 0,794 [0,3411 |0,3139 0,973 |0,2804 0,650 0,536
MetaCost _ |DecisionStump 03951 |04045 03903 |[0,3656 |0,3424 |03151 02947 |02776 0,618 0,460
[costSensitive |DecisionTable 03019 04392 03876 [0,3606 |0,3364 |0,3158 |0,2926 |02774 0,657 0,243
[MetaCost _ |DecisionTable 03252 [0,3813 |0,3880 [0,3540 0,320 03110 [0,2935 [02735 |0,2585 0,440
|costSensitive [J48 02782 |0,3866 03719 [0,3417 [0,3236 |0,3054 02911 |02757 0,600 |0,2453
[MetaCost _ [J48 03286 |0,3985 |0,3860 |[0,3475 0,232 |0,3164 [0,2903 |0,2829 0,605 |0,2426
|costSensitive |J48PART 03300 |04144 03558 |[0,3627 |0,3306 |0,3002 [02820 [02840 0,728 |0,2480
[MetaCost _ |J48PART 03310 |0,3891 04158 |[0,3827 |0,3535 |0,3446 03138 |02840 |0,2868 0,269
[costSensitive JOneR . - . . - . - - . -
[MetaCost _ |OneR 03880 |04174 03962 |0,3667 |0,3407 |0,3245 02982 |02823 |0,2592 0,497
[costSensitive [ZeroR 04755 04281 03923 [0,3631 [0,3364 |0,3139 [0,2944 02771 0,603 0,458
MetaCost _ |ZeroR 04755 04281 |0,3923 [0,3631 [0,3364 |0,3139 [0.2944 [02771 |0,2603 |0,2458
Maksimum 04755 04392 03923 [0,3794 03411 03158 02973 (02840 02728 10,2536
costSensitive |Minimum 02782 [0,3866 |0,3558 [0,3417 |0,3236 |0,3054 02820 |02757 02600 0,443
[Maksimum 04755 04281 04158 03827 03535 |0,3446 03138 02840 0,868 0,269
MetaCost _[Minimum 03252 [0,3891 [0,3860 |[0,3475 [0,3232 03110 [02903 |0,2735 [0,2585 0,426

(*) OneR algoritmasi dagiim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir.
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MetaCost meta siniflandiricisiyla yapilan ¢ézimlemelerde ZeroR
algoritmasi, genel siniflandirma dogrulugu Set 10’la en yiksek (% 97.54)
algoritma olarak bulunmustur. Hedef siniflandirmada en ylksek siniflandirma
dogrulugu (% 52) ile j48.PART ve 2,103 ornekten olugsan Set 1’le elde
edilmigtir.

Meta siniflandirmalarda, ortalama maliyet orneklem buayukluguyle
ters orantill olarak degismektedir. CostSensitiveClassifierla en dusik
ortalama maliyet DecisionTable ve Set 10’la (0.2440), MetaCost'la en dusik
ortalama maliyet (0.2426) j48.48 ve Set 10’la elde edilmigtir (Tablo 4.12).

4.2.2.4. CostSensitiveClassifier ve MetaCost

Hedef sinifin en yilksek dogrulukla tahmini her iki meta
siniflandiriciyla % 52 olarak gergeklesmistir. MetaCost bu siniflandirma
dogruluguna, daha kuguk olcekli bir veri seti olan Set 1 (2,103 6rnek), 0.3310
ortalama maliyet ve j48.PART algoritmasiyla ulasirken,
CostSensitiveClassifier ayni performansi Set 3 (2,549 06rnek), 0.3809
ortalama maliyet ve DecisionStump algoritmasiyla elde edebilmistir. Bu
baglamda, CostSensitiveClassifier'in MetaCost'a gbére daha verimsiz bir
siniflandirma  yaptigi  dusundlebilir. Fakat, kural 06grenme algoritmasi
olmasina ragmen j48.PART, birden fazla kural ve daha karmasik bir 6runti
elde etmis ve bu acgidan daha basit ve anlagilir kurallar 6grenen
DecisionStump algoritmasindan basitlik dlgutine gore daha geride kalmistir.
Bu iki meta siniflandiricidan hangisinin kullanilacagi, kullanim (kural)
karmasikliginin da bir maliyet etmeni olarak alinmasindan sonra verilecek bir
karardnE.

4.2.2.5. Siniflandirma Dogrulugu ve Maliyet Verimliligi: Senaryo

Analizleri

Meta siniflandirma yodntemleriyle maliyete duyarli duruma getirilen
ogrenme algoritmalari, genel ve hedef siniflandirma dogrulugu ve ortalama

maliyet Olgutleriyle karsilastinlmigtir.  Bununla birlikte, algoritmalarin

99 . - - ) .
Basit ya da az 6nculli kurallar daha genel kurallardir ve anlamli oldugu surece karmasik kurallara tercih edilirler.
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degerlendiriimesinde sadece bu olgutler yeterli degildir. Bu baglamda,
Ozellikle, hedef siniflandirma ve maliyet verimliliginin 6lciimesi amaciyla yedi

adet senaryo olusturulmustur.

Senaryo 1. Ortalama Maliyet-1 (OM-1i)m: Ortalama maliyetler,
orneklem buyuklugu yerine en buyuk orneklemin buyuklugune gore

hesaplanmistir.

TABLO 4.13. ORTALAMA MALIYET-1"

Meta Indirgenmig Orneklemler
Siniflandirici Siniflandirici SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SET9 | SET10
costSensitive |DecisionStump 0,2089 |0,1942 10,1180 [0,2163 [0,2458 10,2433  [0,2458 [0,2458 10,2433  |0,2458
MetaCost DecisionStump 0,2042 10,2067 [0,2411 10,2460 ]0,2460 (0,460 ]0,2460  [0,2460  ]0,2460  |0,2460
[costSensitive |DecisionTable 01560 10,2298 [0,2445 10,2371 10,2568 [0,2519 |0,2470 {0,543 ]0,2396 10,2519
[MetaCost DecisionTable 01681 10,2221 [0,2443 10,2418 10,2418 [0,2443 ]0,2467 [0,2443 10,2443 10,2467
[costSensitive JJ48 01438 10,2101 [0,2298 10,2470 10,2298 [0,2273 0,2298 (0,239 |0,2347 0,245
[MetaCost J48 01698 10,2214 [0,2362 |0,2264 10,2313  [0,2460 |0,2436  {0,2460  [0,2362 0,2411
[costSensitive |J48PART 01706 10,2295 [0,2148 10,2369 10,2320 [0,2320 0,2246  {0,2418  ]0,2418 10,2369
[MetaCost JABPART 01711 10,2079 [0,2399 10,2374 10,2399 [0,2473 0,2350 {0,350  |0,2497 10,2423
[costSensitive JOneR - - - - - - - - - -
[MetaCost OneR 0,2005 10,2374 [0,2472 |0,2472 10,2497  [0,2521 |0,2497 {0,2521 |0,2472 ]0,2521
[costSensitive ZeroR 0,2458 10,2458 [0,2458 10,2458 10,2458  [0,2458 10,2458 [0,2458  ]0,2458  |0,2458
MetaCost ZeroR 02458 10,2458 [0,2458 10,2458 10,2458  [0,2458 |0,2458 [0,2458  |0,2458 10,2458
Maksimum 02458 10,2458 (0,458 10,2470 10,2568 [0,2519 ]0,2470  [0,2543 10,2458 10,2519
costSensitive [Minimum 01438 10,1942 (0,180 10,2163 ]0,2298 [0,2273 10,2246 {0,239 0,2347 10,2369
|Maksimum 02458 10,2458 [0,2472 10,2472 10,2497  [0,2521 10,2497 {0,2521  [0,2497 10,2521
MetaCost  |Minimum 01681 10,2067 [0,2362 |0,2264 10,2313 (0,443 |0,2350 {0,2350 [0,2362 |0,2411

(*) OneR algoritmasi dagilim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir.

Tablo 4.13'te maliyet rakamlarinin set 10’daki 4,069 &6rnegin birim
basina dusen maliyetleriyle karsilastirilabilmesi amaciyla ortalama maliyet
set 10’'un orneklem bulyuklugiyle (4,069) normallestiriimistir. 10 veri seti
arasinda (ZeroR ile yapilan siniflandirmalar disinda) elde edilen ortalama
maliyetlerin en disugu Set 1’in ortalama maliyetleridir. Normallestirme sureci,

ortalama maliyetleri klguk Olgekli drneklemlerin lehine disurmektedir.

Senaryo 2. Ortalama Maliyet-2 (OM-2i)m: Alt 6rneklemlerin birinci
ve ikinci tip hatalari, érneklem buyUklUk katsayilariyla dizeltilmis ve ortalama

maliyetler en buylk érneklemin buyukltguyle normallestirilmistir.

1% Ortalama Maliyet-1 (OM-1;)
OM-1; = {[(ai|Set) x p(a)] + [(bi|Set) x u(B)I} / ¢(Setro); i=1,2, ... ,10
olarak tanimlanmaktadir. (aj|Set;) , Set'nin birinci tip hatasi, y(a), birinci tip hata maliyeti, (bj|Set;), Set'nin ikinci tip
hatasi, p(B), ikinci tip hata maliyeti, g(Set1o), Set 10°un érneklem buydklGghdur (4,069).
%' Ortalama Maliyet-2 (OM-2)),
I = g(Set) / g(Setyo); i = 1,2, ... ,10 iken,
OM-2 = T x {[(ailSet;) x u(a)] + [(bilSet) x L(B)]} / 5(Setio)
olarak tanimlanmaktadir. g(Set;) i 6rnekleminin bayukligudur.
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TABLO 4.14. ORTALAMA MALIYET-2"

Meta Indirgenmig Orneklemler
Sinflandinici |~ Swniflandine [ SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SETQ | SETA0 |
costSensitive |DecisionStump 04042 0,382 |0,1883 [0,3195 |0,3364 |0,3107 0,294 |02771 0,577 0,458
MetaCost _ |DecisionStump 03951 |0,3600 |0,3848 |[0,3634 [0,3367 |0,3142 [0,2946 |02773 0,605 |0,2460
[costSensitive |DecisionTable 03019 04002 03903 |[0,3504 03515 |0,3217 02958 |0,2868 |0,2537 |0,2519
[MetaCost _ |DecisionTable 03252 |0,3869 ]0,3899 [0,3573 [0,3309 03120 |0,2955 |02754 |0,2587 0,467
|costSensitive [J48 02782 |0,3660 |0,3668 [0,3649 [0,3145 02903 02753 |02702 02486 0,245
[MetaCost _ [J48 03286 |0,3857 03770 [0,3344 03165 03142 [02917 02774 02501 0,241
|costSensitive |J48PART 03300 [0,3998 03429 [0,3500 |03175 |0,2963 02691 [02726 |0,2561 |0,2369
[MetaCost _ |J48PART 03310 [0,3622 03829 [0,3508 |0,3283 |0,3158 02815 |02649 0,645 |0,2423
[costSensitive JOneR - - - - - - - - - -
[MetaCost _ |OneR 03880 04135 |0,3947 |[0.3653 |0,3417 |0,3220 02991 [0,2843 0,618 |[0,2521
[costSensitive [ZeroR 04755 04281 03923 [0,3631 [0,3364 |0,3139 [0,2944 02771 0,603 0,458
MetaCost _ |ZeroR 04755 04281 |0,3923 [0,3631 [0,3364 |0,3139 [0.2944 [02771 0,603 |0,2458
Maksimum 04755 04281 103923 0,649 03515 10,3217 10,2958 |0,2868 10,2603 0,519
costSensitive |Minimum 02782 [0,3382 |0,1883 [0,3195 03145 0,003 02691 [02702 02486 |0,2369
[Maksimum 04755 04281 03947 03653 03417 03220 02991 [02843 0,645 |0,2521
MetaCost _[Minimum 03252 [0,3600 03770 [0,3344 [03165 [03120 [02815 |0,2649 0,501 [0,2411

(*) OneR algoritmasi dagiim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir.

Tablo 4.14 alt 6rneklemlerdeki birinci ve ikinci tip hatalarin, érneklem
blayuklUklerine gdre duzeltilerek, Set 10’a gobre normallestirimesiyle
olusturulmustur. Duzenleme sonucunda gozlemlenen, uyarlanmig ortalama
maliyetlerin Orneklem buyukluguyle ters orantili olarak degismesidir. En
yuksek uyarlanmis ortalama maliyetler Set 1’in ortalama maliyetleridir. Boyle
bir maliyet yapisinin olugsmasi, hedef hatali siniflandirma maliyetinin yiuksek
olmasindan kaynaklanmaktadir. Ayrica, kiguk olcekli veri setlerinde hedef
sinif drneklerinin drneklem icindeki oraninin buylk olmasinin da bu sonuca

bir etkisi olmustur.

Senaryo 3. Ortalama Maliyet-3 (OM-3i)m: En blylk oérneklemin
birinci ve ikinci tip hatalari, érneklem buyUklik katsayilariyla dizeltilmis ve

ortalama maliyetler en blyuk orneklemin buayukluguyle normallestirilmigtir.

%2 Ortalama Maliyet-3 (OM-3)),
OM-3; = {[(ai|Set1o) x p(a)] + [(bi|Setio) x U(B)]} / ¢(Setro); i=1,2, ... ,10
olarak tanimlanmaktadir.

111



TABLO 4.15. ORTALAMA MALIYET-3"

Meta Indirgenmig Orneklemler
Sinflandinici |~ Swiflandine [ SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SETQ | SETA0 |
costSensitive |DecisionStump 04755 04281 |0,3923 [0,3631 [0,3364 |0,3139 0,294 0,271 0,603 0,458
MetaCost _ |DecisionStump 04759 04285 03927 [0,3634 03367 03142 02946 02773 0,605 0,460
|costSensitive |DecisionTable 04873 04387 04021 [03721 [03447 03217 [03017 02840 |0,2668 |0,2519
[MetaCost _ |DecisionTable 04774 04297 03938 [0,3645 03377 03151 02955 |02782 0,613 |0,2467
|costSensitive [J48 04732 04260 03904 [0.3613 [0,3347 03123 [02929 |02757 02590 0,445
[MetaCost _ [J48 04665 04200 03849 [0,3562 0,300 |0,3079 02888 |02718 |0,2553 |0,2411
|costSensitive |J48PART 04584 04127 03782 03500 [03242 |0,3026 02838 |02671 |0,2509 |0,2369
[MetaCost _ |J48PART 04689 04221 03869 [0,3581 [0,3317 |0,3005 02903 02732 |0,2567 |0,2423
[costSensitive JOneR - - - - - - - - - -
[MetaCost _ |OneR 04879 04392 04025 03725 |03451 |0,3220 [0,3020 |0,2843 0,670 |0,2521
[costSensitive [ZeroR 04755 04281 03923 [0,3631 [0,3364 |0,3139 [0,2944 02771 0,603 0,458
MetaCost _ |ZeroR 04755 04281 |0,3923 [0,3631 [0,3364 |0,3139 [0.2944 [02771 0,603 |0,2458
Maksimum 04873 04387 04021 (03721 03447 03217 [0.3017 [0,2840 10,2668 0,519
costSensitive |Minimum 04584 04127 03782 03500 [03242 03026 02838 02671 02509 |0,2369
[Maksimum 04879 04392 04025 03725 03451 03220 [0,3020 |0,2843 02670 |0,2521
MetaCost _[Minimum 04665 (04200 [0,3849 [0.3562 [0,3300 |0,3079 [0.2888 |0,2718 |0,2553 [0,2411

(*) OneR algoritmasi dagiim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir.

Tablo 4.15, Tablo 4.13’te karsilasilan yanlihgin (érneklem buyuklik
etkisinin) giderilmesi amaciyla, her veri setindeki hatal siniflandirilan érnek
sayisinin orneklem buyudklUkleriyle dogru orantii ve Set 10°’daki hatah
siniflandinlan 6rnek kadar alinmasi ve Set 10’la normallestirimesiyle
olusturulmustur. Bu duzeltme, O6zellikle j48.J48 gibi algoritmalarin farkli
maliyet bilgilerine duyarliligini  6lgmek amaciyla sinif  dagihminin
degistiriimesiyle elde edilen farkli oOlgekteki alt orneklemlerin ortalama
siniflandirma  maliyetlerinin  karsilastirilabilirligini  saglamak amaciyla
yapiimistir. Tablo 4.15’te gozlemlenen, sinif dagiliminin hedef sinif lehine
degistiriimesiyle, hedef sinifi hatali siniflandirma maliyetlerinin  ylUksek
olmasina bagl olarak, ortalama siniflandirma maliyetlerinin artmasidir.
Bununla birlikte, ortalama maliyetlerdeki artisin ger¢cek anlamda bir maliyet
artisi olup olmadigi ancak hedef siniflandirma dogruluguyla birlikte ele
alindiginda anlasilabilir. Amag hedef sinifi veri maliyet bilgisi kisiti altinda en
yuksek dogrulukla siniflandirmak oldugundan, ortalama maliyet bilgisi birim
dogru siniflandirilan hedef sinifa ait 6rnek sayisiyla ilintilendirilmelidir (Tablo
4.16).

Tablo 4.15’te gbzlemlenen, daha kiguk érneklemlerdeki hatalar en

blylk orneklemdeki (Set 10) hatalarla dogru oranda artirildiginda kuguk
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Olcekli orneklemlerin ortalama siniflandirma maliyetleri artiyorsa da,
orneklem iginde hedef sinif orneklerinin orani artirildiginda siniflandirma

maliyet verimliliginin artmasidir.

Senaryo 4. Ortalama Maliyet Verimliligi (OVMi)m: Senaryo 3'te
hesaplanan ortalama maliyetler, her 6rneklemde elde edilen hedef dogru
siniflandirma  performansina, yani dogru siniflandirilan hedef sinif

orneklerinin sayisina bolunmustar.

TABLO 4.16. ORTALAMA MALIYET VERIMLILIGI"

Meta Indirgenmig Orneklemler
Siniflandirici Siniflandirici SET1 | SET2 | SET3 | SET4 | SET5 | SET6 | SET7 | SET8 | SET9 | SET10

costSensitive |DecisionStump 0,0317 10,0204 10,0075 [0,0303 |- 03139 |- - 0,2603

MetaCost DecisionStump 0,0280 10,0268 10,1963 |- - - - - - -
[costSensitive |DecisionTable 0,0119 10,0399 10,0804 [0,0465 |- 0,1608 10,0754 10,2840 10,0381  |0,1259
[MetaCost DecisionTable 0,0145 10,0391 10,1969 [0,1215 0,126 [0,1575 10,2955 [0,1391 10,1306  [0,2467
[costSensitive |J48 0,0110 10,0266 ]0,0488 10,3613 |0,0418 [0,0347 0,0366 [0,0689 10,0432 [0,1223
[MetaCost J48 0,0099 10,0162 0,0192 {0,0148 0,0150 {0,0192 0,0170 {0,0170 10,0128 [0,0134
[costSensitive JJ48PART 0,0127 10,0344 10,0210 {0,0389 0,0295 {0,0275 10,0203 {0,0382 10,0358  [0,0263
[MetaCost JASPART 0,0090 10,0114 10,0161 {0,0143 0,0138 [0,0147 0,0112 {0,0105 10,0128 {0,0105
[costSensitive JOneR - - - - - - - - - -
[MetaCost OneR 0,0232 10,0732 10,2012 {0,1863 0,3451 |- 0,3020 |- 0,1335

[costSensitive |ZeroR

MetaCost ZeroR

Maksimum 0,0317 10,0399 10,0804 10,3613 [0,0418 0,3139 00754 10,2840 {0,2603 [0,1259
costSensitive [Minimum 0,0110 0,0204 10,0075 10,0303  [0,0295 10,0275 10,0203 10,0382  [0,0358  [0,0263
[Maksimum 00280 10,0732 10,2012 {0,863 [0,3451 ]0,1575 10,3020 {0,391 [0,1335  [0,2467
MetaCost  |Minimum 0,0090 0,0114 10,0161 |0,0143 [0,0138 |0,0147 10,0112 {0,0105 [0,0128 {0,0105

(*) OneR algoritmasi dagilim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir. Bos alanlar, hedef sinif érneklerinden dogru siniflandirilan érnek sayisinin 0 oldugu
alanlardir.

Tablo 4.16, Tablo 4.15’te elde edilen ortalama maliyetlerin dogru
siniflandirilan hedef sinif érnek sayisina bolinmesiyle olusturulmusturm. Bu

T

tablo hedef sinif érneklerinin dogru siniflandiriimasinin™ ortalama maliyeti
hakkinda bilgi vermektedir. Tablo 4.16’da gozlemlenen, DecisionStump
algoritmasi harig, diger algoritmalar MetaCost ve CostSensitiveClassifier
meta yontemleriyle birlestirildiginde, en disuk 6rnek sayisina sahip olan Set
1’de, hedef sinif drneklerinin en dusik maliyet verimliligiyle siniflandiriimis

olmasidir.

1% Ortalama Maliyet Verimliligi (OVM,),

OVM; = OM-3; / (Aneaer|Seti); 1 = 1,2, ... ,10
olarak tanimlanmaktadir. Apeqer , hedef siniflandirma dogrulugudur.
1% By diizeltme hedef dogru siniflandirmanin maliyet verimliligini 6lgmek amaci ile yapilmistir.
% Hedef dogru siniflandirmasindaki artis diger sinif aleyhine siniflandirma dogrulugunun digsmesine yol acabilir;
diger sinif 6rneklerinden hatal siniflandirilanlarin sayisiyla ve birim hatal siniflandirma maliyetleriyle dogru orantili
olarak ortalama maliyet yukselebilir.
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Senaryo 5. Maliyet Duyarhhgi-1 (MD-1i,i+1)m: Senaryo 1’de
hesaplanan ortalama maliyetlerdeki degisme, her 6rneklemdeki hedef sinif

orneklerinin ylizde degisimine bolinmusgtir.

TABLO 4.17. MALIYET DUYARLILIGI-1"”

indirgenmis Orneklemler
SET1-| SET2- | SET3- | SET4- | SET5- | SET6- | SET7- | SET8- | SET9-
Meta Siniflandirici Siniflandirici SET 2 SET3 SET 4 SET5 SET6 | SET7 | SET8 SET9 | SET10

costSensitive DecisionStump 31 21,3 -33,7 -11,0 11 1,3 0,0 15 A7
MetaCost DecisionStump 0,5 -9,6 -1,7 0,0 0,0 0,0 0,0 0,0 0,0
|costSensitive DecisionTable -15,5 41 25 74 2,72 25 -4,3 8,8 -8,5
[MetaCost DecisionTable -11,4 6,2 0,8 0,0 -1,1 -1,3 1,4 0,0 -1,7
[costSensitive J48 -14,0 5,5 5,9 6,4 11 -1,3 -5,7 2,9 6,8
[MetaCost J48 -10,9 4,1 34 -1,8 -6,6 1,3 -1,4 59 -3,4
[costSensitive J48PART -124 4.1 7,6 1,8 0,0 38 9,9 0,0 34
[MetaCost J48PART -7,8 -89 038 0,9 -3,3 6,3 0,0 -8,8 5,1
[costSensitive OneR - - - - - - - - -
[MetaCost OneR -7,8 2,7 0,0 0,9 -11 1,3 -1,4 29 -3,4
|costSensitive ZeroR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
MetaCost ZeroR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0

Maksimum 3,1 21,3 25 6,4 2,2 38 0,0 8,8 34
costSensitive Minimum -15,5 5,5 -33,7 -11,0 0,0 -1,3 9,9 0,0 -8,5

Maksimum 0,0 0,0 34 0,0 0,0 6,3 14 59 5,1
MetaCost Minimum -114 9,6 1,7 -1,8 -6,6 -1,3 -14 -8,8 -3,4
(*) OneR algoritmasi dagilim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari
bulunmamaktadir. Blyuk sayilar yiksek maliyet verimliligi anlamina gelmektedir.

Tablo 4.17'de siniflandirma  maliyet  verimliligindeki  artig

sunulmaktadnm. Bu tablo hedef sinif drneklerinin érneklem igindeki ylzde
artisina bagl olarak siniflandirma maliyetlerindeki degdisimi gdstermektedir.
Burada gozlemlenen, veri setinin olgegi azalir ve hedef sinif drneklerinin
orani artarken siniflandirma maliyet verimliliginin

orneklem igindeki

artmasidir.  CostSensitiveClassifier altinda ¢alistirlan  DecisionStump

algoritmasi Set 3'de en ylksek maliyet verimliligine (21.3) ulasmistir.

Senaryo 6. Hedef Siniflandirma Duyarlihigi (HDSi,i+1): Her
orneklemde dogru siniflandirilan hedef sinif orneklerinin  sayisindaki
degisme, her oOrneklemdeki hedef sinif oOrneklerinin ylizde dedisimine

bolunmustar.

1% Maliyet duyarliligi-1 (MD-1;.1)
MD-1i,i+1 = A(Mon|Seti, Seti_1) /A(PHedef|Seti, Seti_1)
= [(Mon|Seti) - (M°n|Seti.1)] / [(PHedef|Seti) - (PHedef| Setu); i= 1,2, ,10
olarak tanimlanmaktadir. Mo , ortalama maliyet, Ppeqer , hedef sinifin alt rneklem igindeki payidir.
%" Tablo 6'daki maliyet duyarliigi Tablo 2'deki maliyet rakamlarinin hedef sinif érneklerinin érneklem igindeki yuzde
degisimine gore hesaplanmistir.
"% Siniflandirma duyarliligi (HDS; 1)
HDS\,i+1 = A(AHedef|Set‘, Seti_1) / A(PHedef|Seti, Seti_1)
= [(Aneder| Seti) - (Areder|Seti-1)] / [(Preder| Seti) - (Preder| Setir)
olarak tanimlanmaktadir. Apeqer , hedef siniflandirma dogrulugu, Preqer , hedef sinifin alt drneklem igindeki payidir.
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TABLO 4.18. HEDEF SINIFLANDIRMA DUYARLILIGI”

indirgenmis Orneklemler
SET1-| SET2-| SET3-| SET4- | SET5- | SET6- | SET7- | SET8- | SET9-
Meta Siniflandirici Siniflandirici SET 2 SET 3 SET4 SET5S SET 6 SET7 SET 8 SET9 | SET10

costSensitive DecisionStump 12,7 86,7 -137,0 -44.9 4.4 -5,1 0,0 6,0 -6,9
MetaCost DecisionStump 2.1 -39,1 -6,8 0,0 0,0 0,0 0,0 0,0 0,0
|costSensitive DecisionTable -63,3 -16,8 10,3 -29,9 8,9 10,3 -17,3 35,7 -34.4
|MetaCost DecisionTable -46,4 -25,2 3,4 0,0 -4.4 -51 58 0,0 -6,9
[costSensitive J48 -56,9 -22,4 -24,0 26,2 44 -5,1 -23,1 11,9 -27,5
[MetaCost J48 443 -16,8 13,7 -75 -26,7 5,1 -5,8 23,8 -13,8
[costSensitive J48PART -50,6 16,8 -30,8 7,5 0,0 15,4 -40,5 0,0 13,8
[MetaCost J48PART -31,6 -36,3 34 -3,7 -13,3 25,6 0,0 -35,7 20,7
[costSensitive OneR - - - - - - - - -
[MetaCost OneR -31,6 -11,2 0,0 -3,7 -4,4 5,1 -5,8 11,9 -13,8
|costSensitive ZeroR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
MetaCost ZeroR 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0

Maksimum 12,7 86,7 10,3 26,2 8,9 154 0,0 35,7 13,8
costSensitive Minimum -63,3 -22.4 -137,0 -44.9 0,0 -5,1 -40,5 0,0 -34.4

Maksimum 0,0 0,0 13,7 0,0 0,0 25,6 5,8 238 20,7
MetaCost Minimum -46,4 -39,1 6,8 75 -26,7 -5,1 -5,8 -35,7 -13,8
(*) OneR algoritmasi dagiim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari

bulunmamaktadir. Biyuk sayilar yiksek maliyet verimliligi anlamina gelmektedir.

Tablo 4.18de hedef siniflandirma dogrulugunun hedef sinifin

orneklem igindeki yuzde degisimine duyarhligi  incelenmektedir.
CostSensitiveClassifier altinda caligtirllan DecisionStump algoritmasi Set

3’de en yuksek hedef siniflandirma verimliligine (86.7) ulasmistir.

Senaryo 7. Maliyet Duyarhhgi-2 (MD-2i,i+1)m: Senaryo 2'de
hesaplanan ortalama maliyetlerdeki degisme, her drneklemdeki hedef sinif

orneklerinin ylizde degisimine bolinmusgtir.

TABLO 4.19. MALIYET DUYARLILIGI-2"

indirgenmis Orneklemler
SET1-| SET2- | SET3- | SET4- | SET5- | SET6- | SET7- | SET8- | SET9-
Meta Siniflandirici Siniflandirici SET 2 SET 3 SET 4 SET 5 SET 6 SET7 SET 8 SET9 | SET10

costSensitive DecisionStump 13,9 41,9 -44.9 -6,3 11,4 8,4 10,0 11,5 8,2
MetaCost DecisionStump 74 -6,9 73 10,0 10,0 10,0 10,0 10,0 10,0
|costSensitive DecisionTable -20,7 2,8 13,7 -04 13,2 13,3 52 19,6 1,3
[MetaCost DecisionTable -13,0 -0,8 11,2 9,8 8,4 8,4 11,6 9,9 8,2
[costSensitive J48 -18,5 -0,2 0,6 18,9 10,7 7,7 2,9 12,8 2,8
|MetaCost J48 -12,0 2,4 14,6 6,7 1,0 11,5 8,3 16,2 6,2
[costSensitive J48PART -14,7 15,9 -2,5 12,2 9,4 14,0 -2,1 9,8 13,2
|MetaCost J48PART -6,6 -5,8 11,0 8,4 5,6 17,6 9,6 0,3 15,2
[costSensitive OneR - - - - - - - - -
[MetaCost OneR -54 53 10,1 8,8 8,8 11,8 8,6 13,4 6,7
[costSensitive ZeroR 10,0 10,0 10,0 10,0 10,0 10,0 10,0 10,0 10,0
MetaCost ZeroR 10,0 10,0 10,0 10,0 10,0 10,0 10,0 10,0 10,0

Maksimum 13,9 41,9 13,7 18,9 13,2 14,0 10,0 19,6 13,2
costSensitive Minimum -20,7 -0,2 -44.9 -6,3 9.4 71 2.1 9,8 1,3

Maksimum 10,0 10,0 14,6 10,0 10,0 17,6 11,6 16,2 15,2
MetaCost Minimum -13,0 -6,9 73 6,7 1,0 84 8,3 0,3 6,2
(*) OneR algoritmasi dagiim siniflandiricisi  olmadigindan, CostSensitiveClassifier sonuglari

bulunmamaktadir. Blyuk sayilar yiksek maliyet verimliligi anlamina gelmektedir.

1% Maliyet duyarliligi-2 (MD-2;41)

MD-2i,i+1 = A(Mon|Seti, Seti_1) /A(PHedef|Seti, Seti_1)

olarak tanimlanmaktadir. Moy , ortalama maliyet, Ppeger , hedef sinifin alt rneklem igindeki payidir.

= [(Mon|Set) - (Mor|Seti1)] / [(Preder|Seti) - (Preder Setir)
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Tablo 4.19, maliyet verimliliginin hedef sinif drneklerinin 6rneklem

icindeki yuzde degisimine duyarliligini gostermektedir.
CostSensitiveClassifier altinda calistirllan DecisionStump algoritmasi Set

3’de en yuksek maliyet verimliligine (41.9) ulasmistir.

4.2.2.6. Degerlendirme ve Yorumlar

WEKA meta siniflandirma sonuglari, genel ve hedef siniflandirma
dogrulugu, ortalama maliyet ve senaryo analizi sonuglari, Tablo 4.20 ve

Tablo 4.21’de 6zet olarak sunulmaktadir.

TABLO 4.20. GENEL SONUCLAR

Genel Siniflandirma Dogrulugu (%) En Yiiksek Veri Seti [En Diigiik Veri Seti
s — o [EE
knlzt:rﬁ::glandlnm MetaCost g;i‘; Set 10 J84582P5 ART Set3

Hedef Siniflandirma Dogrulugu (%) En Yiiksek Veri Seti [En Diigiik Veri Seti
anzt:rﬁ::;flandlrlm costSensitive gicisionStump Set 3 .
m;t:rﬁ:::laﬂandmcl MetaCost j5428.PART Set 1

Ortalama Maliyet En Yiiksek Veri Seti |En Diisiik Veri Seti
m‘;t:rist’::'aﬂa"d'"c' costSensitive gﬁrZ5R5 Set 1 gggiiimTabl | Set10
m:t;ﬁ:::landlnm MetaCost g-:rf;f’ Set 1 Jagﬁ% Set 10

* En yUksek genel siniflandirma dogrulugu, her iki meta siniflandirici
icin de ZeroR algoritmasiyla, Set 10’da elde edilmistir (% 97.4). ZeroR, her
durumda sinif dagihmini tahmin ettiginden, ikinci en yuksek siniflandirma
dogrulugu daha anlamlidir. % 97.54’ten sonra en yiksek siniflandirma
dogrulugu, % 97.52 ile MetaCost-DecionStump-Set 10 bilesimiyle elde
edilmistir (Tablo 4.10).

* En yuksek hedef siniflandirma dogrulugu, MetaCost-j48.PART-Set
1 ve CostSensitiveClassifier-DecisionStump-Set 3 bilesimleriyle % 52 olarak
bulunmustur. Hedef siniflandirma dogrulugu calisma kapsaminda o6ncelikli
onem tasidigindan, diger analizlerde bu iki Ugli bilesimin saglanip
saglanmadigina bakilmahdir (Tablo 4.11).

* En vyuksek ortalama siniflandirma maliyeti, her iki meta
siniflandiricida da, ZeroR algoritmasi ve Set 1’de gergeklesmistir (Tablo

4.12).
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TABLO 4.21. SENARYO ANALIZi SONUGLARI

Senaryo 1. Ortalama Maliyet-1 (OM-1)) En Yiiksek  [Veri Seti EnDiigiik  [Veri Seti En lyi Uglii Bilegim
Meta Siniflandirici .. 0.2568 0.1180
Algoritma costSensitive DecisionTable Setd DecisionStump Set3 costSensitive-
Meta Siniflandirici 0.2521 0.1681 DecisionStump-Set 3
Algoritma MetaCost OneR Set10 DecisionTable Set

Senaryo 2. Ortalama Maliyet-2 (OM-2;) EnYiiksek  |Veri Seti EnDiigiik  [Veri Seti En lyi Uglii Bilegim
Meta Siniflandirici .. |04755 0.1883
Algoritma costSensitive ZeroR Set DecisionStump Set3 costSensitive-
Meta Siniflandirici 04755 0.2411 DecisionStump-Set 3
Algoritma MetaCost 17oroR Sl [ g Set10

Senaryo 3. Ortalama Maliyet-3 (OM-3) En Yiiksek  [Veri Seti EnDiigiik  [Veri Seti En lyi Uglii Bilegim
Meta Siniflandirici .. 04873 0.2369
Algoritma costSensitve  isonabe | | [48PART Set10 costSensitive-
Meta Siniflandirici 04789 0.2411 j48.PART-Set 10
Algoritma MetaCost 15 R Sl g g Set10

Senaryo 4. Ortalama Maliyet Verimliligi (OVM,) En Yiiksek  [Veri Seti EnDiigiik  [Veri Seti En lyi Uglii Bilegim
Meta Siniflandirici ... [0.3613 0.0075
Algoritma costSensitivel. g S Degsorsump] costSensitive-
Meta Siniflandirici 0.3451 0.0090 DecisionStump-Set 3
Algoritma MetaCost reR S T et

Senaryo 5. Maliyet Duyarliigi-1 (MD-1i,i+1) En Yiiksek  |Veri Seti En Diigiik  |Veri Seti En lyi Ulii Bilesim
Meta Siniflandirici 12130 -33.70
Algoritma costSensitive DecisionStump Set2-Set3 DecisionStump Set3- Setd costSensitive-
Meta Siniflandirici 6.30 -11.40 DecisionStump-Set 3
Algoritma MetaCost Femamr | S0 587 [Degsiontape | o241~ ¢!

Senaryo 6. Hedef Siniflandirma Duyarligi (HDSi,i+1) En Yiiksek  |Veri Seti En Diigiik  [Veri Seti En lyi Uglii Bilegim
Meta Siniflandirici .. [86.70 -137.00
Algoritma costSensitive DecisionStump Set2-Set3 DecisionStump Set3- Set 4 costSensitive-
Meta Siniflandirici 25.60 -46.40 DecisionStump-Set 3
Algoritma MetaCost et | 565! [Deqsontane | St~ 3642

Senaryo 7. Maliyet Duyarliligi-2 (MD-2i,i+1) En Yiiksek  |Veri Seti En Diigiik  |Veri Seti En lyi Uglii Bilesim
Meta Siniflandirici . [41.90 -44.90
Algoritma costSensitive DecisionStump Set2-Setd DecisionStump Set3- Setd costSensitive-
Meta Siniflandirici 17.60 -13.00 DecisionStump-Set 3
Algoritma MetaCost Feparr | 05! [Deosontate | oo~ 5642

4.2.2.7. Senaryo Analizi Sonuglari

* Senaryo 1. Ortalama Maliyet-1 (OM-1;): Uyarlanmig ortalama
maliyet tablosunda (Tablo 4.13), en dusuk maliyet, CostSensitiveClassifier-
DecisionStump-Set 3 bilesimiyle 0.1180 olarak bulunmustur. En ylksek
maliyet, CostSensitiveClassifier-DecisionTable-Set 5 bilesiminde, 0.2568’dir.
Bu senaryodaki dikkate deger sonug, en dusuk uyarlanmig ortalama
maliyetin, en yuksek hedef siniflandirma dogruluguyla elde edilen

CostSensitiveClassifier-DecisionStump-Set 3 bilesiminde gézlenmesidir.

* Senaryo 2. Ortalama Maliyet-2 (OM-2;): Uyarlanmig ortalama
maliyet tablosunda (Tablo 4.14), en dusik uyarlanmisg ortalama maliyet
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(0.1883), CostSensitiveClassifier-DecisionStump-Set 3 bilesiminde

gozlenmigtir.

* Senaryo 3. Ortalama Maliyet-3 (OM-3;): Uyarlanmig ortalama
maliyetler arasinda (Tablo 4.15), en disuk maliyet (0.2369), CostSensitive-
j48.PART-Set 10 Uclu bilesimiyle elde edilmistir. Senaryo 3’te elde edilen
sonug beklenen bir sonugtur. Bunun nedeni, en blyuk érneklemdeki birinci
ve ikinci tip hatalarin 6rneklem blyUklik katsayilariyla (I) dizeltimesiyle

ortalama maliyetlerde yukari yanlilik olugsmasidir.

» Senaryo 4. Ortalama Maliyet Verimliligi (OVM;): Senaryo 3'te
elde edilen yukari yanli maliyetlerin hedef siniflandirma dogruluguyla
normallestiriimesiyle elde edilen ortalama maliyet verimliligi sonuglari, hedef
siniflandirma dogrulugu sonuglariyla tutarlidir. Yukari yanli maliyetlerle,
CostSensitiveClassifier-DecisionStump-Set 3 bilesimiyle 0.0075, MetaCost-
j48.PART-Set 1 bilesimiyle 0.0090 ortalama maliyet verimliligi elde edilmistir.
Bu analizde de en basarli sonucun (0.0075) CostSensitiveClassifier-

DecisionStump-Set 3 bilesimiyle elde edildigi gdzlemlenmektedir.

* Senaryo 5. Maliyet Duyarliigi-1 (MD-1;;+1): Bu ve sonraki iki
senaryoda pozitif sonuglar olumlu, negatif sonuglar olumsuz olarak
yorumlanmalidir. Senaryo 5 sonuglari, en yuksek maliyet duyarhliginin
(21.30), CostSensitiveClassifier-DecisionStump ciftiyle, Set 2-Set 3 gecisinde
gerceklestigini gostermektedir.

* Senaryo 6. Hedef Siniflandirma Duyarliigi (HDS; j+1): Senaryo 6
sonuglarinda, hedef siniflandirma dogrulugundaki en yuksek artisin (86.70),
CostSensitiveClassifier-DecisionStump ¢iftiyle, Set 2-Set 3 gecisinde elde
edildigi gozlemlenmektedir.

* Senaryo 7. Maliyet Duyarhhgi-2 (MD-2;;+1): Senaryo 5'teki
sonuglarla tutarli bir bigimde, yukari yanli ortalama maliyetlerle elde edilen en
yuksek maliyet duyarliligi (41.90), CostSensitiveClassifier-DecisionStump
ciftiyle, Set 2-Set 3 gecisinde gergeklesmistir.
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4.2.2.8. WEKA Platformu Genel Sonuglari

* Meta siniflandirici siniflandirma ve hatali siniflandirmanin ortalama
maliyet sonuglari maliyet bilgisine bagl olarak degismektedir. Bununla
birlikte, bu degisme 6grenilen kural ve agaglara yansimamaktadir.

 Kural ve agacglari maliyete duyarli hale getirmek amaciyla
katmanlama stratejileriyle indirgenmis oOrneklemler elde edilmis, bu alt
orneklemlerle farkli kurallar 6grenmek olanakli olmustur.

» Senaryo analizleriyle elde edilen sonuglar, veri érneklem gruplari
arasinda en verimli siniflandirma yapan algoritmanin, CostSensitiveClassifier
meta siniflandiricisiyla ¢aligtirilan, DecisionStump algoritmasi oldugunu
gOstermektedir. Bu algoritmayla en vyuksek siniflandirma ve maliyet
performansi Set 3’le elde edilmistir. Hedef siniflandirma dogrulugunda ayni
performansi gosteren MetaCost-j48.PART-Set 1 bilesimiyle senaryo
analizlerinde ayni  performans elde edilememisti. WEKA meta
siniflandiricilariyla  analizde en yuksek performansin elde edildigi
CostSensitiveClassifier-DecisionStump-Set 3 bilesimiyle 6grenilen karar

agaci asagida sunulmaktadir.

yil <= 1996.5 : BASARILI

yil > 1996.5 : BASARILI

yil eksik : BASARILI

Siniflandirma Dogrulugu = % 78.85
Hedef Siniflandirma Dogrulugu = % 52.00

Bu karar agacinin finansal tanim alaninda anlamsiz oldugu c¢ok
acgiktir! Bu durumda, siniflandirma dogrulugu ve ortalama maliyet gibi
standart performans olcutlerinin tek basina bir sey ifade etmedigi mantiksal
algoritmalarda, 6grenilen kural ve agacin ancak anlamli olmasi durumunda
bu Olcutlerin kullanilabilecegi soylenebilir. Bu baglamda, yapilmasi gereken
en ylUksek hedef dogrulugunu (% 52) saglayan ikinci meta siniflandirma
bilesimi MetaCost-j48.PART-Set 1’'in 6grendigi pargasal karar agacinin
anlamliiginin  sorgulanmasidir. Ikinci secenekse en iyi ikinci hedef
siniflandirma dogrulugunu saglayan bilesimin aranmasidir. Bu segenege
basvuruldugunda, % 47.00 hedef siniflandirma dogruluguyla MetaCost-

j48.J48-Set 1 bileseninin 6grendidi karar agaci ikinci kural setinin temelini
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olusturacaktir. Her iki bilesim de ayni veri setiyle 6grenildigi ve yapisal olarak
j48.PART, j48.J48’in budanmasiyla elde edildigi igin, benzer kurallar

o6grenilmis olmasi olasidir.

MetaCost-j48.PART-Set 1’le 6grenilen pargasal karar agaci ya da
kurallar arasindan, oncelikle vyl (dénem) bilgisi bulunan kurallar
budanm|§tnm. Kalan kurallar arasindan, Ozellikle, hedef sinifla ilgili olanlar

incelenerek anlamli olup olmadiklari anlagiimaya ¢aligiimistir. Bu kurallar,

Kural 8:

CariOran <= 1.00226 VE
DonenVarliklarYabanciKaynakToplami <= 0.995192
ISE BASARISIZ, ve

Kural 18:

donemKar = H VE
NetSermayeDonemNetKz > 94.660455 VE
KVDigerAlacaklar <= 0.070773 VE
BrutSatislar > 1.001365

ISE BASARISIZ

olarak verilmektedir.

Ayni sekilde, MetaCost-j48.J48-Set 1’le &grenilen karar adaci,

asagida sunulmusgtur.

CariOran <= 1.001161: BASARISIZ (Kok)
CariOran > 1.001161
| FaizGiderleriNetSatislarOrani <= 0.000061
| KVBorcVeGiderKarsiliklari <= 0.180307: BASARISIZ (Y-1)
| KVBorcVeGiderKarsiliklari > 0.180307: BASARILI (Y-2)
FaizGiderleriNetSatislarOrani > 0.000061
GelecekYillaraAitGiderlerVeGelirTah <= 0.038505
| DigerUzunVadeliYabanciKaynaklar <= 0.002557
| NetSermayeDénemNetKz <=47.431776
| | BankaKredileriAktifToplamiOrani <= 0.658647
| | vyil <=1996
| | | yil<=1989

I
|
|
I
I
| | DoénenVarliklarYabanciKaynakToplami <= 1.463209:

|
I
|
I
|
| | |
| | |
||| |

||| |
BREEEEE
BASARILI (Y-3)
| 1 11| | | | DoénenVarliklarYabanciKaynakToplami > 1.463209

o Budamayla kastedilen, s6z konusu kuralin anlamsiz olmasi dolayisiyla kullaniimamasidir. Aslinda, son kural seti
butiin yeni 6rnekler icin gegerlidir ve herhangi bir kurali saglamamasi durumunda yeni 6rnegin siniflandiriimasi
olanakli degildir.
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| | | OlaganKarNetSatislar <= 0.137118: BASARILI (Y-4)

| | | OlaganKarNetSatislar > 0.137118: BASARISIZ (Y-5)

| yil >1989: BASARILI (Y-6)

yil > 1996

| GecmisYillarZararlari <= -0.036807

| | NetlsletmeSermayesiOzKaynaklar <= 0.73408

| | | StokDevirHizi <= 2.413463: BASARISIZ (Y-7)

| | | StokDevirHizi >2.413463

| | | | GelecekAylaraAitGelirlerVeGiderTah <= 0.017237:

ASARILI (
| 1| |

BASARISIZ (Y-9)

| 1 1 ] | | | | NetlsletmeSermayesiOzKaynaklar> 0.73408:

BASARISIZ (Y-10)

| GecmisYillarZararlari > -0.036807

| FaizGiderleriNetSatislarOrani <= 0.152642

| vyilKurtar <= 10: BASARILI (Y-11)

yilKurtar > 10

| UVMaliBorclar <= 0.002413

| DigerKisaVadeliYabanciKaynaklar <= 0.000182

| | DuranVarliklarOzKaynaklarOrani <= 0.848879

| | | CabukDegerlerNetSatislar <= 0.119312

| | | | UVBorcVeGiderKarsiliklari <= 0.007593:

||
||
||
||
||
||
||
||
| |
(Y-
| |

8)
| | | GelecekAylaraAitGelirlerVeGiderTah > 0.017237:

BASARILI (Y-12)

| | | | | | | | | | | | UVBorcVeGiderKarsiliklari > 0.007593:

BASARISIZ (Y-13)

[T T LT 111111 | CabukDegerlerNetSatislar> 0.119312:

BASARILI (Y-14)

' T T LT I 1111 | | DuranVarliklarOzKaynaklarOrani > 0.848879

[T L1 L1111 | ] | | KVTicariBorclar <= 0.143697:

BASARISIZ (Y-15)

[T 111111111 | | KVTicariBorclar > 0.143697:

BASARILI (Y-16)

| 1 11 I 111 | | | DigerKisaVadeliYabanciKaynaklar> 0.000182

[T L LI I 1 11| | | NetkarAktifToplamiOrani <= 0.015571:

BASARISIZ (Y-17)

|11 |11

|1 |1
|
|

||
||
||
||
||
||
||
||
||
(Y-
| |

NetKarAktifToplamiOrani > 0.015571
| KVDigerBorclar <= 0.001027

||| | || | | vyilKurtar <= 21

| | |||

| | || |

| | | | |
T I O O
NetKisaVadeliDigerAlacaklarAktifToplami <= 0.001189: BASARILI (Y-18)
T I O O
NetKisaVadeliDigerAlacaklarAktifToplami > 0.001189: BASARISIZ (Y-19)
'L L] yilKurtar>21: BASARISIZ (Y-20)
[ 1111111111 | | KvDigerBorclar>0.001027:

BASARILI (Y-21)
[T 11 I | 1| | | UVMaliBorclar > 0.002413: BASARILI (Y-22)
| | | | | | | | FaizGiderleriNetSatislarOrani > 0.152642

| | 1| | | | | | BrutSatislar<=1.010213: BASARILI (Y-23)

| 1 | | ||| | | BrutSatislar>1.010213
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[ | | | | | | | GelecekYillaraAitGelirlerVeGiderTah <= 0.000447
' 1111 || | | MenkulKiymetler<=0.016154:
SARISIZ (Y-24)
[ 111 |11 | | MenkulKiymetler>0.016154: BASARILI (4.0)
[ I | | | | | | GelecekYillaraAitGelirlerVeGiderTah > 0.000447:
SARILI (Y-25)
| | | BankaKredileriAktifToplamiOrani > 0.658647
| | | | UVBorcVeGiderKarsiliklari <= 0.010909
| | | | | OlagandisiGiderVeZararlar <= -0.004976
| | | | | BrutSatisKariAktifToplami <= 0.363325:
SARISIZ (Y-26)
| | BrutSatisKariAktifToplami > 0.363325: BASARILI (Y-27)
| OlagandisiGiderVeZararlar > -0.004976
| | GecmisYillarZararlari <= -0.01132
| | | yil <=1993: BASARILI (Y-28)
| | | yil>1993: BASARISIZ (Y-29)
| | GecmisYillarZararlari > -0.01132: BASARILI (Y-30)
| | UVBorcVeGiderKarsiliklari > 0.010909: BASARISIZ (Y-31)
NetSermayeDonemNetKz > 47.431776
| CabukDegerlerAktifToplami <= 0.090187:
ISIZ (Y-32)
| CabukDegerlerAktifToplami > 0.090187
| | NetKarNetCalismaSermayesi <= 0.06446:
ILI (Y-33)
| | NetKarNetCalismaSermayesi > 0.06446: BASARISIZ (Y-34)
DigerUzunVadeliYabanciKaynaklar > 0.002557
| | FaizVeVergiOncesiKarDuranVarliklar <= 0.40255:
SARISIZ (Y-35)
| | | FaizVeVergiOncesiKarDuranVarliklar > 0.40255:
ASARILI (Y-36)
| GelecekYillaraAitGiderlerVeGelirTah > 0.038505
| | KisaVadeliYabanciKaynaklarPasifToplamiOrani <= 0.297265:
ASARISIZ (Y-37)
|
|
|

S

S + DRSS « S S

I
|
A
I
I
A
I
I
I
| |
ASA
||
||
||
||
||
||
||
||
| |
ASA
||
| |
ASA
||
||
|
A

| KisaVadeliYabanciKaynaklarPasifToplamiOrani > 0.297265
| | NetSatislarStoklar <= 9.096956: BASARILI (Y-38)
| | NetSatislarStoklar > 9.096956: BASARISIZ (Y-39)

Karar agacinin o6grendigi kurallar arasindan o&ncelikle yil bilgisi
bulunanlar elenmistir. Kalan kurallar (yapraklar) arasinda, hedef sinifi

ilgilendiren, ilging ve/veya anlaml kurallar,
Kural 1: (Kok)

CariOran <= 1.001161
ISE BASARISIZ
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Kural 39: (Y-39)

CariOran > 1.001161 VE

FaizGiderleriNetSatislarOrani > 0.000061 VE
GelecekYillaraAitGiderlerVeGelirTah > 0.038505 VE
KisaVadeliYabanciKaynaklarPasifToplamiOrani > 0.297265 VE
NetSatislarStoklar > 9.096956

ISE BASARISIZ

olarak agagtan okunmustur.

MetaCost-j48.PART-Set 1’le 6grenilen kurallar arasinda, Kural 8'in ilk
oncult anlamhyken, ikinci 6ncllu gergekgi bir dlgut degildir. Kural 8'e gore,
her iki dnculin de saglanmasi igin, kisa vadeli yabanci kaynaklarla dénen
varliklarin duzeyinin neredeyse ayni, uzun vadeli yabanci kaynaklarinsa
toplam yabanci kaynaklarin %o 7’si ya da daha altinda olmasi gerekmektedir.
Boyle bir finansman yapisi, sermaye ve duran varliklarin dizeylerinin ayni
olmasini gerektirir. Uzun vadeli bor¢ dizeyinin disuk ve kisa vadeli borg
dizeyinin yUksek olmasiysa, sermaye duzeyinin de dusik olmasi
durumunda, firmanin finansman riskini yukseltecektir. Bununla birlikte, bazi
sektorlerdeki firmalarin  bu kosullari saglayacak sekilde faaliyetlerini
yurtutmeleri olanakhdir. Dolayisiyla, kuralin tamamen diglanmasi da olanakh
degildir. Kural 18'deyse, NetSermayeDonemNetKz > 94.660455 digindaki
onculler finansal olarak anlamli degildir. Dolayisiyla, MetaCost-j48.PART-Set

1, uygulama segenekleri arasindan elenebilir.

ikinci en vyiiksek hedef siniflandirma dogrulugunun saglandigi
MetaCost-j48.J48-Set 1 kural seti i¢in durum biraz daha umut verici
gorunmektedir. MetaCost-j48.J48-Set 1’le 6grenilen kurallar arasinda, Kural
1 finansal olarak tamamen anlamlidir. Kural 39’un onculleri arasinda statik
devir hizi da diyebilecegimiz, NetSatislarStoklar > 9.096956 disinda diger
batin onculler finansal olarak anlamhdir. Ayrica
FaizGiderleriNetSatislarOrani > 0.000061 o6nculinin esik dederinin ¢ok
dusuk oldugu g6z 6nunde bulunduruldugunda, bu 6nculun de fazla anlamli
olmadigini sdylemek olanakli olacaktir. Dolayisiyla Kural 39, segenekler

arasindan cikarilabilir.
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Ozet olarak,

« iki farkli grup meta siniflandirmayla 6égrenilen kural setlerinden,
sadece MetaCost-j48.J48-Set 1'le dgrenilen Kural 1 finansal olarak hedef
siniflandirma igin anlamli bulunmustur.

* MetaCost-j48.J48-Set 1 Uglu bilesimiyle elde edilen hedef
siniflandirma dogrulugunun % 47 oldugu duasunulurse, finansal analizin en
temel ama ilging olmayan parmak kurallarindan “Cari Oran’in 1’den dusuk
olmasi arzu edilmez” kuraliyla bile, WEKA meta siniflandirma
algoritmalarinin yiksek bir siniflandirma performansi elde edemedigini
soylemek olanakli olacaktir.

» Diger taraftan, makina 6grenmesinin en temel kurallarindan olan
veri seti bayUkligu ve tanim alanina ydnelik entropi kazaniminin 6zgul alana
ait daha fazla bilgiyle edinilebilecedi gercegi, WEKA siniflandirmalarinda
sadece temsil oraninin saglanabilmesi ilkesiyle g6z ardi edilmis ve hedef
sinif érneklerinin genel ve alt érneklemlerdeki payl dusuk tutulmustur. Bu
baglamda, hedef sinif dogrulugundaki artiglarin, dusuk o6lgekli érneklemler
lehine gergeklestigi gbzlemlenmektedir. Orneklemdeki BASARISIZ érneklerin
oraninin sadece % 2.3 (Set 10'la Set 1 arasindaki fark) artirimasiyla
performansin ki grup meta siniflandirmada (MetaCost-j48.J48-Set 1,
MetaCost-j48.PART-Set 1) % 29 civarinda artmasi iyi bir performans artisi
olarak dusundalebilir.

3

* Veri setine yonelik kosullarin™ saglanmasi durumunda, makina
ogrenmesi uygulamalarinin daha gugli donanim ve yazilim destegiyle

kullanilabilir sonuglar tretecegini sOylemek olanakl olacaktir.

"™ S5z konusu kosullar, birinci bélimde modellemedeki guglukler baghdi altinda ele alinmaktadir.
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4.3. BCFP Analiz ve Yorumlari
4.3.1. BCFP Veri Seti

BCFP algoritmasi, WEKA platformunda oldugu gibi veri setinin
boyutuna yonelik Ust kisitlar olmadan calistirilabilmektedir. Bu baglamda,
BCFP analizlerinde butun veri seti (25,547 firma-yil drnek) kullaniimistir.

4.3.2. BCFP Algoritmasinda Fayda-Maliyet Bilgisi

BCFP analizlerinde kullanilan fayda maksimizasyonu, karma
optimizasyon baglaminda ele alinmaktadir. Orijinal algoritma, toplam fayda
maksimizasyonu amag¢ fonksiyonu altinda dogru siniflandirmayi
odullendirmek amaciyla, fayda-maliyet tablosundan dogru siniflandirilan
ornekler icin pozitif fayda bilgilerini kullanacak sekilde tasarlanmistir. Diger
taraftan karma optimizasyon, fayda-maliyet tablosunda, dogru siniflandirmayi
pozitif fayda bilgisiyle odullendirirken, hatali siniflandirmayi negatif maliyet
bilgisiyle cezalandirmaktadir. Bu baglamda, fayda-maliyet tablosunda hedef
dogru siniflandirmanin faydasi (B(B_B)) pozitif, hedef hatali siniflandirmanin

maliyeti (M(B_A)) negatif bir sayi olarak yer almaktadir.

Fayda-maliyet tablosunda, bireysel fayda-maliyet bilgilerinin
bayuklUkleri, incelenen siniflandirma probleminin yapisina, O6zniteliklerin
siniflara gore yigilma dagilimina ve kullanicinin amaglarina bagli olarak
degisebilir. Fayda maliyet bilgisinin olusturulmasinda dikkate alinmasi
gereken, bireysel fayda ve maliyet bilgilerinin kullaniciya ne ifade ettigidir.
Ornegin, BASARISIZ 6rnegin dogru siniflandiriimasi hedefi anlamli  bir
hedeftir. Diger taraftan, BASARISIZ 6rnegin hatali siniflandiriimasi énemli bir

maliyet etmenidir. Calisma kapsaminda, her iki ara hedef de 6nemlidir.

Fayda maliyet bilgisinin belirlenmesinde rehber bir c¢alisma
bulunmadigindan, optimal siniflandirma sonuglarinin belirlendigi araliga
kadar bir dizi fayda-maliyet bilgisi kullaniimig ve deneme yanilma yoluyla elde
edilen ilk fayda-maliyet tablosu, B(A_A) = 1, B(B_B) = 1, M(A_B) = 0 ve
M(B_A) = 0 olarak belirlenmisgtir.
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Genel ve hedef siniflandirma dogrulugunun, fayda ve maliyet
bilgisine duyarhligini 6lgmek amaciyla, fayda-maliyet bilgileri sistemli olarak
degistiriimis ve duyarlilik analizi yap|Im|§t|rE. BCFP algoritmasi duyarlilik

analizi sonuclari Tablo 4.22 ve Tablo 4.23’te sunulmustur.

4.3.3. Duyarhilik Analizi Sonuglar

Tablo 4.22'de sunulan genel siniflandirma ya da fayda
dogrulugununE fayda-maliyet bilgisine duyarlilik sonuglari, genel olarak
fayda sabitken maliyet artirildiginda ve maliyet sabitken fayda artirildiginda
fayda dogrulugunun azaldigini géstermektedir. Ayni sekilde, fayda ve maliyet
ayni anda artinldiginda fayda dogrulugunun dastugu gozlemlenmektedir.
Ayrica, fayda-maliyet-siniflandirma dogrulugu uzayinda daha dusuk fayda ve
yuksek maliyet duzeylerinde siniflandirma dogrulugunun ylksek fayda ve
disuk  maliyet  dizeylerindekilerden  ylksek  oldugu bdlgelere
rastlanmaktadlrE. Ornegin, fayda-maliyet bilesimi (1.01-0.09) olan noktada
siniflandirma dogrulugu % 18.68 iken, bu oran (1.04-0.07) noktasinda %
15.54’e dusmektedir. Burada, fayda-maliyet-fayda dogrulugu uzayinda
optimal bir fayda-maliyet bilesiminin elde edilmesi olasiligi gundeme
gelmektedir.

TABLO 4.22. GENEL SINIFLANDIRMA DQGRULUGU VE FAYDA-MALIYET
DUYARLILIGI (%)

"BASARISIZ"| "BASARILI" Siniflandirmanin Maliyeti

0,01 0,02 0,03 0,04 0,05 0,06 0,07 0,08 0,09 0,10

1,000 6341 59,74 5320] 4924] 4459 4195 36,37 2839 22,31 18,35
1,01 60,06) 5422| 4975  4553|  4144) 3736[ 3025 23,96 18,68 15,39
1,02]  5518]  4954[ 4603 4191 37,60  30,89] 24,66 19,27 15,63 12,61
1,03 50,11 46,60) 41,81 37,14 32,56] 26,16 20,31 15,89 12,28 10,13
1,04 47200 4143 37,43 34,14 2853 21,90 15,54 12,16 10,38 8,48
1,05 4151 37,73 3535 2872 21,76 15,42 12,25 10,28 9,03 7,05
1,06 3842 35,54 30,16] 22,35 16,15 12,91 10,48 8,82 743 5,75
1,07 3521 30,41 23,16 17,40 12,75 10,81 9,09 7,40 5,94 5,02
1,08  30.28) 22,89 17,99 13,43 10,56 9,35 7,73 6,34 5,14 4,18
1,09 2425 18,86 14,62 11,32 9,36 7,83 6,70 516 4,38 3,55
1,10 20,52 15,50 11,66 9,31 8,09 6,67 5,27 4,26 3,40 2,92

"BASARISIZ"I "BASARISIZ"
Siniflandirmanin Faydasi

"2 Duyarlilik analizi igin fayda-maliyet bilgisi tablosunda B(A_A) = 1 ve M(A_B) = 0 olarak sabit birakilmis ve hedef
dogru siniflandirmanin faydasi B(B_B) = 1 + 0.01*i ve hedef hatali siniflandirmanin maliyeti M(B_A) = - 0.01%},
gi=0,1 ,2,...,10, j=1,2,...,10) olarak degistirilmistir.

¥ Faydaya duyarli 6grenmede, genel siniflandirma dogrulugu fayda dogrulugu olarak da ifade ediimektedir.
Sonraki bélumlerde fayda dogrulugu, genel siniflandirma dogrulugu yerine kullanilmistir.

" Farkl fayda maliyet kisitlariyla elde edilen fayda dogrulugunun Sekil 4.2'de oldugu gibi goérsel boyutta
incelenmesiyle ayni sonuca ulasiimaktadir. Bu alan lzerinde bazi boélgelerin digerlerinden daha iyi siniflandirma
sonuglari verdigi gortimektedir.
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Optimal fayda-maliyet bilgisi tek basina nesnel olmaktan ¢ok
Ozneldir. Bu 6znellik, kullanicinin amacina bagli olarak nesnellestirilebilir.
Eger, kullanim amaci 6zellikle hedef siniflandirma dogrulugu yerine toplam
fayda dogrulugunu artirmak, dolayisiyla genel siniflandirma fayda
maksimizasyonu oldugunda, optimal fayda-maliyet bilesimi fayda dogrulugu
baglaminda ele alinmalidir. Diger yandan, kullanicinin 6zgul amaci genel
dogruluk ve fayda maksimizasyonundan farkliysa, bu durumda, 6zgul hedefe
yonelik sonucun iyilestiriimesi fayda maliyet bilesimini belirleyen kisit
olacaktir. Ornegin, yliksek hedef siniflandirma dogrulugunu amaglayan bir
kullanici yuksek fayda-maliyet bilesimlerine yogunlagmalidir.

Panel 1. Optimal Fayda-Maliyet Bilesenleri ve Dogruluk

Dogruluk

o.0e
o.05 Maliyet

FPanel 2.b

Dogruluk
Dogruluk

Sekil 4.1: Genel Ve Hedef Siniflandirma Dogrulugu ve Optimal Fayda Maliyet

Bilesenleri

Sekil 4.1°de duyarlilik analizleriyle elde edilen genel siniflandirma ya
da fayda dogrulugu ve hedef siniflandirma dogrulugunun fayda-maliyet
bilgisine duyarlih@ gérintilenmektedir. Ust panelde (Panel 1), her iki
performans oOlgutd bir arada sunulmaktadir. Alt panelde, solda genel
siniflandirma ya da fayda dogrulugu (Panel 2.a), sagda ise hedef

siniflandirma dogrulugu (Panel 2.b) ayristirilmis olarak sunulmaktadir.
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» Beklendigi

gibi,

hedef siniflandirma ve fayda dogrulugunun

maksimum oldugu alanlar ayriktir ve her ikisi de fayda ve maliyete farkl

sekilde duyarlidir.

Fayda Dogrulugu

T T T T T T T T

- [d(FD M@0

0995 1 1.0051.011.0151.021.0251.031.035 1.041.0451.051.0551.06 1.0651.07 1.0751.08 1.0851.09 1.095 1.1 1.105

Fayda

Sekil 4.2: Genel Siniflandirma Dogrulugu ve Optimal Fayda Maliyet Bilegenleri

 Fayda dogrulugu maliyet ve faydayla dogru orantili
([d(FD)/d(M)|d(B)]<O0,

azalmaktadir

olarak

[d(FD)/d(B)|d(M)]<0). Sabit fayda

duzeylerinde maliyet, sabit maliyet duzeylerindeyse fayda artarken fayda

dogrulugu azalmaktadir (Sekil 4.2).

1 prrre e

Hedef Siniflandirma Dogrulugu

0.945 [ ---

0.94 Eevvelenmubiun

e ;,[fd(kfisd,)zdf(M)ﬁdda)]%oé

0.995 1 1.0051.01 1.0151.021.025 1.031.0351.04 1.0451.051.0551.06 1.0651.07 1.0751.08 1.085 1.091.095 1.1 1.105

Fayda

Sekil 4.3: Hedef Siniflandirma Dogrulugu ve Optimal Fayda Maliyet Bilegenleri
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* Hedef siniflandirma dogrulugu maliyet ve faydayla dogru orantili
olarak artmaktadir ([d(HSD)/d(M)|d(B)]>0, [d(HSD)/d(B)|d(M)]>0). Sabit fayda
duzeylerinde maliyet, sabit maliyet duzeylerindeyse fayda artarken hedef
siniflandirma dogrulugu artmaktadir (Sekil 4.3).

4.3.4. Fayda Dogrulugu

Fayda-maliyet-fayda dogrulugu uzayinda en ylksek genel
siniflandirma dogrulugu (1.00-0.01) fayda-maliyet bilesiminde elde edilmistir
(% 63.41). Kullanicinin ara hedeflerinden birisi genel siniflandirma
dogruluguysa, daha dusuk fayda ve daha dugsuk maliyet bilgisi duzeylerindeki
fayda-maliyet bilegsimleri daha optimaldir. Ornegin, 1.08 sabit fayda
dizeyinde (1.08-0.01) bilesimiyle elde edilen siniflandirma dogrulugu (%
30.28), (1.08-0.02) bilesimiyle elde edilen siniflandirma dogrulugundan (%
22.89) daha yuksektir.

4.3.5. Hedef Siniflandirma Dogrulugu

Hedef siniflandirma dogrulugu uzayinda en yuksek siniflandirma
dogrulugu % 100 (1.10-0.10) bilesimiyle elde edilmistir. Bu baglamda, (1.10-
0.10) bilesiminin altinda optimal bir sinirdan s6z etmek olanakli degildir.
Bunun yerine, degisen fayda-maliyet dizeylerinde marjinal siniflandirma
dogrulugunun en yuksek oldugu bdlge ya da fayda-maliyet bilesimleri
arastiriimahdir.

TABLO 4.23. HEDEF SINIFLANDIRMA DQGRULUGU VE FAYDA-MALIYET
DUYARLILIGI (%)

"BASARISIZ" "BASARILI" Siniflandirmanin Maliyeti

0,01 0,02 0,03 0,04 0,05 0,06 0,07 0,08 0,09 0,10

1,00] 6564 68,90 75,26 77,84 81,96 8333] 8505 88,83 92,61 94,16
1,01 68,38] 74,05 77,66 80,93 83,16 84,71 87,63 91,07  9416] 96,22
1,02 73371 78,01 81,10 8316]  8574] 87,63 91,24 9399 96,05 9691
1,03 77,84 80,58 82,99 86,08 87,46] 90,55 9347 9519 97,08 9742
1,04  8007) 83,16 85,74 8729 89,35 9261 95,19 97,08 9742 98,80
1,05 8368 8557 87,11 89,35 92,61 95,19] 96,91 98,11 98,28] 98,97
1,06 8557 86,94 89,00 92,10 95,02 96,22 98,11 98,11 98,97 99,48

1,07 86,94 88,66 91,24 94,33 96,22 97,94 98,11 98,97 99,48 99,48

1,08  8918]  91,58] 9399 9588]  97,94] 9811 98,63] 99,31 9948| 99,66

"BASARISIZ"I "BASARISIZ"
Siniflandirmanin Faydasi

1,09 9158  9364] 9570[ 96,74 98,11 98,45 99,31 9948| 9948 99,83

1,10 9261 95,19]  96,56| 9794 9845 99,31 9948/  99.66| 99,83 100,00
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Farkli fayda-maliyet bilegsimleriyle elde edilen en ylksek marjinal
siniflandirma dogruluguna, 1.00 fayda duzeyinde maliyetin 0.02’den 0.03’e
artinldigr noktada ulagiimaktadir (% 75.26 - % 68.90 = % 6.36). Yine de bu
fayda maliyet bilesimiyle elde edilen en ylksek marjinal siniflandirma
dogrulugu ulasilabilecek en yuksek siniflandirma dogrulugu duzeyinde
degildir. Tablo 4.23 incelendiginde yuksek siniflandirma dogruluguna ulagilan
dizeylerde marjinal siniflandirma dogrulugunun azaldigi goértlmektedir.
Burada yine bagvurulmasi gereken kullanicinin ne dizeyde bir siniflandirma
dogrulugunu kabul edilebilir buldugudur. Eger kullanici ortalama di]zeydeE
bir dogrulugu kabul ediyorsa, marjinal dogruluk bilgisine bagvurarak optimal

fayda-maliyet bilesimini secebilir.

4.3.6. Optimal Fayda Maliyet Bilesimi ve Toplam Fayda

BCFP’nin en temel varsayimi, siniflandirmayla en yuksek faydayi
elde etmek oldugundan, genel ve hedef siniflandirmayla elde edilen fayda
bilgisinin incelenmesi ve en yuksek siniflandirma faydasini saglayan fayda-
maliyet bilesimlerinin belirlenmesi gerekir. Genel ve hedef siniflandirma
dogrulugunda da oldugu gibi, her iki kategorinin belirlenmesinde elde edilen

faydanin toplam fayda igindeki payinin ters orantili olarak degismesi

beklenitm.

Optimal  fayda-maliyet  bilesimi ciftlerinin belirlenmesinde
siniflandirma dogrulugu bilgisine basvurmak Oznel, siniflandirmadan elde
edilen fayda bilgisinin kullaniimasiysa nesnel bir yoldur. BCFP algoritmasiyla,
siniflandirmanin toplam faydasi maksimize edildiginden bu kabul edilebilir bir
nitelendirme olacaktir. Toplam faydanin siniflararasi dagiliminin ¢ikti oldugu
dusundlurse, fayda maksimizasyonunda muidahale edilebilecek tek
parametrenin fayda-maliyet bilgisi oldugu gorilecektir. Elbette bu 6nerme,
fayda-maliyet bilgisinin 6znel oldugu, yani kullanici tarafindan belirlendigi
durumlarda gecerlidir. Bu yaklagsim, BCFP analizlerinde kullanilan sabit
fayda-maliyet tablolarini ortaya c¢ikarmaktadir. Bununla birlikte, 6znitelige

"5 Hatasiz siniflandirma dogrulugunun siipheyle karsilanmasi, en azindan modelin asirn 6zellesmis olmasi
olasiliginin g6z énunde bulundurulmasi gerekmektedir.

"¢ Burada dikkat edilmesi gereken nokta bu genellemenin &zniteliklerin sinif dagilimina ve fayda-maliyet bilgisine
duyarli oldugudur.
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dayali yani her 6rnek icin degisen fayda-maliyet bilgisi (dedisken fayda-
maliyet tablolarl) s6z konusu oldugunda, kullanicinin tek segenegi fayda-
maliyet Dbilgisini olusturan fonksiyonun vyapisi ve hangi Oznitelikleri
kullanacagina karar vermektirm. Makina o6grenmesinin tanimi geredi,
siniflandirmanin ya da 6grenme surecinin anlaml degiskenleri kendi bagina
bulmasi ongoruldugunden, degigsken fayda maliyet tablolarinin fonksiyonel
yapisl ve parametrelerinin de otomatik olarak belirlenmesi beklenir. Boyle bir
algoritmanin tasarlanmasi belki de, faydaya duyarli 6grenmenin en karmasik
asamasi olacaktir. Sonu¢ olarak, kullanicinin amaclari dogrultusunda,
optimal fayda-maliyet bilesimi optimal alanin herhangi bir yerinde bulunabilir.

4.3.7. Genel Sonuglar

BCFP algoritmasi finansal basarisizligin tahmini baglaminda ilk

olarak bu galigmada kullan|Im|§t|rm.

BCFP analizinde kullanilan fayda-maliyet tablosu karma
optimizasyon varsayimi altinda olusturulmustur. Ayrica, genel siniflandirma
ve hedef siniflandirmanin dogruluguna bagli olarak fayda ve maliyet bilgileri

uyarlanmis ve duyarlilik analizi yapiimigtir.

BCFP analizlerinde ayni veri seti igin her biri tek bir 6znitelige dayall
184 kural ogrenilmistir. BCFP ile ogrenilen kurallardan hedef sinifa yonelik

ilging ve anlamli bulunanlarin listesi Ek 3’te verilmigtir.
BCFP algoritmasiyla elde edilen sonuglara gore,

» Fayda ve maliyet etmenini g6z éninde bulundurmalari,

« Ogrenilen kurallarin daha basit, anlamli ve anlagilir oimalari ve

» Daha ylksek genel ve hedef siniflandirma performanslariyla
WEKA algoritmalari ve meta siniflandirma ydntemlerine alternatif modeller

geligtirimesinde BCFP yontemleri 6ne ¢ikmaktadir.

" Ornegin, kullanicl, amaci dogrultusunda, firma basarisizligi baglaminda, hedef hatali siniflandirmanin maliyetini
firma blyUkligu olarak kabul edebilir. Bu durumda maliyet fonksiyonu

F[.I(B_A) = f(Varlik Buyukligu) = - Varlik BlyUiklGgu
olarak sekillenebilecektir.
Halihazirda, o6znitelige dayali fayda-maliyet bilgisi ile optimizasyon yapan algoritmalar gelistiriimediginden,
calismamizda, sabit fayda-maliyet tablolari kullanilmistir. Degisken fayda-maliyet tablosu, her ne kadar daha
gercekgi bir yaklasim ise de, bdyle bir algoritmanin kullaniimasi blyik veri setlerinde bilgi islem ve donanim
maliyetleri agisindan, halihazirda optimal degildir.
"8 ikizler ve Guvenir (2003), kredi basvurularinin degerlendirilmesinde fayda maksimizasyonuna dayali benzer bir
algoritma olan BMFI algoritmasini kullanmistir.
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BESINCi BOLUM

SONUG VE ONERILER

Finansal baski ve bagarisizligin tahmini, reel sektor riskliliginin takibi
agisindan ele alinmasi gereken énemli bir konu olagelmistir. 60 yildan uzun
bir stredir Uzerinde énemle durulmus olmasina ragmen hala Gzerinde genel
fikir birligine varilmis bir finansal baski ve firma basarisizhdr kurami
olusturulamamigtir. Yapilan ¢alismalar, genellikle, finansal ve/veya finansal
olmayan firma bilgilerinin ampirik olarak incelenmesine yogunlasmistir.
Calismada cizilen gergeve, firma bilgilerinin makina 6grenmesi yontemleri
araciliiyla ampirik olarak incelenmesiyle basarisizlik dinamiklerinin

anlasiimasi Uzerine kurulmustur.

Finansal baski ve firma basarisizligi ¢calismalarinda ele alinan baski
ve basarisizlik tanimlari incelenerek ve bu modellerde karsilasilan sorunlar
ele alinarak Reel Sektor Verileri veri tabanindan elde edilen veri seti,
varsayimlari karsilayacak sekilde duzenlenmigtir. Ayrica, literaturde sermaye

yitikligi olarak ifade edilen basarisizlik dlgitl genigletilmistir.

Makina 6grenmesi ydntemleri incelenmis ve mantiksal algoritmalar
kullanim kolayhd: ve diger avantajlari dolayisiyla secilmistir. Mantiksal
O0grenme algoritmalari karar agaglari, kapsama algoritmalari ve pargasal

karar agaclaridir.

Ampirik analizde, makina 06grenmesi c¢alismalarinda siklikla
bagvurulan WEKA platformundaki kural 6grenen alti mantiksal siniflandirma
algoritmasiyla birlikte, faydaya duyarli 6grenme icin gelistirilen Oznitelik
izdisUmU algoritmasi BCFP kullaniimistir. WEKA platformundaki kapsama
algoritmalari, ZeroR, OneR ve DecisionTable, karar agaglari, DecisionStump
ve j48.J48, parcasal karar agacilysa j48.PART algoritmasidir. WEKA
algoritmalarinin veri kisitlari nedeniyle 25,547 firma-yil 6rnekten olusan veri

seti dncelikle rassal eleme yontemiyle 4,272 firma-yil érnekten olusan bir
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boyuta indirgenmistir. Bu veri setiyle vyapilan, c¢iplak ve meta
siniflandirmalarla ylksek hedef siniflandirma dogruluklarn elde etmek
olanakli olmamigtir. Ayrica, orijinal olarak maliyete duyarli tasarlanan
algoritmalar olmamalari dolayisiyla, iki farkli maliyet kisiti altinda da ayni
siniflandirma kurallari 6grenilmistir. Bu baglamda, 6grenmeyi maliyete duyarl
hale getirmek amaciyla buayuklikleri 2,103 ve 4,069 firma-yil érnek arasinda
degisen 10 alt 6rneklem olusturulmustur. 10 alt érneklemin maliyete duyarli
yontemlerle 6grendigi kurallar 1:10 maliyet bilgisiyle elde edilmigtir. Maliyete
duyarh kural 6grenmede, degistirilen parametreler 6rneklem buyuklikleri,

meta 6grenme yontemi ve 6grenme algoritmasinin kendisidir.

Maliyete duyarli 6grenme yontemlerinin 10 alt drneklemle elde edilen
genel ve hedef siniflandirma performanslariyla maliyet verimliligi bilgileri
kargilagtirilarak en basarili yontemler bulunmaya calisiimistir. Ayrica meta
siniflandirici-6grenme algoritmasi-orneklem Ugluleri arasinda karsilastirma

yapilabilmesi amaciyla, senaryo analizleri yapilmistir.

WEKA algoritmalariyla 6grenilen kurallar arasindan, hedef sinif
orneklerinin en yuksek dogrulukla siniflandiriidigi meta-algoritma ciftlerinin
farkh orneklem buyuklUkleriyle maliyet ve siniflandirma performanslarina
bakilarak anlamli ve ilging olanlar ayiklanmistir. WEKA 6grenme
algoritmalar;, maliyete duyarli siniflandirma ve senaryo analizlerinin
sonuglarina gére MetaCost-j48.J48-Set 1 ve MetaCost-j48.PART-Set 1 meta
siniflandirici-6grenme algoritmasi-orneklem Ugluleri en basarili bilegsimler
olarak bulunmustur. Performansin belilenmesinde genel siniflandirma,
maliyet ve hedef siniflandirma dogrulugu yaninda 6grenilen kural ve agacin

anlamli olmasi da 6nemli bir etmen olmustur.

BCFP algoritmasiyla yapilan ampirik analizde, WEKA platformu
analizlerinden farkh olarak, veri setinin tamami kullaniimistir. Dolayisiyla,
BCFP faydaya duyarli 6grenmede daha ¢ok bilgiyle egitilebilmigtir. BCFP
algoritmasiyla ogrenmede fayda dogrulugu ve hedef siniflandirma
dogrulugunun fayda-maliyet bilgisine duyarliiginin 6lgulmesi amaciyla fayda-
maliyet bilgisi degistirilerek duyarlilk analizi yapiimistir. Fayda ve hedef

siniflandirma dogrulugunun maksimum oldugu alanlarin ayrik olduklari
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gozlemlenmistir. Ayrica, kullanim amacina bagli olarak degisen optimal fayda

maliyet bilesimlerinin bulunabilirligi de gdsterilmistir.

Mantiksal makina 6grenmesi yontemleriyle 3,715T1 WEKA
algoritmalariyla, 184’uyse BCFP algoritmasiyla olmak Uzere toplam 3,899

adet kural tam ve indirgenmis veri setleriyle 6grenilmigtir.
Bu calismada elde edilen bilgiler 1g1ginda,

* Makina oOgrenmesi yontemleriyle firma basarisizligi analizinin
olanakl oldugu,

* Veri tabanina yonelik melezm sorgulama yontemleriyle birlikte,
fayda ve maliyete duyarll makina ogrenmesi yontemleri gelistirilerek
siniflandirma kurallari 6grenilebilecegi,

» Fayda ve maliyete duyarli yontemlerin Oznitelik bagimhligi g6z
onunde bulundurularak, her ornege 6zel fayda-maliyet bilgisi yontemlerinin
kullaniimasiyla daha anlamli sonugclar elde edilebilecegi,

anlasilmistir.
Sonraki caligmalarda,

* Veri tabanindaki firma bilgilerinin doviz pozisyon ve finansman
giderleri bilgisiyle genigletiimesi yoluyla kur ve faiz riskliliginin dlgtilmesi,

* Niteliksel ve operasyonel bilgilerle birlikte, digsal etmenlerin de
eklenmesiyle ¢aligmanin genigletiimesi,

» WEKA platformu algoritmalarinin agik kodlari kullanilarak, standart
o6grenme yontemlerinin fayda ve maliyet bilgisine duyarl hale getirilmesi,

* BCFP algoritmasinin dagilim varsayimlarinin degistirilerek daha
anlamli bir model olusturulmasi,

 BCFP algoritmasina ek olarak calisma baglaminda gelistirilen
BMFT algoritmasinin kullanilarak galismanin genisletiimesi,

» Kural ilgingligi 6grenme algoritmalari kullanilarak ogrenilen
kurallara otomatik olarak ilginglik etiketlerinin verilmesi, bu baglamda
etkilesimli kural ilgingligi algoritmasi IRIL’in gelistiriimesi hedeflenmektedir.

"9 Melez sorgulama yontemleri standart veri tabani sorgulama yontemleriyle makina 6grenmesi algoritmalarini bir
arada kullanan yontemler olarak adlandirilabilir.
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EK1

D - IMALAT SANAYIi ALT SEKTORLERI - NACE (Rev.1) KODLARI

DA: Gida, Megrubat ve Tutin Urlinleri Sanayii

DB: Tekstil ve Tekstil Urlinleri Sanayii

DC: Deri ve Deri Uriinleri Sanayii

DD: Agac ve Adac Uriinleri Sanayii

DE: Kagit Hamuru, Kagit, Kagit Urin.ile Yayim ve Basim Sanayii
DF: Kok Kémrl, Rafine Petrol Uriinleri ve Niikleer Yakit Uretim Sanayii
DG: Kimya Sanayii

DH: Kauguk ve Plastik Urlinleri Sanayii

DI: Diger Metal Digi Madenler Sanayii

DJ: Metal Ana Sanayii ve islenmis Metal Uriinleri Uretimi Sanayii
DK: Makina ve Techizat (Baska Yerde Siniflandirilmamis) Sanayii
DL: Elektrikli ve Optik Aletler Sanayii

DM: Ulagim Araclari Sanayii

DN: Mobilya imalati; Bagka Yerde Siniflandiriimamis Diger imalatlar
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OZNITELIKLER, AGIKLAMALARI VE ALDIKLARI DEGERLER

OZNITELIK ACIKLAMA ALDIGI DEGER
NITELIKSEL BILGILER
borsa IMKB'ye koteli olup olmadigini gésteren éznitelik Koteli, Koteli
degil
yilKurtar Firmanin kurulugundan inceleme dénemine kadar olan zaman, |Gergel
firmanin yasi.
sektor Firmanin faaliyet gosterdigi sektor DA, DB, DC, DD,
DE, DF, DG, DH,
DI, DJ, DK, DL,
DM, DN
ozKaynak Oz kaynaklarin negatif olup olmadigini gésteren degisken E,H
netSermaye Net sermayenin negatif olup olmadigini gésteren degisken. (Net |E, H
Sermaye, 6z kaynaklardan sermaye yedeklerinin ¢gikariimayiyla
elde edilir.)
donemKar Dénem karinin negatif olup olmadigini gosteren degisken E,H
yil inceleme dénemi Tamsay (1989-
2001)
LIKIDITE ORANLARI
CariOran Firmanin dénen varliklarinin kisa vadeli yikimliliklerine Gergel
oranidir. Firmanin likidite durumunun kabaca gdstergesidir.
LikiditeOrani Firmanin dénen varliklarindan stoklar gibi kolayca nakite Gergel
donusturdlemeyen varliklari ve diger dénen varliklari gibi
kalemler diglandiktan sonra kisa vadeli borglarin ne diizeyde
karsilanabileceginin gostergesidir. Cari orana goére daha
muhafazakar bir likidite 6lgitidur.
NakitOrani Hazir degerler ve menkul kiymetler gibi en likit varliklarin kisa  |Gergel
vadeli yukimlUliklerin kargilanmasinda ne derece yeterli
oldugunun gdstergesidir.
StoklarDénenVarliklarOrani isletme sermayesinin ne kadarinin stoklara baglandigini élger. |Gergel

Dolayisiyla, dénen varliklarin likiditesinin gostergesidir. Cari oran

ve likidite oraniyla birlikte incelenmelidir.

A E
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StoklarAktifToplamiOrani

Stoklarin toplam varliklar igcindeki diizeyinin 6l¢tistdir. Cari oran
ve likidite oraniyla birlikte incelenmelidir.

Gergel

baglandigini gésterir. Alacak devir hiziyla birlikte
degerlendirildiginde, firmanin alacak tahsil politikasinda ne kadar
basarili oldugunun bir gdstergesidir.

StokBagimlilikOrani Firmanin kisa vadeli borglarinin geri 6denebilmesinde, stok Gergel
satisina ne derece bagimli oldugunu gdsterir. Cari oran ve
likidite oraniyla bir arada incelenmelidir.
KisaVadeliAlacaklarDonenVarliklarOrani Firmanin dénen varliklarinin ne kadarinin ticari alacaklara Gergel

KisaVadeliAlacaklarAktifToplamiOrani Kisa vadeli alacaklarin toplam varliklar i¢indeki diizeyinin Gergel
OlgUsuddar.

CabukDegerlerStoklar Stoklarin para ve slratle paraya cevrilebilir kiymetlere (cabuk  |Gergel
degerler) dénlsim hizini gésterir.

DénenVarliklarYabanciKaynakToplami Firmanin yabanci kaynaklarinin, ne kadarlik bir kisminin dénen |Gergel
varliklarinin finansmanina ayrildiginin bir élgtistdur.

HazirDegerlerMenkulKiymetlerAktifToplami Firmanin likit varliklarinin bir él¢cisiddr. Gergel

HazirDegerlerMenkulKiymetlerNetSatislar Satislarin hazir degerler ve menkul kiymetlere doniisim hizini  |Gergel
gosterir.

HazirDegerlerMenkulKiymetlerYabanciKaynakToplami Likit kaynaklarla yabanci kaynaklarin ne élgtde Gergel
karsilanabileceginin bir dlctistdur. (Nakit oraninin benzeri)

NetCabukDegerlerStoklar Stoklarin para ve siratle paraya gevrilebilir kiymetlere (cabuk  |Gergel
degerler) donlsim hizini gosterir.

NetlsletmeSermayesiAktifToplami Likiditenin bir dlgtsadur Gergel

|Net|s|etmeSermayesiKisaVadeIiYabanciKaynakIar Likiditenin bir dlgtsudur Gergel

NetlsletmeSermayesiOzKaynaklar Likiditenin bir dlgtsudur Gergel

KVTicariAlacaklarKVTicariBorclar Firmanin alacak tahsili ve borglanma politikalarini bir arada Gergel
inceler. Vade uyumu olup olmadiginin bir goéstergesidir. 1'den
kuglk olmasi tercih edilir. Aksi durumda uzun vadeli ticari
borclanmayla birlikte incelenmesi gerekir.

FINANSAL YAPI ORANLARI

YabanciKaynaklarToplamiAktifToplamiOrani Firmanin aktiflerinin finansmaninda ne oranda yabanci kaynak |Gergel
kullanildiginin bir él¢usudur.

OzKaynaklarAktifToplamiOrani Firmanin aktiflerinin finansmaninda ne oranda 6z kaynak Gergel
kullanildiginin bir él¢isudur.

OzKaynaklarYabanciKaynaklarToplamiOrani Finansman yapisinin bir dlgisiddr. Gergel
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KisaVadeliYabanciKaynaklarPasifToplamiOrani

Yabanci kaynaklarin vade yapisiyla ilgili bir orandir. Oranin
yiksek olmasi, varliklarin buyidk bir bélimunin kisa vadeli
yabanci kaynaklarla finanse edildigini gosterir. Likit varliklari
fazla olan bir fima igin yliksek olmasi fazla risk tagsimaz. Dénen
Varlik/Aktif Toplami oraniyla bir arada incelenmelidir.

Gergel

UzunVadeliYabanciKaynaklarPasifToplamiOrani

'Yabanci kaynaklarin vade yapisiyla ilgili bir orandir. Sermaye
yogun teknoloji kullanan sektdrlerde bu oran daha yuksektir. Bu
oranin yuksek olmasi ayrica, firmanin varliklarinin finansmani
icin daha uzun vadeli kaynaklara ulasabildiginin goéstergesi de
olabilir. Duran Varlik/Aktif Toplami oraniyla bir arada
incelenmelidir.

Gergel

UzunVadeliYabanciKaynaklarDevamliSermayeOrani

Firmanin finansmaninda uzun vadeli kaynaklarinin ne kadarinin
firma disindan saglandiginin bir géstergesidir. Oz
Kaynaklar/Yabanci Kaynaklar oraninin bir bagka sekilde
ifadesidir. Burada vade ac¢isindan ayrinti gérmek daha
olanakhdir.

Gergel

MaddiDuranVarliklarOzKaynaklarOrani

Oz kaynaklarin ne kadarlik bir kisminin maddi duran varliklarin
finansmaninda kullanildigini gésterir. Bu oran, sektoriin yapisina
gore farklilik gosterebilir.

Gergel

MaddiDuranVarliklarUzunVadeliYabanciKaynaklarOrani Uzun vadeli yabanci kaynaklarin ne kadarlik bir kisminin maddi |Gergel
duran varliklarin finansmaninda kullanildigini gésterir.
DuranVarliklarYabanciKaynaklarToplamiOrani 'Yabanci kaynaklarin ne kadarlik kisminin maddi duran Gergel
varliklarin finansmaninda kullanildigini gosterir.
DuranVarliklarOzKaynaklarOrani Oz kaynaklarin ne kadarlik kisminin duran varliklarin Gergel
finansmaninda kullanildigini gdsterir.
DuranVarliklarDevamliSermayeOrani Oz kaynak ve uzun vadeli yabanci kaynak toplaminin ne Gergel
kadarlik bir kisminin duran varliklarin finansmaninda
kullanildi§ini gdsterir.
KisaVadeliYabanciKaynaklarYabanciKaynaklarToplamiOrani |Varliklarin finansmaninda kullanilan yabanci kaynaklarin Gergel
kadarlik bir kisminin kisa vadeli oldugunu gdsterir. Sermaye
yogun isletmelerde bu oran daha disuktr.
BankaKredileriAktifToplamiOrani Varliklarin ne kadarlik bir kisminin banka kredileriyle finanse Gergel
edildigini gosterir.
KisaVadeliBankaKredileriKisaVadeliYabanciKaynaklarOrani |Firmanin kisa vadeli yabanci kaynaklarinin ne kadarinin banka |Gergel
kredileriyle kargiladiginin bir élgUsudar.
BankaKredileriYabanciKaynaklarToplamiOrani Firmanin yabanci kaynaklarinin ne kadarinin banka kredileriyle |Gergel

karsilandiginin bir élglisuddr.
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BankaKredileriNetSatislar

Bankalardan alinan kredilerin ne kadarinin net satiglar
tarafindan karsilanabildiginin bir élglsudir

Gergel

DoénenVarliklarAktifToplamiOrani Firmanin toplam varliklari igindeki likit varliklarinin bir él¢iisiidiir |Gergel

DuranVarliklarAktifToplami Firmanin toplam varliklari igcinde duran varliklarinin payini Gergel
gOsterir.

MaddiDuranVarliklarAktifToplamiOrani Firmanin toplam varliklari icinde maddi duran varliklariin payini |Gergel

gOsterir.

CabukDegerlerAktifToplami

Firma likiditesinin bir 6lglist olan oran, gabuk degerlerin (para ve
suratle paraya gevrilebilir kiymetler) toplam varliklara oranidir.

Gergel

KisaVadeliYabanciKaynaklarDuranVarliklar

Duran varliklarin ne kadarlik bir kisminin kisa vadeli yabanci
kaynaklarla finanse edildiginin bir gostergesidir. Duran varliklarin
kisa vadeli yabanci kaynaklarla finanse edilmesi arzulanmayan
riskli bir duruma isaret eder.

Gergel

KisaVadeliYabanciKaynaklarOzKaynaklar Firmanin finansman yapisi hakkinda bilgi veren, mali Gergel
yeterliliginin arastirimasina olanak taniyan bir orandir.

UzunVadeliYabanciKaynaklarOzKaynaklar Devamli Sermayenin ne kadarinin yabanci kaynaklardan Gergel
olustugunun bir dlgusudir.

DEVIR HIZLARI

StokDevirHizi Stoklarin ne kadar bir sire igerisinde Uretim faaliyetinde Gergel
tukendigi ve satis hasilatina dénustigunu gostermektedir.

AlacakDevirHizi Alacaklarin tahsil kabiliyetinin bir 6l¢isidur. Gergel

CalismaSermayesiDevirHizi Firmanin ¢calisma sermayesi verimliliginin bir él¢isidar. Gergel

NetCalismaSermayesiDevirHizi Firmanin net galisma sermayesi verimliliginin bir 6lgtsiddr. Gergel

MaddiDuranVarlikDevirHizi Firmanin maddi duran varlik donisim verimliliginin bir Gergel

Olgusudur. Firmanin maddi duran varliklara asiri bir yatirim yapip
yapmadigini, veya maddi duran varliklarin kapasitelerinin
Uzerinde kullanilip kullaniimadigini gosterir.

DuranVarlikDevirHizi Firmanin duran varlik dénisim verimliliginin bir élclisudur. Gergel
OzKaynaklarDevirHizi Firmanin sermayesinin verimli kullanilip kullaniimadiginin bir Gergel
gOstergesidir. Oranin yiksek olmasi, sermayenin verimli
kullanildi§ini gdsterebilecedi gibi, 6z kaynaklarin finansmanda
yetersiz kaldigi anlamina da gelebilir.
AktifDevirHizi Firmanin sahip oldugu varliklarinin verimliliginin bir dlgisidir. |Gergel
CabukDegerlerNetSatislar Satiglarin para ve suratle paraya gevrilebilir kiymetlere (cabuk |Gergel

degerler) dontsim hizini gosterir.
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NetSatislarKisaVadeliYabanciKaynakToplami

Kisa vadeli yabanci kaynaklarin ne kadarinin net satiglardan
karsilanabileceginin bir élgutludur.

Gergel

veriminin élgtisudir.

NetSatislarStoklar Stok devir hizinin statik bir sekilde ifadesidir. Gergel

NetSatislarYabanciKaynakToplami Yabanci kaynaklarin ne kadarinin net satislardan Gergel
saglanabileceginin bir gbstergesidir.

StoklarNetCalismaSermayesi Net calisma sermayesinin Uretim faaliyetine dontisme Gergel
cabuklugunun bir gdstergesidir.

StoklarNetSatislar Stok devir hizinin statik bir sekilde ifadesidir. Gergel

KARLILIK ORANLARI

NetKarOzKaynaklarOrani "Yatirimin Getirisi" olarak da bilinen oran, yatirim verimliliginin  |Gergel
Olglistidur. Firma sahipleri tarafindan saglanan sermayenin bir
birimine isabet eden kar nisbetini ortaya koyar.

NetKarKisaVadeliYabanciKaynak firmanin kisa vadeli yikimldliklerinin ne kadarinin net karla Gergel
karsilanabiliecedinin élgisudur.

VergiOncesiKarOzKaynaklarOrani Net Kar/Oz Kaynaklar Orani ile bir arada ele alindiginda, vergi |Gergel
yakUmlalUklerinin, yatirim verimliligini ne dlglde azalttiginin bir
OlgUsudur

FaaliyetKariOzKaynaklar Firma sahipleri tarafindan saglanan sermayenin bir birimine Gergel
isabet eden esas faaliyetlerden elde edilen kar nisbetini ortaya
koyar.

FaizVeVergiOncesiKarPasifTOrani Firmanin kaynaklarinin ne kadar verimli kullanildiginin bir Gergel
OlgUsuddar.

NetKarAktifToplamiOrani Varliklarin karlilik veriminin élglisudr. Gergel

NetKarDoénenVarliklar Doénen varliklarin verimliliginin bir élgttidar. Gergel

NetKarNetCalismaSermayesi Net calisma sermayesinin verimliliginin bir lgtusuddr. Gergel

FaaliyetKariFaaliyetinGerceklestirilmesindeKulvarlikOrani Faaliyetin gerceklesmesinde kullanilan varliklarin karhlk Gergel

FaaliyetKariAktifToplami

Firmanin varliklarinin ne kadar verimli kullanildiginin bir géstergesidir. Firmanin
varliklarinin esas faaliyetlerden elde edilen getirisini lger.

Gergel

FaaliyetKariNetlsletmeSermayesi Firmanin net isletme sermayesinnin ne kadar verimli Gergel
kullanildiginin bir géstergesidir. Firmanin net isletme
sermayesinin esas faaliyetlerden elde edilen getirisini dlger.
BirikmeliKarlilikOrani Firma karlarinin sermaye dénastiralme oranidir. Gergel
FaaliyetKariNetSatislarOrani Satislarin kar verimliliginin 6lgtsudur. Gergel
BritSatisKariNetSatislarOrani Satisglarin kar verimliliginin élgtsudur. Gergel
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BritSatisKariAktifToplami

Firmanin toplam varliklarinin ne kadarinin brut satis karina
(firmanin net satislarindan maliyetleri diistldikten sonra elde
edilen kar) dénustirilebildiginin bir 6lgisudr.

Gergel

isabet eden vergi yukimlillkleri ve faiz giderleri 6denmeden
once elde edilen kar nisbetini ortaya koyar.Ekonomik rantabiliteyi
sermaye acgisindan ele alan bir l¢Uttar.

NetKarNetSatislarOrani Satislarin kar verimliliginin élgtsudur. Gergel
SatilanMalinMaliyetiNetSatislarOrani Satiglar icinde Uretim maliyetlerinin payini élger. Gergel
FaaliyetGiderleriNetSatislarOrani Satislar icinde faaliyet giderlerinin payini olcer. Gergel
FaizGiderleriNetSatislarOrani Satislaricinde finansman giderlerinin payini dlger. Gergel
FaizGiderleriHazirDegerlerMenkulKiymetler Faiz yukumlultklerinin en likit varliklar olan hazir degerler ve Gergel
menkul kiymetlerle ne oranda karsilanabileceginin élgtsudur.
FaizVeVergiOncesiKarDuranVarliklar Firmanin duran varliklarinin ne kadar verimli kullandiginin bir  |Gergel
OlgUsuddr.
FaizVeVergiOncesiKarNetSatislar Satislar karsiliginda vergi yukamlulikleri ve faiz giderleri Gergel
0denmeden 6nce elde edilen karin dlgisudur.
FaizVeVergiOncesiKarOzKaynaklar Firma sahipleri tarafindan saglanan sermayenin bir birimine Gergel

FaizVeVergiOncesiKarFaizGiderleriOrani Vergi yukamlulikleri ve faiz giderleri 6denmeden Once elde Gergel
edilen karlarin, faiz giderlerinin ne kadarini karsiladiginin bir
OlgUsuddar.

NetKarVeFaizGiderleriFaizGiderleriOrani Faiz giderleri 6édenmeden 6nce elde edilen karlarin faiz Gergel
giderlerinin ne kadarini kargiladidinin dl¢tsudur.

FaizGiderleriYabanciKaynakToplami Yabanci kaynak kullanim maliyetinin bir élgtstdur. Gergel

NetKarFaizGiderleri Finansman giderleri karsilandiktan sonra, firmanin faiz 6deme |Gergel
glcunln dlgusudir.

OlaganKarNetSatislar Firmanin olagan faaliyetlerinden elde ettidi karin net satiglara  |Gergel
oranidir.

VergiOncesiKarAktifToplami Varliklarin verimliliginin bir élglsudir. Gergel

VergiOncesiKarKisaVadeliYabanciKaynaklar Kisa vadeli yabanci kaynaklarin ne kadar verimli kullanildiginin |Gergel
bir géstergesidir.

VergiOncesiKarNetSatislar Satislar kargiliginda vergi yukimlilikleri 6denmeden 6nce elde |Gergel
edilen karin olglsuddar.

FinansalGelirlerNetSatislar Firmanin faaliyetlerinin disinda finansman faaliyetlerinden elde |Gergel
ettigi gelirleriyle net satislari arasindaki iliskinin bir 6l¢isudur.

FinansalGiderlerNetSatislar Firmanin finansman giderlerinin net satislarina oranidir Gergel
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VERIMLILIK ORANLARI

NetKisaVadeliTicariAlacaklarAktifToplami

Kisa vadeli ticari alacaklar ve kisa vadeli ticari borglar arasindaki
farkin varlik toplamina oranidir

Gergel

NetUzunVadeliTicariAlacaklarAktifToplami Uzun vadeli ticari alacaklar ve uzun vadeli ticari borglar Gergel
arasindaki farkin varlik toplamina oranidir

NetKisaVadeliDigerAlacaklarAktifToplami Kisa vadeli diger alacaklar ve kisa vadeli diger borglar Gergel
arasindaki farkin varlik toplamina oranidir

NetUzunVadeliDigerAlacaklarAktifToplami Uzun vadeli diger alacaklar ve uzun vadeli diger borglar Gergel

arasindaki farkin varlik toplamina oranidir

NetKisaVadeliTicariAlacaklarNetOzKaynaklar

Kisa vadeli ticari alacaklar ve kisa vadeli ticari borglar arasindaki
farkin net sermayeye (sermayeden yapay olarak olusan
sermaye artisi (sermaye yedekleri) ¢ikarildiktan sonraki fark)
oranidir

Gergel

NetUzunVadeliTicariAlacaklarNetOzKaynaklar Uzun vadeli ticari alacaklar ve uzun vadeli ticari borglar Gergel
arasindaki farkin net sermayeye oranidir

NetKisaVadeliDigerAlacaklarNetOzKaynaklar Kisa vadeli diger alacaklar ve kisa vadeli diger borglar Gergel
arasindaki farkin net sermayeye oranidir

NetUzunVadeliDigerAlacaklarNetOzKaynaklar Uzun vadeli diger alacaklar ve uzun vadeli diger borglar Gergel

arasindaki farkin net sermayeye oranidir

NetKisaVadeliTicariAlacaklarNetSatislar

Kisa vadeli ticari alacaklar ve kisa vadeli ticari borglar arasindaki
farkin net satiglara oranidir

Gergel

NetUzunVadeliTicariAlacaklarNetSatislar Uzun vadeli ticari alacaklar ve uzun vadeli ticari borglar Gergel
arasindaki farkin net satislara oranidir

NetKisaVadeliDigerAlacaklarNetSatislar Kisa vadeli diger alacaklar ve kisa vadeli diger borglar Gergel
arasindaki farkin net satislara oranidir

NetUzunVadeliDigerAlacaklarNetSatislar Uzun vadeli diger alacaklar ve uzun vadeli diger borglar Gergel
arasindaki farkin net satiglara oranidir

NetSermayeAktifToplami Sermayeden yapay olarak olusan sermaye artisi (sermaye Gergel
yedekleri) ¢ikarildiktan sonraki farkin varliklara oranidir.
Sermaye yitikliginin gergekgi bir sekilde dlgilebilmesi icin net
sermayenin hesaplanmasi gerekir.

NetSermayeNetSatislar Sermayeden yapay olarak olusan sermaye artisi (sermaye Gergel
yedekleri) ¢ikarildiktan sonraki farkin net satislara oranidir.

NetSermayeDonemNetKz Sermayeden yapay olarak olusan sermaye artigi (sermaye Gergel

yedekleri) ¢cikarildiktan sonraki farkin dénem karina oranidir.
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ORTAK BUYUKLUK ORANLARI
DonenVarliklar Gergel
HazirDegerler Gergcel
MenkulKiymetler Gergel
KVTicariAlacaklar Gergel
KVDigerAlacaklar Gergel
Stoklar Gergel
YillaraYayginlnsveOnarimMaliyetleri Gergel
GelecekAylaraAitGiderlerVeGelirTah Gergel
DigerDénenVarliklar Gergcel
DuranVarliklar Gergel
UVTicariAlacaklar Gergel
UVDigerAlacaklar Gergel
MaliDuranVarliklar Gergel
IMaddiDuranVarliklar Gergel
MaddiOlmayanDuranVarliklar Gergel
OzelTukenmeyeTabiVarliklar Gergel
GelecekYillaraAitGiderlerVeGelirTah Gergel
DigerDuranVarliklar Gergel
KisaVadeliYabanciKaynaklar Gergel
KVMaliBorclar Gergel
KVTicariBorclar Gergel
KVDigerBorclar Gergel
KVAlinanAvanslar Gergel
YillaraYayginlnsveOnarimHakedisleri Gergel
OdenecekVergiVeDigerYiikiimliliikler Gergel
KVBorcVeGiderKarsiliklari Gergel
GelecekAylaraAitGelirlerVeGiderTah Gergel
DigerKisaVadeliYabanciKaynaklar Gergel
UzunVadeliYabanciKaynaklar Gergel
UVMaliBorclar Gergel
UVTicariBorclar Gergel
UVDigerBorclar Gergel
UVAlinanAvanslar Gergel

UVBorcVeGiderKarsiliklari

Gergel
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GelecekYillaraAitGelirlerVeGiderTah

Gergel

DigerUzunVadeliYabanciKaynaklar Gergel
OzKaynaklar Gergel
OdenmisSermaye Gergel
SermayeYedekleri Gergel
KarYedekleri Gergel
GecmisYillarKarlari Gergel
GecmisYillarZararlari Gergel
DonemNetKari Gergel
BriitSatislar Gergel
Satisindirimleri Gergel
SatislarinMaliyeti Gergel
BriitSatisKariVeyaZarari Gergel
FaaliyetGiderleri Gergel
FaaliyetKariVeyaZarari Gergel
DigerFaalolaganGelirVeKarlar Gergel
DigerFaalolaganGiderVeZarar Gergcel
FinansmanGiderleri Gergel
OlaganKarVeyaZarar Gergel
OlagandisiGelirVeKarlar Gergel
OlagandisiGiderVeZararlar Gergel
DonemKarVeyaZarari Gergel
DonemkKariVergiDigYasalYiikkars Gergel
DonemNetKarVeyaZarari Gergel
sinif BASARILI,

BASARISIZ




EK 3

BCFP iLGiN(} VE ANLAMLI KURALLAR
Kural 1:

FaizGiderleriYabanciKaynakToplami > 0.14005
ISE BASARISIZ

Kural 2:

HazirDegerlerMenkulKiymetlerAktifToplami < 0.07921
ISE BASARISIZ

Kural 3:

NetlsletmeSermayesiKisaVadeliYabanciKaynaklar < 1.52567
ISE BASARISIZ

Kural 4:

VergiOncesiKarKisaVadeliYabanciKaynaklar < 0.28187
ISE BASARISIZ

Kural 5:

NetKisaVadeliTicariAlacaklarAktifToplami < 0.04913
ISE BASARISIZ

Kural 6:

NetUzunVadeliTicariAlacaklarAktifToplami < -0.0047
ISE BASARISIZ

Kural 7:

[\letUzunVadeIiTicariAIacakIarNetSatisIar <-0.01480
ISE BASARISIZ

Kural 8:

NetSermayeAktifToplami < 0.25678
ISE BASARISIZ

Kural 9:

_DuranVarIikIar >0.31386
ISE BASARISIZ

Kural 10:
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!\/IaIiDuranVarIikIar > 0.01961
ISE BASARISIZ

Kural 11:

MaddiOlmayanDuranVarliklar > 0.00403
ISE BASARISIZ

Kural 12:

DigerKisaVadeliYabanciKaynaklar > 0.00402
ISE BASARISIZ

Kural 13:

UzunVadeliYabanciKaynaklar > 0.08404
ISE BASARISIZ

Kural 14:

_UVMaIiBorcIar > 0.04399
ISE BASARISIZ

Kural 15:

OzKaynaklar < 0.36845
ISE BASARISIZ

Kural 16:

_D('jnemNetKari < 0.05559
ISE BASARISIZ

Kural 17:

_Satislndirimleri > (0.0322
ISE BASARISIZ
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